Ne d’ordre: 2496

THESE

Présentée devant
Université de Rennes 1

pour obtenir

le grade de : DOCTEUR DE L'UNIVERSITE DE RENNES 1
Mention INFORMATIQUE

par
Jacques CHODOROWSKI
Equipe d’accueil : CORDIAL

Ecole Doctorale : Sciences Pour I'Ingénieur
Composante universitaire : ENSSAT-TRISA

Titre de la theése :

Inférence grammaticale

pour 'apprentissage de la syntaxe
en reconnaissance de la parole et dialogue oral

soutenue le 7 juin 2001 devant la commission d’examen

M. : Colin DE LA HIGUERA Président
MM. : Marc EL-BEZE Rapporteurs
Enrique VIDAL
MM. : Geraldine DAMNATI Examinateurs

Christian JACQUEMIN
Jacques NicoLras
Laurent MICLET






Toutes les piéces doivent s’assembler sans forcer.

Souvenez vous que ce que vous assemblez est ce que vous venez de démonter.
Donc si vous ne parvenez pas a le remonter il doit y avoir une raison.

En aucun cas nutilisez de marteau.

Manuel de maintenance IBM, 1925






Remerciements

Il est étonnant de constater “au bout du chemin” le nombre de personnes impliqués
dans un travail aussi personnel qu’une these. Sans intervention des membres de plusieurs
communautés scientifiques, des responsables administratifs et ceux des infrastructures
diverses, de la famille et des amis, ce travail n’aurait suirement pas abouti. Les quelques
phrases de remerciements ci-dessous sont alors bien peu pour exprimer ma reconnais-
sance a tous ceux qui m’ont aidé dans ce periple — ma gratitude n’en est pas moindre.

Je remercie en premier lieu mon directeur, Laurent MICLET. Son soutien infaillible
notamment dans les moments critiques, sa faculté & savoir “remettre sur les rails” un
thésard, sa disponibilité et son écoute ont été exeptionnels. Je ne peux que souhaiter 4
chaque doctorant de bénéficier d’'un encadrement de qualité semblable. Les conversa-
tions scientifiques mais également celles qui sortaient du strict cadre du travail sont un
bagage de compétences et de souvenirs que j'emporte avec une grande reconnaissance.

Je remercie Colin DE LA HIGUERA, qui m’a fait I'honneur de présider le jury.

Je remercie mes relecteurs, Marc EL-BEZE et Enrique VIDAL d’avoir contribué de
facon siginificative a I'amélioration de ce travail et au final de I'avoir jugé.

Je remercie les membres du jury, Geraldine DAMNATI, Christian JACQUEMIN et
Jacques N1COLAS d’avoir apporté un ensemble de remarques qui ont aidé & améliorer
ce document.

Je remercie les membres du Laboratoire Lannionais d’Informatique de m’avoir ac-
ceuilli au sein de leur équipe.

Je remercie le personnel de I'Ecole Nationale Supérieure de Sciences Appliquées et
des Techniques de m’avoir apporté I'aide administrative et logistique au cours de ce
travail.

Je remercie les membres de I’équipe DIH/IPS/RVA de France Télécom R&D Lan-
nion d’avoir suivi ce travail et d’avoir fourni le materiel nécessaire au bon déroulement
de la theése.

Je remercie Thierry MOUDENC de ’équipe DIH/IPS/VMI de France Télécom R&D
Lannion pour sa compréhension : mener un travail sur deux fronts aurait été impossible

sans les conditions qu’il m’a accordées.

Je remercie Franck et Francois pour les (longues) discussions sur les aspects logiciels
relatifs & ce travail.

Je remercie Séverine pour sa patience, sa compréhension et pour sa facon de m’en-



courager avec la gaité qui lui est innée.

Je remercie Heléne, Laurent et Bruno pour leur bonne humeur et leur aide dans
Porganisation (totalement autonome et remarquable) du “pot” de these.

Merci a tous ceux qui m’ont soutenu dans ce travail et qui n’ont pas été cités ici,
en espérant de pouvoir leur rendre la pareille un jour...

Je réserve des remerciements particuliers a mes parents. Leur courage et 1'effort
qu’ils ont fourni pour me permettre de faire ce parcours sont sans commune mesure.
Ce travail leur est dedié.



Table des matiéeres

Introduction

I Etat de ’art

1 Modeles de langage

2

1.1

1.2

1.3
1.4

1.5

Objectif des modeles de langage . . . . . . . . ... .. ... ... ....
1.1.1 Bref historique . . . . . . . . .. ... ... ... ..
1.1.2  Place des modeles de langage dans le processus de reconnaissance

de la parole continue . . . . . . . . ... ... o
Panorama succinct des modeles de langage . . . . .. ... ... .. ..
1.2.1 Modeles symboliques . . . . . . . . .. ... .. ... . ...
1.2.2  Modeles statistiques . . . . . . . ... ... o L L.
1.2.3  Approches mixtes . . . . . . ... . ...
1.2.4 Autresapproches . . . . . . . . ... .. e
Construction d’'un modele de langage . . . . . . .. .. ... .. ... ..
Evaluation d’un modéle de langage . . . . . . ... Lo
1.4.1 Evaluation des modeles probabilistes . . . . .. ...
1.4.2  Evaluation des modéles symboliques . . . ... ... ... ....
Conclusion . . . . . . . oL e

Inférence Grammaticale

2.1

2.2

2.3

Introduction . . . . . . . ..o L
2.1.1 Bref historique . . . . ... ... ... .. ... .. ..
2.1.2  Objectifs . . . . . . . .
2.1.3 Applications . . . .. .. e
Aspects formels de I'Inférence Grammaticale . . . .. ... .. ... ..
2.2.1 Objet de I'Inférence Grammaticale . . . . . . ... ... ... ..
2.2.2  L’espace de recherche de I'Inférence Réguliere . . . . . . . .. ..
2.2.3 Les critéeres d’identification . . . . . ... ... o 0oL
2.2.4 Complexité calculatoire du processus d’inférence . . . . . . . ..
Evaluation de la qualité du modele appris . . . . . . . ... ... L.
2.3.1 Cas non-stochastique . . . . . . . . ... ... oL
2.3.2 Casstochastique . . . . . . ... ... oo

10
10
17
21
22
23
25
25
26
27



ii

Table des matiéres

2.4 Les algorithmes d’inférence grammaticale . . . . ... ... ... .... 40
2.5 Conclusion . . . . ... 42

3 Meéthodes de correction d’erreurs pour les Séquences et Langages For-
mels 43
3.1 Introduction . . . . . . . . . . ... 43
3.2 Définitions et notations . . . . . .. ..o oL Lo 46
3.2.1 L’espace des séquences . . . . . . . . . . . .o 46
3.2.2  Analyse des différences entre les séquences . . . . . . ... .. .. 47
3.3 Distances entre séquences . . . . . . . . ..o e e e 49
3.3.1 Ladistance d’édition . . . . . . . ... ... 49
3.3.2  Quelques améliorations . . . . . . ... ... oL 51
3.3.3 Comparaison d’une séquence et d’'un Graphe Orienté Acyclique . 54
3.3.4 Comparaison de deux DAG . . . . .. ... .. ... ... .... 57
3.4 Distance entre une séquence et un Langage Régulier . . . . . . . .. .. 59
3.4.1 Algorithme de Wagner . . . . . . ... ... ... .. .. ..... 60
3.4.2 Distance pondérée entre une séquence et un Automate Fini . . . 62
3.5 Conclusion . . . . . . .. e 65

II Grammaires Formelles : construction et application a la recon-
naissance vocale 67
4 Algorithme ECGI 69
4.1 Motivation du choix de l'algorithme . . . . . . .. ... .. ... .... 69
4.2 ECGIA non-probabiliste . . . . . . . ... ... ... ... 70
4.2.1 Présentation informelle . . . . . ... ... ... ... 70
4.2.2 Algorithme . . . . . . .. ... 71
4.3 ECGIA stochastique . . . . . .. .. ... oo 74
4.4 Paramétrage de l'algorithme . . . . . . . ... ... ... L. 75
4.4.1 Evaluation expérimentale de la méthode ECGI originale . . . . . 75

4.4.2 Evaluation des coiits des opérations d’édition & partir de classes

grammaticales de la langue francaise . . . . . . . . . ... .. .. 76
4.4.3 Calcul automatique des poids des opérations d’édition . . . . . . 78
4.5 Conclusion . . . . . . .. 84
5 Lissages des grammaires réguliéres stochastiques 85
5.1 Lissages des modeles N-grams . . . . . . ... ... ... ... ...... 85
5.2 Lissage des grammaires régulieres non-stochastiques . . . . ... .. .. 86
5.2.1 Distance entre un corpus et un modele syntaxique. . . . . . . .. 86
5.2.2 Application . . . . . ... L 87
5.3 Lissage des grammaires régulieres stochastiques . . . . . . . ... .. .. 89
5.3.1 Lissage par discounting . . . . . . .. ... ... ..o 90

5.3.2 Lissage par interpolation. . . . . . .. ... ... .. oL 91



Table des matiéres

5.4 Lissage par estimation des probabilités des opérations d’édition . . . . .
5.4.1 Estimation des parametres du lissage . . . . . . .. . ... .. ..
5.4.2 Probléme du mot inconnu . . . . . ... L0000

5.5 Evaluation expérimentale des modeles lissés . . . . . . . ... ... ...
5.5.1 Lissage a lexique fermé . . . . . ... ... .. ... ... ...
5.5.2 Lissage avec modélisation du mot inconnu . . . . . . .. .. ...

5.5.3 Grammaires Stochastiques versus Bigrams . . . . . . .. ... ..
5.6 Conclusion . . . . . . . . . . .. e
6 Modeles de langage a base de classes
6.1 Utilisation des classes dans les modeles de langage . . . . .. ... ...
6.1.1 Les N-grams . . . . . . . . . .. v
6.1.2 Les grammaires régulieres . . . . . . . . .. .. ... ... ...
6.2 Détermination desclasses . . . . . . .. ... o L o o0
6.2.1 Classes de la langue naturelle . . . . . . .. .. ... ... ....
6.2.2 Calcul automatique des classes . . . . . . ... ... ... ...
6.3 Résultats . . . . . . . .
6.4 Conclusion . . . . . . . ...
7 Réduction de la taille du modéle
7.1 Motivation . . . . . . . . e e e e e
7.2 Classement des séquences . . . . . . . . . ... oo
7.2.1 Construction du tableau de distances . . . . . . . ... ... ...
7.2.2 Classement et création des groupes . . . . . . . .. ... ... ..
7.2.3 Apprentissage des “Grammaires Noyaux” . . . ... .. ... ..
7.2.4 Application sur les corpus rééls . . . . .. ... ... ... .. ..
7.3 Conclusion . . . . . . ... e
Conclusion

A Présentation des corpus d’apprentissage

Al Langage Lo . . . . o o o 0o
A2 Corpus AGS. . . . . . . e
A3 Corpus ATIS . . . . . . ..

B Classes grammaticales de la langue francaise du corpus AGS

iii

121
121
123
123
123
125
126
129

133



v

Table des matiéres



Table des figures

1.1
1.2
1.3
1.4
1.5
1.6
1.7

2.1
2.2
2.3
24

3.1
3.2
3.3
3.4
3.5
3.6
3.7
3.8
3.9

4.1
4.2
4.3
4.4
4.5
4.6
4.7
4.8
4.9

5.1

Treillisde mots . . . . . . . . . . . . e 9
Grammaire Réguliere . . . . . . . . .. ... oo 13
Automate Fini Non-déterministe . . . . . . . ... .. ... ... .... 15
Automate Fini Déterministe . . . . . . . . . . ... ... L. 15
Automate Universel . . . . . . . .. . ... 16
Grammaire Réguliére Stochastique . . . . . . .. .. .. .. ... ... 20
Automate Fini Stochastique Non-déterministe . . . . . . . . ... .. .. 21
Automate Canonique Maximal . . . . . ... ... .. ... ....... 33
Arbre Accepteur des Préfixes . . . . .. ... ... ... ... ... ... 33
Automate dérivé du PTA . . . . . ... ... . oo 34
Espace de recherche Lat(PTA) . . . . . . . . ... ... ... ..... 35
Distance de Hamming entre les mots “préposition” et “prérogative” . . 44
Transformation du mot “arrivage” en mot “mirages” . . . ... ... .. 45
Traces possibles entre les mots “voiture” et “véhicule” . . . . ... ... 48
Listing entre les mots “voiture” et “véhicule” . . . . ... ... ... .. 48
Trace avec des compressions et des expansions. . . . . . .. ... . ... 53
Graphe Acyclique Orienté . . . . . . . . .. . ... ... ... 55
Graphe Acyclique Orienté valué sur lesarcs . . . . . ... ... .. ... 57
Graphe d’hypothéses . . . . . . . . .. L o 58
Graphe d’analyse . . . . . . . ..o 63
Apprentissage par ECGIA . . . . . . .. ... ... ... ... 73
Apprentissage par ECGIA : changement d’ordre de présentation d’exemples 74
AGS : coiits & partir des classes grammaticales frangaises . . . . . . . . 78
Ly, nombre d’états et de transitions créés par ECGI itératif . . . . . . . 80
Ly, perplexité du modele inféré par ECGI itératif . . . . . . ... .. .. 81
AGS, nombre d’états et de transitions créés par ECGI itératif . . . . . . 81
AGS, perplexité du modele inféré par ECGI itératif . . . . . . ... ... 82
ATIS, nombre d’états et de transitions créés par ECGI itératif . . . . . 82
ATIS, perplexité du modele inféré par ECGI itératif . . . . ... .. .. 83
AGS — distance entre une grammaire et un corpus . . . . . . . . ... . 88



vi

5.2
5.3
5.4
5.9
5.6
5.7
5.8
5.9
5.10
5.11
5.12
5.13
5.14
5.15
5.16

6.1
6.2

7.1
7.2
7.3

Al

Table des figures

AG Sp;s — distance entre une grammaire et un corpus . . . . . . . . . . 89
Grammaire étendue G . . . . . . .. 93
Grammaire lissée . . . . . . . .. Lo 98
Ly, lissage, courbes “B” et “\” . . . ... L Lo o 101
AGS, lissage, courbes “8” . . . . ... L 102
AGS, lissage, courbes “A” . . . . ... L Lo 102
AG Sps, lissage, courbes “B” et “N . . . ..o 103
ATIS, lissage, courbes “B” . . . . . . . . . L e 104
AGS, lissage avec mot inconnu, courbes “8” . . . . ... ... ... 105
AGS, lissage avec mot inconnu, courbes “A\” . . . . . ... ... L. 106
ATTIS, lissage avec mot inconnu, courbes “5” . . . .. ... ... .... 107
ATIS, lissage avec mot inconnu, courbes “\” . . . ... .. ... .. .. 107
Ly, perplexité du bigram versus perplexité de la GSR . . . . . . .. .. 108
AGS, perplexité du bigram wversus perplexité de la GSR . . . . . .. .. 109
ATIS, perplexité du bigram versus perplexité de la GSR . . . . . . . .. 110
Perplexité du modele & base de classes . . . . . . . ... ... ... ... 119
Perplexité des modeles & base de classes . . . . . . .. ... ... .. .. 120
Dendrogramme de classification des séquences . . . . . . . . ... .. .. 124
AGS — distance entre les “grammaires noyaux” et un corpus . . . . . . . 127
ATIS — distance entre les “grammaires noyaux” et un corpus . . . . . . 128
Grammaire du langage Lo . . . . . . . . ... o o 142



Présentation du mémoire






Introduction

L’étude de la “compréhension” du langage humain par une machine a été entamée
des lapparition des outils (des machines éléctroniques mais également des théories et
des algorithmes associés) capables de réaliser cette tache de facon automatique — en
particulier ceux congus par Turing ([Turing, 1950]). Elle s’appuie sur des études lin-
guistiques, antérieures a l'avénement des ordinateurs, et tente de résoudre le probleme
posé par les différences entre une langue naturelle, naturellement ambigué, et un lan-
gage artificiel dont I'interprétation doit étre fonctionnellement déterministe. Un nombre
important de travaux, liés a la diversité de la communauté scientifique propre a ce do-
maine, montre l'’envergure et la complexité de ce probléeme. I doit étre abordé sur
différents niveaux, car la seule connaissance du sens des mots n’est pas suffisante pour
interpréter un énoncé : il est indispensable de disposer en plus des connaissances struc-
turelles (régles morphologiques de construction des mots, régles syntaxiques de com-
position des phrases), éventuellement des connaissances extra-langagiéres (le domaine
traité, I'intention d’un locuteur, ... ).

Le probléme pratique posé en reconnaissance de la parole consiste & associer a une
suite de sons (représentés par un signal acoustique) un texte composé de mots d’une
langue, agencés suivant des lois (les régles de grammaire). La résolution de cette tache
passe par une succession de traitements acoustiques et syntaziques, chacun s’appuyant
sur un ensemble de connaissances représentées par des modéles. L’analyse acoustique
seule ne suffit pas a reconnaitre exactement la phrase prononcée, entre autres a cause de
la variabilité de la voix humaine. Ainsi, dans un systéme de reconnaissance tradition-
nel, elle est associée a l'analyse syntazique, dont le but est de déterminer la séquence
acoustique la plus adéquate par rapport & un modéle de langage.

Dans ce document, nous nous penchons sur la construction automatique et 1’évalua-
tion de modeles syntaxiques utilisés dans le contexte de reconnaissance de la parole. Ce
domaine est riche en résultats théoriques et en méthodologies. Il existe cependant une
monotonie quant & leur emploi dans les applications réelles : on ne rencontre en pra-
tique que les modéles probabilistes, & dépendance syntaxique fixe faible, et en ceci treés
éloignés de la syntaxe de la langue naturelle. L’objectif de notre étude est de proposer
une approche alternative, reposant sur les modeles hybrides : les grammaires stochas-
tiques réguliéres, qui integrent I'information structurelle et probabiliste.



Les techniques employées au cours des travaux exposés ici font en majorité partie du
domaine de l'apprentissage automatique. Certaines parties de ce manuscrit font appel
& des connaissances a priori sur la langue francaise.

Le corps du document est divisé en deux grandes parties. La premiere, composée
de trois chapitres, introduit les concepts manipulés dans la deuxiéme partie. Ainsi le
premier chapitre parcourt ’ensemble des approches dont I'objet est la modélisation
des langages formels et naturels, présente les principes de leur construction et de leur
évaluation. Le deuxiéme chapitre est focalisé sur ’apprentissage automatique des gram-
maires formelles. 11 présente le cadre formel et méthodologique du domaine. Finalement,
le troisieme chapitre décrit en détail une technique particuliere — la correction d’erreurs
pour les séquences et langages formels — qui sont & la base des propositions figurant
dans la suite du document.

La deuxiéme partie est composée de quatre chapitres et regroupe 1’ensemble des
travaux réalisés par l'auteur. Le premier chapitre décrit un algorithme d’apprentis-
sage des grammaires régulieres — ECGI ([Rulot & Vidal, 1988]) — et en propose une
amélioration. Le deuxieme chapitre souleve le probleme de I’évaluation de la qualité
des grammaires stochastiques et non-stochastiques, et, par prolongement de ce théme,
propose une nouvelle technique de lissage. Le chapitre suivant montre que 'utilisation
des techniques de clustering' appliquées aux cas des grammaires réguliéres probabilistes
s’avere efficace. Enfin, le dernier chapitre de cette partie présente une méthode originale
pour apprendre les grammaires & partir du corpus des séquences préalablement classées.

Les annexes situées en fin du rapport contiennent la description des jeux de données
(corpus, dictionnaire) utilisées au cours de nos travaux.

Ce travail a été effectué dans le cadre de la convention CTI 97-1B-004, signée avec
France Télécom.

'terme anglais habituellement utilisé pour désigner les techniques de classification automatique non-
supervisée.



Premiere partie

Etat de Dart






Chapitre 1

Modeles de langage

L’étude du langage naturel est usuellement divisée en quatre niveaux : lexical,
syntaxique, sémantique et pragmatique [Jurafsky & Martin, 2000]. Chacun d’eux est
générateur d’ambiguités : un méme mot peut avoir plusieurs significations, par exemple
le mot ferme peut désigner un objet, une qualité ou une action; une phrase peut avoir
plusieurs interprétations grammaticales et sémantiques, comme : “Jean voit la porte et
la ferme” ; enfin des suites de phrases peuvent avoir plusieurs interprétations, comme
dans : “Mon oncle construit un bateau. Il faudra que je m’en occupe.” (le en peut s’ap-
pliquer a 'oncle, & Paction de construire ou au bateau). De ce fait, pour tout systéme
de traitement automatique de la langue naturelle, la résolution satisfaisante des am-
biguités est un des objectifs prioritaires. Pour étre efficace, elle doit atteindre deux
buts : produire I'analyse la plus naturelle c¢’est-a-dire I'interprétation préférée d’une
phrase donnée, tout en limitant les ressources computationelles.

Ce chapitre met un accent particulier sur la modélisation syntaxique d’un langage :
nous mentionnons les modeles couramment utilisés (en particulier ceux qui ont leur
place dans une chaine de reconnaissance de la parole), ainsi que les diverses approches
pour les construire et pour les évaluer.

1.1 Objectif des modeles de langage

1.1.1 Bref historique

Durant les trente derniéres années, beaucoup d’efforts ont été consacrés pour per-
mettre aux ordinateurs de “comprendre” le langage humain, au moins a un degré limité.
Deux communautés relativement indépendantes sont concernées par ces travaux : d’une
part celle du Traitement Automatique de la Langue Naturelle (TALN) qui étudie es-
sentiellement la langue écrite. Elle a surtout produit des méthodes symboliques qui per-
mettent de faire de I’analyse syntaxique des textes, 'assignation du sens a une phrase,
I’extraction des connaissances a partir des corpus, etc. D’autre part, la communauté de
Traitement Automatique de la Langue Parlée (TALP) s’est trouvée face au constat qu’il
est pratiquement impossible d’identifier correctement les mots prononcés uniquement
a partir du signal sonore. On a donc congu des modeles syntaxiques locaux : leur role
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consiste & prédire le mot suivant en prenant en compte quelques mots déja reconnus.
Ces méthodes ont recours essentiellement aux outils probabilistes.

Depuis peu, on assiste & un rapprochement des deux familles. Les outils de traite-
ment automatique des langues s’enrichissent de 1'utilisation des techniques statistiques
(par exemple l’association de probabilités aux regles d’une grammaire). De 'autre coté,
on tend a injecter des connaissances linguistiques dans les modeles purement proba-
bilistes (comme les classes grammaticales des mots, des connaissances a priori sur les
régles des grammaires pour guider le décodage d’un treillis acoustique, etc.).

En pratique, les techniques et les connaissances actuelles étant insuffisantes pour
modéliser la totalité d’une langue, les applications se limitent en général & des domaines
ou le vocabulaire, la syntaxe, la sémantique et la pragmatique (ou une combinaison des
quatre) sont restreints.

1.1.2 Place des modeles de langage dans le processus de reconnais-
sance de la parole continue

Les systemes de TALP travaillent sur un signal de parole non décodé, en opposition
avec les systemes de TALN qui s’occupent des énoncés linguistiques (habituellement du
texte électronique). Une étape de reconnaissance! est donc nécessaire ; elle a longtemps
constitué un point d’achoppement majeur du fait de I'extréme variabilité acoustique (in-
tralocuteur et interlocuteur) du signal de parole. Les systémes actuels de reconnaissance
de parole reposent sur I'emploi généralisé des HMM?. Il s’agit de modeles stochastiques,
dans lesquels les réalisations acoustiques des phonémes et les séquences de phoneémes
constituant ’énoncé sont modélisées sous forme probabiliste ([Rabiner, 1989]). Un
modele de langage est utilisé pour contraindre la reconnaissance et réduire ainsi I’es-
pace de recherche du décodage acoustico-phonétique. Cette modélisation (également
statistique dans la majorité des applications) repose généralement sur une estimation,
a partir de grands corpus, des probabilités d’occurrence d’un mot connaissant ses N — 1
prédécesseurs ; on appelle ceci le modeéle “N-gram” (cf. section 1.2.2). Connaissant 1’ob-
servation acoustique O correspondant au signal de parole, le processus de reconnais-
sance consiste alors & rechercher la séquence de mots w (dans ’ensemble W de toutes
les phrases possibles) qui maximise la probabilité a posteriori p(w | O) :

W = argmaz p(w|0) = argmaxZM
{wew} {weW} p(O)
avec :

p(w) : probabilité d’occurrence de la séquence w via un modele de langage N-gram ;

p(O|w) : probabilité d’observation de O connaissant W, calculée par un modele acous-
tique HMM ;

'le passage de I’énoncé sous forme de signal sonore vers sa forme textuelle.
2de P’anglais : Hidden Markov Model — chaines de Markov cachées.
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p(O) : probabilité du signal acoustique O.

La difficulté de déterminer avec exactitude les mots prononcés en se servant uni-
quement de la relation directe entre le signal et le modeéle des mots vient notamment
des homophonies ou des mots & sonorité proche (par exemple vent et vend, boue et
bout, etc.). Pour désambiguiser parmi les nombreuses propositions de suites de mots
que produit la partie acoustique du logiciel de reconnaissance, il est indispensable de
recourir & l'information contextuelle. Ce role est rempli par le modele de langage.

Usuellement, I'ensemble des hypothéses pour une phrase prononcée est (implici-
tement) organisé en un ftreillis de mots (cf. F1ig. 1.1). Nous ne donnons ici qu’une
description tres schématique de sa construction : étant donné un vocabulaire associé 4
la tache, chaque mot du vocabulaire se voit attribuer un score sonore sur un certain
intervalle de temps. Afin de restreindre I’espace de recherche?, les mots avec un score?
supérieur 4 une valeur fixe sont considérés comme invalides et rejetés. Les mots restants
sont organisés en un graphe acyclique, orienté selon ’axe du temps. La suite de mots
solution (idéalement : la phrase prononcée) est un des chemins qui meénent & travers
ce graphe. Le parcours est fait dans le sens croissant des unités de temps (ici : de la
gauche vers la droite), le début et la fin étant le mot initial et le mot final de I’énoncé.
Le modele de langage sert a guider la recherche de ce chemin. Ce processus consiste a
déterminer la suite la plus probable relativement au modéle.

o ces \ meubles \ laqués \ rideaux
I”_ ce \ mobile \ que \ ﬁé:
: sais \ notais \ la \ mairie \
. \ seme \ faible \ elle \ a \ queiliﬂi

e - | oo S

Fic. 1.1: Fragment d'un treillis de mots. Les troncons correspondent chacun a un mot
doté d'un score acoustique (omis sur la figure). Les mots sur le fond grisé, mis bout a
bout, constituent une solution retournée par I'algorithme d’alignement avec un modele de
langage. Sur cet exemple artificiel, le texte suivant ([Cros, 1873]) a été “modélisé” :

Dans ces meubles laqués, rideauxr et dats moroses,

Danse, aime, bleu laquats. Ris d’oser des mots roses.

Saction nécessaire si I'on veut obtenir un temps de calcul raisonnable : le treillis augmente plus
qu’exponentiellement en fonction de la taille du vocabulaire.
“donné en général par : —log p(O|W).
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La technique la plus courante est celle de décodage par ’algorithme de Viterbi ([Vi-
terbi, 1967]) qui est une variante de la programmation dynamique : le treillis est par-
couru de la gauche vers la droite et & chaque intervalle temporel #; le meilleur chemin
est calculé en fonction des valeurs obtenues pour ¢;_1, cuamulé avec des valeurs estimées
par le modeéle & ¢;.

1.2 Panorama succinct des modeles de langage

Deux tendances principales se dégagent actuellement en linguistique informatique,
I'une basée sur l'utilisation de grammaires formelles étendues, 'autre sur des modeles
statistiques. Cette section présente successivement les deux approches, leur formalisme
et leur emploi pratique. Quelques approches hybrides, issues pour la plupart du domaine
de 'apprentissage automatique, sont présentées en troisiéme partie.

1.2.1 Modeles symboliques
1.2.1.1 Approches algébriques
Notions de base
Les notions présentées ici font partie de la Théorie de Langages et sont essentielles

a la définition des grammaires formelles.

La plus petite unité de la théorie de langages est un symbole (ou encore une lettre,
un élément ou un caractére). La fagon de le représenter peut étre quelconque : une lettre
de I'alphabet romain, un nombre, un dessin, etc. L’ensemble des symboles utilisés dans
un probléme donné forme un alphabet.

Définition 1 Un alphabet est un ensemble fini de symboles®. O
Un alphabet est souvent noté par X et sa taille (le nombre de symboles qu’il contient)

par |X|. Les symboles d’un alphabet sont utilisés pour composer les phrases :

Définition 2 Une phrase définie sur un alphabet est une suite dénombrable d’éléments

de cet alphabet. O

Ala place du mot phrase on utilise aussi largement les termes séquence ou chaine’.
Ce sont des éléments d’un langage :

Sremarquons que les modeles HMM attribuent une probablilité & une séquence écrite sur un alphabet
qui peut étre infini : les symboles sont des vecteurs dans IR?.

Sen Théorie de Langages on utilise plutot le terme : mot. Nous preférons cependant 'emploi du terme
phrase, plus adapté pour décrire la syntaxe de la langue naturelle dont le traitement automatique occupe
une place centrale dans ce document. Par ailleurs, en traitement de la langue naturelle, ’alphabet X
est le vocabulaire de l'application (et non l'alphabet de la langue écrite ou un alphabet phonétique).
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Définition 3 Un langage est un ensemble de phrases définies sur le méme alphabet. O

Pour décrire fonctionnellement un langage (ou pour générer des phrases qui le com-
posent), il est nécessaire de disposer de son modéle. En effet une simple énumération
de toutes les phrases n’est pas toujours possible (dans le cas des langages infinis) ni
méme satisfaisante d’un point de vue pratique. La description la plus employée est une
grammaire.

Grammaires formelles

Définition 4 Une grammaire est un quadruplet G = (N, %, R, S) ot :

o N est l’ensemble d’éléments non-terminauz.

e 3 est l’ensemble des symboles terminauz qui composent ’alphabet. On dit que le
langage généré par la grammaire est défini sur 3.

e R est un ensemble fini de régles, également appelées productions ou regles de
réécriture.

e S est le symbole de départ ou “axiome” (S € N). C’est a partir de ce symbole
que l’on commencera la génération de mots au moyen de la grammaire.

O

Une regle s’écrit sous la forme de deux parties séparées par une fleche. Sa significa-
tion intuitive est que la partie gauche peut étre remplacée (ou “réécrite”) par la partie
droite de cette regle. Par exemple :

A— xB

signifie : “A peut étre réécrit en : xB” (cf. Exemple 1, page 13).

Les grammaires sont habituellement classées en quatre types, suivant les restrictions
que l'on place sur la forme de leurs régles. A chaque classe de grammaires correspond
un ensemble de propriétés formelles et un type de machine théorique (un automate) qui
analyse (ou produit) le langage correspondant. Plus la grammaire est contrainte, plus
lautomate est simple, plus son fonctionnement est efficace (c’est-a-dire qu’il a besoin
de moins de ressources en temps et en espace mémoire pour analyser une phrase d’une
longueur donnée). Les types de grammaires proposées par [Chomsky, 1957] sont les
suivants :

Type 0 : Pas de restriction sur les regles. Les grammaires de ce type, appelées les
grammaires o structure de phrase, sont équivalentes & la Machine de Turing.

Type 1 : Grammaires sensibles au contexte. Les régles s’écrivent
aAy = afy
avec :
A€ N,a,B,y€ (XUN)*
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Ici, un non-terminal A est remplacé par une suite de symboles [, s’il se trouve
dans un contexte spécifique : entre « et 7.

Type 2 : Grammaires hors-contexte. Dans ces grammaires, toutes les productions
doivent avoir la forme :

A—p

ou A € N et ou il n'y a pas de restriction sur 8. Une grammaire est donc hors-
contexte si le membre gauche de chacune de ses productions est constitué d’un
seul symbole non-terminal.

Type 3 : Grammaires réguliéres. Une grammaire est réguliére si toutes ses productions
ont 'une des deux formes :

A — aB
A—a

ou A,B € N et a € ¥2*. Toute production d’'une grammaire réguliére a donc un
membre gauche constitué d’un seul non-terminal et un membre droite constitué
d’un symbole terminal, éventuellement suivi d’un seul non-terminal.

Les types de grammaires énumérés plus haut sont liés par une relation d’inclusion
stricte :

Type 3 C Type 2 C Type 1 C Type 0

Par exemple, toute grammaire réguliere est aussi une grammaire hors-contexte; par
conséquent les familles de langages correspondants sont également inclus les uns dans
les autres : un langage engendré par une grammaire de type 3 peut 1’étre également
par une grammaire de type 2, mais l'inverse n’est pas toujours vrai.

Le probleme de I'analyse syntazique d’une phrase (celui de savoir si une séquence
quelconque appartient ou non au langage de la grammaire) n’a pas le méme degré de
complexité selon la classe de grammaire considérée. Pour les grammaires de type 3,
les ressources en temps nécessaires sont proportionnelles a la longueur de la séquence
(complexité linéaire). Pour les grammaires de type 2, les ressources en temps nécessaires
sont, dans le pire des cas, proportionnelles a la longueur de la séquence élevée a une
certaine puissance p (complexité polynémiale — en pratique p = 3 ou p = 2 : voir
[Aho & Ullman, 1972]). Pour les grammaires de type 1 la complexité est une fonction
exponentielle de la longueur de la séquence, ce qui range le probleme de I'analyse de
ces grammaires dans la catégorie des problémes dits NP-difficiles.

La Fi1G. 1.2 de l'exemple qui suit montre une grammaire de type 3 (grammaire
réguliere) qui géneére tous les nombres impairs, supérieurs ou égaux a 5 et représentés
en base 2 :



Modeles de langage 13

Exemple 1 :
G = (N,%,R,S) avec :
N ={S, A, B}

2 ={0,1}

(S — 1A )
A—0A
A—1A
A— 0B
A— 1B
\ B—~1

F1G. 1.2: Une Grammaire Réguliere.

Selon cette grammaire la chaine 1011 est générée par :
S—14A— 104 — 101B — 1011

a

Chaque type de grammaire décrit un type correspondant de langage. En particulier
les langages réguliers, décrits par les grammaires de type 3, possedent un riche cadre
algébrique. La classe des langages réguliers est fermée par les opérations d’union, de
concaténation et de fermeture itérative’ et de la définition d’un complément. L’autre
avantage de cette classe vient de la variété des descriptions de ses éléments : une gram-
maire réguliere peut aussi étre définie par une expression réguliere ou par un automate

fini.

Automates finis

Intuitivement, un automate est une machine qui, étant donnée une phrase, la re-
connait (ou : l’accepte) comme appartenant ou non au langage qu’il décrit. Nos travaux
étant focalisés sur ’apprentissage des automates finis, nous donnons leur définition
ci-dessous :

Définition 5 Un Automate Fini Déterministe (AFD) est défini par un quintuplet M =
(Q.%,0,q0, F) ot :

e () est un ensemble fini d’états;

e Y est un alphabet ;

Tappelée également Fermeture de Kleene et notée L* : c’est I'ensemble des séquences formées par la
concaténation de p séquences de L, avec p € IN.
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e : QXX — @ est une fonction de transition qui indique pour chaque état et
symbole lu quel est I’état suivant (au plus un) de l'automate ;

e gy € Q est [’état initial ;

o ' C Q estl’ensemble d’états accepteurs.

Remarque 1 Si Vg € Q,Va € %,(q,a) contient exactement un élément, ’automate
est dit complet ou complétement spécifié. O

Définition 6 Un Automate Fini Non-déterministe (AFN) est défini par un quintuplet
M = (QaZaAaqﬂvF) ot :
e Q.%, qo, F' ont la méme signification que pour un AFD
e A:Q xX = P(Q) (P(Q) dénote I’ensemble des parties de Q) est la relation de
transition qui indique pour chaque état et symbole lu quels sont les €tats suivants

(visibles) de l’automate.
a

On montre qu'un langage représenté par un AFN peut I’étre également par un AFD :

Théoréme 1 ([Aho & Ullman, 1972]) Pour tout automate fini non-déterministe,
il est possible de construire un automate fini déterministe équivalent (i.e. qui reconnait
le méme langage) . O

La notion d’acceptation d’une phrase par un automate est définie comme suit :

Définition 7 Une configuration d’un automate déterministe pour une chaine ay...ay
finie est un couple (q*,w;) € QxX* ot ¢' est I’état atteint aprés Uacceptation du préfize®
ai...a; et w; est le suffize ajyq...ay. O

Définition 8 L’exécution (en anglais : parsing) d’un automate déterministe sur une
chaine aq...a, est la suite de configurations :

(qo, ap...ap) F (ql, as...ap) k.. .l—(qn_l, an)F(q", €).

On note en raccourci : (¢°,ai...ap) F* (¢",€). O

Définition 9 On dit qu’'un automate accepte une chaine ay...a, si (¢°,a1...a,) F*
(q.€) et q € F, autrement dit s’il existe une suite d’états (¢°,...,q") (éventuellement
non unique dans le cas d’un automate non-déterministe) telle que ¢° = qo, ¢ € F et
¢t = 0(q", aip1) dans le cas d’un AFD, ou ¢t € A(q’, a;41) dans le cas d’un AFN. O

&cette notion, ainsi que celle de suffize, intuitive ici, est définie formellement dans la Définition 27,
page 46.
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Le langage accepté par un automate fini A est donc défini par :

L(A) = {weX" | 3¢ € F : (qo,w) F* (g,€)}

Définition 10 On dit qu’un automate A accepte exactement un langage L si A ac-
cepte L et n’accepte aucune chaine qui n’appartient pas a L. O

Exemple 2 :

F1G. 1.3: Un Automate Fini Non-déterministe. L'état initial est représenté par un cercle
pointé par une fleche n'ayant pour origine aucun état, |'état final est représenté par un
double cercle.

0 1
0 N 1 ()
2

O—O——0C)

Fic. 1.4: Un Automate Fini Déterministe.

L’automate de la F1G. 1.3 est non-déterministe. Il correspond & la grammaire de la
Fia. 1.2. L’exécution de cet automate pour accepter la chaine 1011 est :

(qor,1011) = (q1,011) & (q1,11) = (g2, 1) F (g3F, €)

L’AFD équivalent (obtenu par les opérations de minimisation et détérminisation, voir
par exemple [Wolper, 1991]) est représenté sur la F1G. 1.4. La méme séquence est alors
acceptée par :

(qor,1011) = (q1,011) & (g2, 11) = (g3F, 1) = (g3F, €)

(ici on voit que c’est en complexité linéaire). 0

Un automate est dit universel lorsqu’il accepte le langage universel ¥* (cf. F1a. 1.5).
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0

F1G. 1.5: L'Automate Universel (AU) sur I'alphabet {0,1}.

Théoréme 2 ([Aho & Ullman, 1972]) L’automate déterministe possédant le moins
d’états et acceptant le langage L est appelé automate canonique (ou encore automate
déterministe minimal) du langage L et noté A(L). Cet automate est unique (a la
numérotation des états prés) pour un langage donné. O

Dans la suite de ce mémoire, nous aborderons souvent le probléeme qui consiste & re-
connaitre? des phrases d’un langage, c’est-a-dire distinguer parmi tous les mots cons-
truits sur un alphabet donné ceux qui font partie du langage et ceux qui n’en font
pas partie. Les premiers seront appellés des exemples positifs, les seconds des exemples
négatifs (ou encore : des instances positives et des instances négatives).

1.2.1.2 Approches linguistiques

Dans l'informatique linguistique, la tendance dominante est celle d’une lexicalisa-
tion de plus en plus marquée de la grammaire, grace en particulier a la généralisation
du formalisme des grammaires d’unification de traits. Initiée par ’apparition des gram-
maires lexicales-fonctionnelles (LFG!?, voir [Kaplan & Bresnan, 1982]) puis par celle
des grammaires syntagmatiques (GPSG!! [Gazdar et al., 1985], puis HPSG'2? [Pollard
& Sag, 1987]), cette évolution est désormais portée par les grammaires d’arbres ad-
joints (TAG'® [Abeillé, 1988; Shabes, 1990]). Aucun des modeles cités plus haut n’est
équivalent & une grammaire réguliere. Les modeles GPSG et HPSG sont équivalents
a4 une grammaire hors contexte, les modeles LFG et TAG sont équivalents & une
grammaire contextuelle [Abeillé, 1993]. La complexité calculatoire de Panalyse que
nécessitent ces modeles (cf. paragraphe 1.2.1.1) fait qu’ils sont rarement utilisés dans
les applications de traitement de la parole.

93 ne pas confondre avec le terme identifier, qui dans la terminologie de I’ Apprentissage Automatique

possede un sens distinct : apprendre ezactement.
10de I'anglais : Lezical Functional Grammar.
" de I’anglais : Generalized Phrase Structure Grammar — grammaire syntagmatique généralisée.
12de 'anglais : Head-driven Phrase Structure Grammar — grammaire syntagmatique guidée par les
tétes.
13de P’anglais : Tree Adjoining Grammar.
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1.2.2 Modeles statistiques

Le role d’un modele statistique est d’attribuer une probabilité d’occurrence & une
phrase donnée. Cette probabilité est évaluée par une valeur de vraisemblance, calculée
grace au modele. L’estimation de ses parameétres (probabilités) est en général obtenue
a partir des fréquences d’apparition des mots dans un corpus de référence.

1.2.2.1 Le modeéle courant : les N-grams

Le modele statistique le plus répandu est le modele N-gram [Jelinek, 1990]. Il repose
sur I'hypotheése que la probabilité d’'un symbole w; dans une phrase W = wjws. . .wyy
dépend uniquement des N — 1 mots'* qui le précedent : p(w;) = p(w;|w;_n11Wwi— N2

. w;—1). Ainsi la probabilité de W (de longueur M) est donnée par :

M
p(W) ~ p(wi)p(wa|wr). . .p(wy—1|wiws. .. wy_2) H P(Wi|Wi— N1, -+ Wi—1)
=N

La probabilité d’occurrence du symbole w; connaissant son contexte w; _n1...w;_1 est
estimée par :

C(’LUZ'_N_H. . .wi_lwi)

veY C(’LUZ'_N_H. . .wi_lv)

pN—gram(wi‘wi—N-I—l- . -wi—l) = Z

ol ¢(W;—N+1-..w;—1v) est le nombre d’occurrences du N-gram w;_pn1...w;—1v dans le
corpus.

Théoriquement, e nombre de parametres a estimer dans un modele N-gram concu
sur un alphabet ¥ est |S|V. Afin de limiter ce nombre, on fixe en général N & 2
(modele dit bigram) ou & 3 (modele dit ¢rigram). Cette limitation s’avére cependant
insuffisante dans le cas des corpus réels ; Jelinek ([Jelinek, 1985]) montre qu'un modele
trigram estimé sur un corpus de la langue anglaise de 1 500 000 mots couvre (sous-
entendu : attribue une probabilité non nulle a) seulement 25% des trigrams!® dans un
corpus indépendant de 300 000 mots. Ceci est inacceptable, aussi bien de point de vue
théorique (les phrases syntaxiquement correctes sont rejetées) que pratique (impossible
d’évaluer un tel modele par les techniques courantes : cf. section 1.4). Une solution &
ce probléme est le lissage des probabilités du modele N-gram.

Cette technique consiste a attribuer une certaine probabilité & des événements qui
n’ont pas été vus dans le corpus de référence. Parmi les méthodes de lissage qui ont
été proposées, citons linterpolation ([Jelinek, 1990]) ot l'on utilise des probabilités
pondérées des N-grams d’ordre inférieur ; par exemple, pour les trigrams la probabilité
d’un mot devient :

!

P (wi|wi—ow;—1) = Mip(w;) + Aop(wi|wi—1) + Agp(w;|wi—sw;—1)

Mcompte tenu du contexte linguistique de ces travaux, le terme “mot” est employé ici au méme titre

que le terme “symbole”.
Spar abus de langage, “trigram” signifie ici également un triplet particulier, composé des mots du
lexique.
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ol A1, Ag, A3 sont des poids attribués respectivement & unigram (N=1), bigram et tri-
gram tels que : Ay + A2 + A3 = 1 et Ajer..3) > 0.

D’autres techniques de lissage consistent a redistribuer une certaine “masse” de
probabilités sur les N-grams non-vus (Backing- Off [Katz, 1997; Jelinek, 1985], Absolute
Discounting [Ney & Essen, 1993], etc.). L’étude de ces techniques est approfondie au
Chapitre 5.

1.2.2.2 Modeles N-multigram

Dans le modéle N-gram, le mécanisme de redondance qui organise 1’agencement des
mots en phrases est supposé instaurer des dépendances qui s’exercent systématiquement
sur tout N-uplet de mots consécutifs. En réalité, les dépendances entre les mots peuvent
étre de longueur variable, inférieures ou supérieures & N. Par conséquent, les hypothéses
N-gram conduisent parfois & fonder la prédiction d’un mot sur des dépendances non
pertinentes, parfois & ne pas exploiter toute la redondance disponible. La modélisation
du langage par les processus N-multigram ([Bimbot et al., 1994; Bimbot et al., 1995])
consiste & considérer que les phrases sont formées de syntagmes de mots, dont la lon-
gueur est comprise entre 1 et N. Contrairement donc aux hypotheses N-grams, la
longueur du contexte conditionnant chaque mot n’est pas figée : elle peut varier entre
0 et N — 1. Par exemple la probabilité de la suite des quatre symboles a b ¢ d évaluée
avec un modele 3-multigram est :

p37ugram(ab0d) = Z ¢ p

\ p(apb

tandis que celle évaluée avec le modele 3-gram est :

P3—gram(abed) = p(a)p(bla)p(clab)p(d|bc)

Une étude de 'application des multigrams dans le traitement du langage écrit et
parlé peut étre consultée dans [Deligne, 1996].

1.2.2.3 Grammaires probabilistes

C’est une approche hybride & la modélisation syntaxique, mélangeant les aspects
symboliques (régles de réécriture) et stochastiques (probabilités de déclenchement as-
sociées a ces regles). Plus généralement, chaque transition de la grammaire (gram-
maire lexicalisée, automate & états finis, ...) se voit associer une probabilité condi-
tionnelle d’application compte tenu du contexte d’analyse. Les grammaires probabi-
listes fournissent en sortie un ou plusieurs arbres de dérivation classés par probabi-
lités décroissantes. Ces probabilités globales correspondent au produit des probabilités
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de transitions correspondant & chaque dérivation, suivant 'hypothése d’indépendance
conditionnelle inhérente aux modélisations markoviennes.

Les grammaires stochastiques, qui seront un des points de nos études expérimentales
dans le Chapitre 4 et les suivants, sont un bon compromis entre la richesse de repré-
sentation et le surcout calculatoire occasionné par ’adjonction des probabilités. Nous
nous intéressons plus particulierement aux grammaires stochastiques régulieres que nous
définissons comme suit ([Fu, 1970]) :

Définition 11 Une Grammaire Stochastique Régulicre (SRG'®) G est un quadruplet
(N,X, Ry, S), ou N est un ensemble fini de symboles non-terminauz ; ¥ est un ensemble
fini de symboles terminauz; Ry est un ensemble de regles de la forme A — aB ou
A — a, pour tout A;B € N eta € ¥ U {e}, munie chacune d’une valeur réelle
positive p(r € Ry,) telle que :

Z p(A—>aB)+Zp(A—>a) =1 pour tout A € N
a€x,BEN acs

et ou S est l'axiome. a

Définition 12 La probabilité p(z|G) pour qu’une SRG G génére une séquence t€L*, x =
T1T2...Ty €St :

p(zlG)= Y p(d())

d(z)e{d}

ot d(z) est une dérivation de x par G de la forme :
S — :E1A1 — :E1£E2AQ — ... > T1T2.. .iL'n_lAn_l — T1292...Tp—1Tp =
{d} est l’ensemble de dérivations possibles et :

p(d(z)) = p(S = 2141)p(A1 — 2243)...p(An—1 — )

O
Définition 13 Une SRG définit une distribution de probabilités sur >* si :
Y p@G) =1
TeEX*
On dit alors que G est consistante. O

'8 de I’anglais : Stochastic Regular Grammar.
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La définition de R, donnée dans la Définition 11 est suffisante pour que G soit
consistante [Higuera (de la), 1996a).

L’exemple ci-dessous reprend la grammaire G de la F1G. 1.2 dont les regles ont été
probabilisées :

Exemple 3 :
Gp=(N,%, Ry, S) avec :
N ={S,A, B}

¥ = {0,1}

(S—1A |, p=1.0 )
A—=0A , p=03
A—14 |, p=0.1
A—=0B , p=02
A—1B , p=04

| B—~1 , p=1.0 )

F1Gg. 1.6: Une Grammaire Réguliere Stochastique.

La probabilité pour que G, (F1G. 1.6) génére la chaine 1011 est :
p(1011) = p(S — 1A)p(A — 0A)p(A — 1B)p(B — 1) = 1.0% 0.3 % 0.4 + 1.0 = 0.12

(unique facon de générer la chaine 1011).

La grammaire est consistante, conséquence de ce que la somme des probabilités des
régles qui ont le méme symbole non-terminal & gauche (une régle pour S, quatre régles
pour A et une régle pour B) est égale a 1. O

Comme pour les grammaires réguliéres non-stochastiques, il est possible de repré-
senter une SRG par un automate stochastique. L’équivalent de la grammaire G de
I’exemple précédent est montré sur la FiG. 1.7.

Exemple 4 :

Chaque transition est affectée de la probabilité de la regle qui lui correspond dans
G et chaque état possede un certaine probabilité d’étre un état d’acceptation. Ici, seul
I’état 3 posséde une probabilité non-nulle d’étre terminal et qui vaut 1. La probabilité
d’un chemin dans I'automate est alors le produit des probabilités de toutes les transitons
empruntées, multiplié par la probabilité de 1’état courant d’étre un état d’acceptation.
La probabilité de I'exécution :
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F1a. 1.7: Automate Fini Stochastique Non-déterministe.

(qo,1011) F  (q1,011) F (g, 11) F  (g2,1) F  (g3,¢€)
vaut : O

1.0 X 0.3 X 0.4 X 1.0 x 1.0 x 1.0

Remarque 2 On ne sait pas déterminiser un automate stochastique non-détérministe :
le calcul qui permettrait d’obtenir la méme distribution de probabilités sur 3* qu’avec
lautomate résultant n’est pas connu. O

1.2.3 Approches mixtes

L’apparition des modeles mixtes, mélangeant l'information statistique et linguis-
tique est relativement récente et reste encore au stade de I'investigation. Des travaux ont
cependant été entrepris en constatant les limites des approches purement symboliques
et purement statistiques. D’une part, les grammaires symboliques sont plus adaptées &
la modélisation des régularités de la langue qu’a ses exceptions : considérées collective-
ment, ces derniéres présentent une fréquence d’occurrence non négligeable. Leur prise
en compte conduit généralement vers des probléemes de maintenance, notamment &
cause des ambiguités ou contradictions créées par I'apport des nouvelles connaissances.
De plus, comme nous I'avons déja fait remarquer dans le paragraphe 1.2.1.2, le temps
de traitement associé & ces approches est souvent trop élevé. D’autre part, les modeles
stochastiques actuels, basés sur la seule observation de séquences restreintes d’entités
linguistiques (mots, catégories syntaxiques, etc.) ne peuvent pas rendre compte de la
structure profonde des énoncés. La seule modélisation de 'ordonnancement linéaire du
langage constitue un compromis technique sous-optimal pour de nombreuses classes
d’applications. Un exemple d’illustration de ce probléeme est la gestion tres approxima-
tive des accords effectués par les systémes de dictée vocale, résultant de 'impossibilité
de ces modeles & rendre compte des dépendances a longue distance : les erreurs d’ac-
cord dans ces applications relevent de régularités modélisables par un nombre limité de
regles ([Smaili et al., 1992]).
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Trois stratégies concernant la conception des systémes mixtes peuvent étre envi-
sagés : la premiere consiste a coupler en série les modules statistique et symbolique :
en regle générale, un des modules est chargé de compenser ou de corriger les insuffi-
sances de son partenaire (voir [Spriet & El-Beze, 1997] ou [Chow & Schwartz, 1989]
pour des applications basées sur ce type d’architecture). Les deux autres stratégies sont
une intégration dans un seul processus des approches symbolique et statistique. L’une
consiste & probabiliser un modele symbolique (voir par exemple [Shabes, 1992] pour les
grammaires d’arbres adjoints ou [Lafferty et al., 1992] pour les grammaires de liens),
Pautre & intégrer des contraintes symboliques dans un processus stochastique (voir [He-
therington et al., 1996; Kenny et al., 1994] pour les travaux sur les treillis de mots en
reconnaissance de la parole). Une synthése sur les techniques mixtes appliquées a la
reconnaissance de la parole est contenue dans [TALN, 1999].

1.2.4 Autres approches

La taille croissante des bases de données linguistiques rend les techniques d’Appren-
tissage Automatique trés intéressantes pour la conception des modeles de langage. Les
approches présentées ci-dessous font appel a des théories de ce domaine, adaptées aux
applications de TALN et de TALP.

Modélisation de langage a 1’aide de la logique des prédicats. Les prédicats
de la logique du premier ordre peuvent étre utilisés pour représenter des grammaires
hors-contexte et sont en conséquence bien adaptés pour définir les aspects structurels
d’un langage. Les programmes logiques sont formés des clauses, usuellement exprimées
dans un formalisme PROLOG ou un de ses derivés. Par exemple :

s(A,B) = gn(A,C),gv(C, D), gn(D, B);

signifie qu’une phrase est constituée d’un groupe nominal, suivi d’un groupe verbal,
lui-méme suivi d’un autre groupe nominal. Cette approche nécessite un apport de
connaissances linguistiques; toutes les connaissances a priori (catégories lexicales, régles
syntaxiques, etc. .. ) sont exprimées sous forme de prédicats. Plus récemment, une nou-
velle branche de 'intelligence artificielle : I'TLP!" ([Muggleton & Raedt, 1994]) s’est
intéressée a l'apprentissage automatique de clauses & partir d’exemples (donc ici : &
Papprentissage des syntaxes & partir des séquences).

Modeles appris par coeur. C’est un ensemble d’hypotheses (dans le cas d’un lan-
gage : de phrases) qui est stocké en mémoire. Le principe d’utilisation d’un tel “modeéle”
repose sur le calcul des analogies entre le modele en mémoire et un nouvel exemple. Pour
classer les exemples (par exemple pour valider leur appartenance & un langage donné) il
faut alors définir une similarité qui prédit son appartenance & une catégorie particuliere.
Cette approche a été appliquée dans des différentes taches du TALN : désambiguisa-
tion syntaxique et sémantique ([Cardie, 1995; Cardie, 1996]), analyse morphologique

17de 'anglais : Inductive Logic Programming.
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([Daelemans et al., 1996; van den Bosch et al., 1996]), traduction automatique ([Jones,
1996]) ou prosodie ([Blin & Miclet, 2000]).

A la frontiere de ce type de représentation on peut également citer la méthode
DOP!® ([Kaplan et al., 1996]) qui permet d’effectuer une analyse et une désambiguisa-
tion statistique des phrases. La représentation des structures syntaxiques consiste ici &
extraire d’un corpus d’apprentissage annoté toutes les plus petites sous-analyses pos-
sibles (par exemple des arbres lexicalisés dans le cas du formalisme Tree-DOP) et & les
stocker en mémoire. La généricité de la méthode réside dans la possiblilité de recombiner
ces sous-analyses de facon a obtenir des analyses absentes du corpus d’apprentissage.

Arbres de décision. Les arbres de décision ont été employés avec succes dans des
diverses applications de TALN/TALP, par exemple dans un tache de désambiguisation
du sens des mots [Kuhn & Mori, 1995; Loupy et al., 2000] ou dans la stylisation de la
fréquence fondamentale du signal de la parole [Traber, 1995].

En ce qui concerne l'analyse syntarique des textes, leur emploi est encore assez
marginal. Une telle application peut-étre consultée dans [Black et al., 1992] ou encore
dans [Magerman, 1995] visant & étiqueter des corpus. Dans le principe, I'analyse la
plus probable d’une phrase est obtenue & partir de la séquence des décisions prises en
fonction d’un arbre construit sur un corpus d’apprentissage.

Réseaux connexionnistes. Au cours de la derniére décennie, I’étude des réseaux
connexionnistes (RC) a amené leur emploi dans des applications du traitement de la
langue naturelle. Un RC entrainé'® possede des propriétés d’abstraction et de généralisation
de I'association entre les données d’entrée et celles de sortie. D’autres applications pos-
sibles des RC pour la modélisation de la syntaxe ou de la sémantique sont décrites entre
autres dans [Reilley & Sharkey, 1992].

1.3 Construction d’un modele de langage

L’élaboration manuelle d’'une grammaire (4 base de connaissances) par un expert
représente une opération complexe et fastidieuse. Méme si ce constat reste sujet de
polémiques (voir par exemple [Chanod & Tapanainen, 1995]), on associe souvent &
cette approche des problemes de maintenance et d’extension de la grammaire & partir
d’une certaine taille critique. Les grammaires symboliques ont ainsi du mal & tenir le
pari contradictoire d’une large couverture associée & une grande précision : tout enri-
chissement de la grammaire se traduit en effet généralement par une perte de robustesse
due & l'apparition de contradictions entre la grammaire initiale et les nouvelles connais-
sances introduites. De ce fait, la conception des modeles de langage pour des systémes
de traitement de la langue naturelle s’oriente souvent vers des méthodes automatiques

8de I'anglais : Data Oriented Parsing.
9en général par 'algorithme classique de rétropropagation du gradient de erreur, voir par exemple
[Rumelhart et al., 1986].
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(voir le paragraphe suivant) ou semi-automatiques. Ces derniéres consistent, soit & en-
richir un modele symbolique (éventuellement congu par un expert) par adjonction
des probabilités, soit symétriquement, & ajouter des connaissances linguistiques dans
lanalyse stochastique (approches mentionnées dans le paragraphe 1.2.3).

Apprentissage automatique

Comme il a été mentionné dans la section précédente, les techniques d’Apprentissage
Automatique sont actuellement de plus en plus appliquées aux différents aspects du
Traitement du Langage Naturel. Il y a en effet une convergence entre ces deux domaines
qui s’explique en particulier par les raisons suivantes :

— Le besoin de traitement automatique du langage écrit et oral a considérablement
augmenté : recherche automatique sur le Web & partir du contenu des pages, re-
connaissance de la parole, traduction automatique, etc. Pour ces applications et
beaucoup d’autres, les corpus disponibles sont désormais de taille suffisante pour
que des algorithmes d’apprentissage puissent en extraire des modeles réalistes. No-
tons que ces corpus sont le plus souvent composés uniquement d’exemples positifs,
ce qui pose un probleme particulier aux algorithmes d’apprentissage (comment
limiter la généralisation 7).

— Les algorithmes d’ Apprentissage Automatique se sont développés selon d’une part
un axe principalement symbolique (ILP, Inférence Grammaticale. .. ), d’autre part
selon un axe numérique (décision statistique bayésienne, réseaux connexionnistes,
etc.). Actuellement, la synthése se fait grace & des méthodes mixtes symboliques-
numériques : par exemple, I'apprentissage par arbres de décision, ou I'apprentis-
sage de grammaires stochastiques. Ces méthodes permettent en particulier d’en-
visager 'extraction de concepts structurés & partir de gros ensembles de données
bruitées. C’est exactement le probléme posé en traitement des langues naturelles.

Compte tenu de la variété et de la complexité des problemes posés par le traitement
de la langue naturelle, un bon nombre de méthodologies différentes d’apprentissage
automatique ont déja été testées. Nous avons mentionné certaines d’entre elles dans
les sections précédentes (ILP, arbres de décision, réseaux neuronaux, ...). On peut
également citer :

— Les méthodes bayésiennes (par exemple [Nigam et al., 1998]),

— L’inférence grammaticale algébrique et stochastique (présentée dans le chapitre

suivant, voir aussi [ICGI, 1998)),

— etc.

Divers colloques et congrés ont déja été consacrés & I'apprentissage automatique ap-

pliqué au traitement de la langue naturelle. On pourra en particulier consulter les actes
de [ICML, 1997; AAAT, 1998].
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1.4 Evaluation d’un modéle de langage

Afin de mesurer 'adéquation du modele construit a la tache pour laquelle il a été
congu, il est nécessaire d’utiliser une méthode d’évaluation. En regle générale, la qualité
d’un modele est évaluée d’apres sa capacité a prédire un corpus de test. Pour cela, les
modeles probabilistes disposent d’un riche cadre théorique fourni par la Théorie de I’In-
formation. Ses éléments et son application en pratique font le sujet du paragraphe 1.4.1.
Le paragraphe 1.4.2 traite du probleme d’évaluation des modeles symboliques.

1.4.1 Evaluation des modéles probabilistes
1.4.1.1 Entropie

Définition 14 Soit une suite d’observations 0109...07 émise par une source O. On ap-
pelle entropie et on note H(O) la valeur moyenne de la quantité d’information apportée
par o; Cette valeur est proportionnelle a la mesure d’incertitude que la connaissance de
0; retire au destinataire. O

L’entropie permet d’évaluer la prédicitibilité de la source. Elle est maximale lorsque
toutes les observations sont équiprobables. Elle est minimale lorsque 1’observation a
venir est certaine.

Définition 15 Soit P un processus particulier qui régit les émissions de O et qui est
identifié par un ensemble de paramétres ©. L’imprédicitibilité, ou encore la quantité
d’information contenue dans une suite d’observations o109...0r étant donné (P, ©)
vaut :

—log L(0103...07|P,0)

ou L est la fonction de vraisemblance mesurant les valeurs de probabilités. O

Définition 16 Soit O' une source ergodique?’ dont les émissions sont régies par (P, ©).
L’entropie de O est approrimée par la quantité moyenne d’information apportée par
une seule observation 0109.. .07 :

H(O'|P,0) ~ —% log L(0103...07|P,0)

Les notations proposées plus haut peuvent étre transposées au cas des langages
probabilistes : (P,©) est assimilé & un modele M d’un langage stochastique L(M)

20une source ergodique est telle que toute suite suffisamment longue de ses émissions est représentative

de son comportement et permet donc d’en étudier la structure statistique.
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qu’il génere; 0109...0r correspond & un corpus représentatif de L(M) qu’on note :
S = {z1x9...x7}. L'entropie de S estimée avec M est alors :

1
H(S|M) ~ —flog p(z122. . 27| M)

En pratique M et donc L(M), est presque toujours inconnu. Le travail de conception
d’un modele de langage consiste & construire un modéle M l qui approxime le mieux
L(M).

Dans le cas des modeles probabilistes, ce travail peut étre vu comme la recherche
d’une certaine distribution de probabilités. Pour évaluer M  on fait appel & la me-
sure d’entropie croisée qui est proportionnelle & la distance entre les distributions de
probabilités de L(M) et de L(M'). Elle est définie par :

>oul log p(z|M)
>t |zl

!

H(L(M),L(M")) ~ H(S,L(M")) = —

ou |z| est la longueur d’une séquence z.

1.4.1.2 Perplexité

La perplexité est un des critéres qui permettent d’évaluer la qualité d’un modele
syntaxique pourvu d’une distribution de probabilités [Bahl et al., 1983; Dupont, 1996].
Elle est déduite directement de I'entropie et peut étre comprise comme le pouvoir de
prédiction de ce modele. Ce pouvoir est d’autant plus grand que le nombre de symboles
proposés par le modele comme le symbole suivant d’une séquence est petit. Si le modele
ne peut proposer aucun symbole, alors son pouvoir prédicitif est nul et sa perplexité
est maximale. Sil’on utilise le logarithme en base 2 dans la formule précedente alors la
perplexité est définie par :

Q(S,L(M)) = oH(S,L(M))

Ce calcul nécéssite d’une part la consistance du modele (voir Définition 11, page 19),
d’autre part I'attribution d’une probabilité non nulle & toute séquence composée des
symboles de X..

1.4.2 Evaluation des modéles symboliques

Un modele symbolique ne pouvant par définition fournir une estimation probabi-
liste d’appartenance d’une séquence au langage qu’il représente, les techniques citées
plus haut ne peuvent s’appliquer directement. Dans [El-Béze et al., 1997] les auteurs
montrent qu’il est possible de calculer la perplexité d’un modéle non-stochastique par
le biais du Jeu de Shannon ([Shannon, 1951]). Il s’agit, pour une phrase tronquée, de
classer par rang de préférence les éléments du vocabulaire. L’élément classé premier a
le plus de chances de compléter la phrase, puis le deuxieme, etc. La propriété remar-
quable de cette méthode est son objectivité dans le cadre d’une campagne d’évaluation
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comparative : les valeurs de perplexité sont estimées sur le site de I'organisateur, sans
nécéssiter la réimplantation de chaque modele testé.

Parmi d’autres critéres (prise en compte des dépendances syntaxiques a long terme,
possibilité d’adaptation progressive du modele, etc.), la mesure la plus fréquemment
utilisée en informatique linguistique est la précision et le rappel. Appliqués au probleme
de reconnaissance d’une séquence par un modele de langage, nous adaptons leurs
définitions comme suit :

Définition 17 Soit M le modéle d’un langage L(M). Soit M' le modéle d’un langage
L(M') qui approzime le langage L(M).

R . . ! .
La précision est le taux de séquences classées correctement par M parmi un ensemble
de séquences générées par M.

Le rappel est le taux de séquences classées correctement par M parmi un ensemble
Ve Ve 7’ 7’ !
de séquences générées par M .

|

En pratique, la mesure de rappel (qui peut-étre vue comme une mesure de sur-gé-
néralisation®' et de sous-couverture®® si I'on dispose d’un ensemble de test constitué
d’exemples positifs et d’exemples négatifs) n’est pas applicable car on ne dispose pas en
regle générale du modeéle M. Elle permet cependant d’évaluer une méthode de construc-
tion du modele (cf. paragraphe 2.3.1) en utilisant un modele artificiel.

1.5 Conclusion

Dans ce chapitre, nous avons fourni un apercu global des diverses approches visant
a représenter un langage de fagon structurée. Tous les points abordés ont pour but de
présenter le cadre global dans lequel se situe I’ensemble de nos travaux : choix d’un
type de modele, sa construction et son évaluation. En particulier, dans le domaine du
traitement de la langue parlée, ol les contraintes temporelles sont importantes, le choix
des grammaires réguliéres, y compris probabilisées, nous semble étre un bon compromis
entre la puissance du formalisme et le temps d’analyse. Les méthodes de conception
de ce type de modele sont abordées dans le chapitre suivant. Les travaux empiriques
concernant 'utilisation d’un modele particulier dans une chaine de reconnaissance de
la parole seront exposés dans le Chapitre 4 et les suivants.

2! dans ce cas : taux de reconnaissance des séquences qui n’appartiennent pas & L(M).
22 dans ce cas : taux de rejet des séquences qui appartiennent & L(M).
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Chapitre 2

Inférence Grammaticale

L’Inférence Grammaticale est une des disciplines de I’Apprentissage Automatique :
elle est constituée d’un ensemble de théories et de méthodes pour apprendre des gram-
maires a partir d’exemples. L’objet de ce chapitre est de présenter ses notions fon-
damentales : les critéres pour I'inférence correcte, la nature de ’espace de recherche
de solutions et la complexité de la tache. Nous le terminons par une classification de
méthodes et nous citons les algorithmes les plus représentatifs de ce domaine.

2.1 Introduction

2.1.1 Bref historique

Déja dans les années cinquante ([Chomsky & Miller, 1957]) 'inférence grammati-
cale a été proposée comme une technique particuliére pour apprendre automatiquement
des grammaires & partir de phrases exemples. L’article fondamental de Gold [Gold,
1967] a fourni des bases théoriques a la construction des modeles d’apprentissage de
ce domaine. Depuis, des nombreux travaux effectués au sein des diverses communautés
(apprentissage, reconnaissance des formes syntaxiques et structurelles, traitement de la
langue, réseaux neuronaux, théories des langages formels, théorie de I'information), ont
contribué a I’établissement de la discipline de I'inférence grammaticale et & la concep-
tion des méthodes algorithmiques efficaces. La grande variété des domaines participant
a ces travaux fait que les publications qui s’y rapportent ont été dispersées dans des
actes de conférences et des revues hétérogenes, essentiellement liés aux thémes d’ap-
prentissage, de reconnaissance de la parole ou de la reconnaissance des formes. Depuis
1992, l'inférence grammaticale possede un colloque qui lui est spécifiquement dédié :
ICGI (International Colloquium on Grammatical Inference).

2.1.2 Objectifs

Lorsqu’on applique un processus d’inférence grammaticale (une méthode d’inférence)
sur un ensemble d’exemples (données d’entrée), le résultat attendu est d’obtenir un

29
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modele de cet ensemble (données de sortie : une grammaire, un automate, une expres-
sion réguliére, ...). Dans cette démarche, il est préalablement nécessaire de préciser
un certain nombre de parameétres :

— la condition d’apprentissage : il s’agit d’énoncer le critere de convergence selon
lequel I'inférence sera correcte. Les critéres classiques seront présentés dans le
paragraphe 2.2.3;

— la complexité du processus : il dépend de la classe de la grammaire inférée. Dans
le cas général, il a été montré que 'apprentissage des grammaires sans restriction
a partir des exemples positifs (i.e. appartenant au langage ciblé) et des exemples
négatifs (ou des contre-exemples) est un probleme NP-difficile. Si 'on cherche
une complexité polyndémiale et une inférence exacte, on doit se restreindre & des
classes des grammaires particulieres. Ce point sera étudié plus en détail dans le
paragraphe 2.2.4;

— la classe de la méthode d’inférence : elle est liée au point précédent. Pour les
classes de grammaires dont on sait que 'identification est NP-difficile, il convien-
dra d’utiliser des méthodes heuristiques. Les méthodes caractérisables sont uti-
lisées lorsqu’on vise une classe de grammaires (prouvée étre) identifiable en temps
polynémial. Une séparation de méthodes d’inférence selon les classes est présentée
dans la section 2.4;

— ’emsemble d’apprentissage : les connaissances sur cet ensemble influent sur le
choix de la méthode d’inférence. Il est fait notamment en fonction de la présence
ou de I'absence d’un échantillon négatif (le manque des données négatives est
souvent observé dans le cas réel). De méme il est déterminant de savoir si un
échantillon caractéristique (cf. paragraphe 2.2.2) est présent dans ’ensemble des
exemples.

Les objets obtenus par le processus d’inférence varient bien siir en fonction de
I'utilisation & laquelle ils sont destinés. Des méthodes d’apprentissage ont été congues
pour les types de modeles présentés dans le Chapitre 1 : les grammaires hors-contexte
générales, les grammaires linéaires, les grammaires réguliéres, les transducteurs. De
plus, il existe des méthodes permettant d’apprendre une distribution de probabilités
sur ces structures (on parle alors d’inférence grammaticale stochastique).

2.1.3 Applications

Dans la pratique, I'inférence grammaticale est encore sous-exploitée comparée a des
méthodes plus “séduisantes”! d’autres sous-domaines de 'apprentissage automatique
(les méthodes connexionnistes, les méthodes de reconnaissance statistique de formes,
Papprentissage des modeles de Markov. .. ). Il existe néanmoins un nombre important
de publications dédiées aux applications pour lesquelles I'apprentissage des grammaires
fournit des modeles efficages ([Higuera (de la), 2000]). Un des premiers domaines ou
les grammaires induites ont été appliquées est la reconnaissance des formes : les formes

!sous-entendu : bénéficiant des apports d’une communauté scientifique plus vaste.
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géométriques peuvent étre encodées en un ensemble équivalent de séquences (habituelle-
ment en décrivant par un alphabet les propriétés — direction, longueur — des segments
qui les composent). La caractérisation d’une forme consiste alors dans la construction
d’une structure syntaxique qui régit la composition du langage ainsi obtenu (voir par
exemple [Vidal et al., 1993]). La méme technique peut s’appliquer lors d’une tache
de reconnaissance des lettres manuscrites ou imprimées ([Lucas et al., 1994]) ou plus
étonnant, dans 'apprentissage des styles musicaux (le solféege étant facilement assimi-
lable & un ensemble fini des symboles), proposé dans [Cruz & Vidal, 1998]. Un autre
champ d’application est le domaine du Traitement Automatique de la Parole et de la
Langue Naturelle. Bien que les grammaires formelles soient un modele insuffisant pour
traiter 'ensemble des regles syntaxiques auxquelles est soumis le langage humain, il a
été montré que, sur un domaine restreint (modélisation des requétes orales, traduction
automatique [Castellanos et al., 1994], étude morphologique des mots [Itai, 1994], étude
des structures des documents [Ahonen & Mannila, 1994], catégorisation des séquences
[Fred, 1996]), elles s’averent étre un outil bien adapté. Le travail présent s’inscrit dans
ce cadre. D’autres communautés scientifiques s’intéressent aux techniques de I'inférence
grammaticale, en particulier celles qui étudient les régles qui dirigent la composition des
bioséquences (ADN ou ARN) ([Brazma et al., 1998]). Finalement, un emploi intéressant
de I'inférence grammaticale est le test de violabilité des codes de cryptage : un algo-
rithme polynémial apprend un modeéle de codes, si ce modele est capable de prédire un
code correct alors celui-ci est rejeté ([Takada, 1996]).

2.2 Aspects formels de 'Inférence Grammaticale

2.2.1 Objet de I'Inférence Grammaticale

Les objets cibles des méthodes proposées en inférence grammaticale (IG) sont des
grammaires formelles dont nous avons donné la définition et la hiérarchie dans le Cha-
pitre 1. En regle générale, on cherche a réduire la complexité du probleme par la re-
cherche d’une classe particuliére, comme par exemple les grammaires linéaires, les gram-
maires hors-contexte faibles, les grammaires hors-contexte pures (voir par exemple [Hi-
guera (de la), 1996b] pour un article de synthese) et (surtout) les grammaires réguliéres
(voir Chapitre 1). Quelques méthodes ont été proposées pour apprendre des des gram-
maires hors-contexte (grammaires de type 2) sans restrictions (par exemple Giordano
dans [Giordano, 1994]). Finalement, peu de travaux ont été consacrés a I'apprentissage
des modeles décrivant les langages “context-sensitive” (grammaires de type 1), comme
les Expressions Réguliéres Augmentées ([Alquézar et al., 1996]) ou les ATN? ([Chou &
Fu, 1976]).

Les grammaires réguliéres (grammaires de type 3), possédent plusieurs représen-
tations équivalentes : expressions régulieéres, automates a états finis déterministes, au-
tomates & états finis non-déterministes et une extension naturelle : les transducteurs
rationnels. Ces objets ont été largement étudiés et utilisés en traitement des séquences,

2de P’anglais : Augmented Transition Networks.
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leur apprentissage porte le nom d’Inférence Réguliére. Cette derniere possede une cadre
formel bien défini (cf. paragraphe 2.2.2) et bénéficie des nombreux résultats théoriques
([Angluin, 1978; Gold, 1978; Higuera (de la), 1997]), expérimentaux et applicatifs (voir
les actes de [ICGI, 1994; ICGI, 1996; ICGI, 1998; ICGI, 2000]). La principale faiblesse
des langages réguliers, par rapport aux grammaires hors-contexte, est la perte de la
capacité de modélisation de I'enchdssement. Ceci consiste, dans le langage naturel, a
imbriquer des propositions comme par exemple dans :

Le chat, dont je t’ai parlé hier, boit du lait

Cependant, ce handicap des grammaires réguliéres n’est pas si grave, sachant que dans
I'utilisation courante de la langue naturelle le niveau d’imbrication dépasse rarement
I'unité. Le traitement de ce probleme nécessite de répéter les “sous-grammaires” dans
la grammaire du niveau supérieur. L’illustration de ce cas est donnée dans la Fig. A.1
(page 142), ou le modele régulier du sous-langage représentant des formes géométriques
est placé a plusieurs reprises dans le modéle régulier global.

Utilisation de probabilités. Dans le cas pratique, I’ensemble d’apprentissage est
souvent dépourvu de données négatives : il est plus courant d’observer les instances
d’une classe d’évenements que leur contre-exemples — un corpus de la langue naturelle
notamment est composé des phrases du langage ciblé et rarement (pour ainsi dire
jamais) des phrases qui n’en sont pas. De plus, 'information complémentaire constituée
par la fréquence d’apparition des mots ou des phrases n’est pas prise en compte dans
les approches citées plus haut. La solution pour affiner les modeéles & apprendre est
alors l'introduction des probabilités qu’on associe aux régles de production. On parle
dans ce cas de I'Inférence Stochastique et les objets cibles sont des grammaires ou
transducteurs stochastiques, ainsi que des modeles N-grams (qui sont un cas particulier
des grammaires régulieres — voir [Ron et al., 1994]).

2.2.2 L’espace de recherche de I'Inférence Réguliere

Le processus d’inférence réguliére peut étre vu comme la recherche d’un automate
inconnu A (éventuellement stochastique) & partir duquel I'échantillon positif I, est
supposé étre généré. Dans [Dupont & Miclet, 1998] les auteurs définissent ce qu’est
I’espace dans lequel s’effectue la recherche sous un biais d’apprentissage particulier.
Cette section s’en inspire dans sa majeure partie.

Définition 18 Un échantillon I, est structurellement complet relativement ¢ un au-
tomate A, s’il existe une acceptation de I, par A telle que :

- toute transition de A soit exercée;

— tout état final de A soit utilisé comme état d’acceptation.

Ce biais d’apprentissage est important. En effet, sous I’hypothése que 1’on ne recherche
que les automates pour lesquels I est structurellement complet, on dispose de résultats



Inférence Grammaticale 33

forts permettant de limiter I'espace de recherche. Avant de citer les théorémes cor-
respondants, nous allons définir les notions d’automate canonique mazimal et d’arbre
accepteur des préfixes.

Définition 19 A partir d’un échantillon Iy, on peut construire 'automate canonique
maximal, noté MCA(I,) ? qui est l'automate comportant le plus grand nombre d’états
tel que LIMCA) = 1, et I, est structurellement complet pour MCA(Iy) (Fig. 2.1). O

F1G. 2.1: Automate MCA(I,) avec I, = {aab, ab, abb, baab}.

Définition 20 L’arbre accepteur des préfixes [Miclet, 1979], noté PTA(I,), * est l'au-
tomate obtenu en fusionnant les états partageant les mémes préfives® du MCA(I)

(F1a. 2.2). O

F1G. 2.2: Automate PT A(I,) avec I, = {aab, ab, abb, baab}.

3de P’anglais : Mazimal Canonical Automaton.
4de P’anglais : Prefiz Tree Acceptor.
Su est un préfixe de I'état g si g € 6(qo, u).
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Théoreéme 3 [Miclet, 1979; Dupont et al., 1994] Soit I, un échantillon positif d’un
langage régulier L et soit A(L) n’importe quel automate acceptant exactement L. Si

I, est structurellement complet relativement a A(L) alors A(L) peut étre obtenu par
dérivation du MCA(I;). O

La dérivation d’'un automate s’effectue en fusionant deux de ses états. Par exemple,
le PTA de la F1a. 2.2 peut étre obtenu par les dérivations successives du MCA de la
Fic. 2.1 (I'état 1 avec l'état 4 puis avec P'état 7 et I'état 5 avec 1'état 8). La Fia. 2.3
montre un automate résultat de la fusion des états 4 et 7 du PTA ainsi construit.
Le langage accepté par cet automate est le langage accepté par le PTA augmenté des
séquences bab et abab. La fusion peut étre considérée alors comme un opérateur de
généralisation : le langage de 'automate dont on fusionne les états est inclus dans les
langages des automates dérivés.

F1a. 2.3: Automate A dérivé du PTA de la F1G. 2.2 par la fusion des états 4 et 7. On a :
L(PTA) C L(A).

On peut facilement voir que la fusion successive de tous les états conduit vers 1'ob-
tention de I'automate universel AU, en générant un nombre exponentiel d’automates
intermédiaires. L’ensemble des automates dérivés du MCA (resp. PTA), qui est par-
tiellement ordonné par la relation de dérivation (cohérente avec I'inclusion des langages
que reconnaissent ces automates), est un treillis®. Les automates MCA (resp. PTA) et
AU en sont respectivement les éléments nul et universel. On note ce treillis Lat(MC A)
(resp. Lat(PT A)). Ceci permet alors de spécifier 'espace de recherche :

Théoreme 4 Soit o l’ensemble des automates pour lesquels un échantillon positif I
est structurellement complet. L’ensemble o est exzactement Lat(MCA(I4)). O

Sun treillis est un ensemble ordonnée E dans lequel tout couple d’éléments admet un plus petit
majorant et un plus grand minorant.
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Sil’on ne recherche que des automates canoniques, le théoréme suivant, d’apres [Dupont
et al., 1994], permet de réduire encore I’espace de recherche.

Théoreme 5 Soit I, un échantillon positif et soit A I’ensemble des langages réguliers
tels que VLE A, I est structurellement complet pour A(L), ou A(L) désigne l’automate
canonique de L. On a alors :

VL € A, A(L) € Lat(PTA(14))

Ainsi formalisé, I’espace de recherche posseéde les propriétés suivantes :

Propriété 1 Lat(PTA(1;)) C Lat(MCA(I})) 0

Propriété 2 Il existe des échantillons positifs I, pour lesquels certains langages ne
sont représentés que par des AFN dans Lat(MCA(I})). O

Propriété 3 Il existe des échantillons positifs I, pour lesquels I’ensemble des langages
qui peuvent étre identifiés dans Lat(PTA(Iy)) est strictement inclus dans l’ensemble
des langages qui peuvent étre identifiés dans Lat(MCA(I1y)) O

L’ensemble de ces notions est a la base de plusieurs méthodes d’inférence par chemi-
nement dans le treillis des solutions (voir F1G. 2.2), le plus souvent sous contréle d’un
échantillon négatif (cf. section 2.4).

F1G. 2.4: Cheminement dans I'espace de recherche Lat(PTA). Ona: L(PTA) C L(4;) C
L(A;) C L(AD).
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2.2.3 Les critéres d’identification

Pour définir ce qu’est une inférence correcte, il faut énoncer les conditions pour
lesquelles la grammaire apprise est considérée comme valide. Les criteres les plus étudiés
sont présentés dans les paragraphes qui suivent.

2.2.3.1 Identification a la limite

C’est le critere le plus courant. Il a été proposé par Gold [Gold, 1967] et consti-
tue un protocole formel pour apprendre une grammaire correspondant & un ensemble
d’apprentissage :

Définition 21 Soit X2* l'ensemble de toutes les séquences de longueur finie sur un al-
phabet 3, incluant le mot vide €. Soit un ensemble I, C L C X* de séquences connues
pour appartenir & un langage L et I C (X* — L) un ensemble de séquences qui n’ap-
partiennent pas a L. Notons S = I, UI_ et Sy les k premiers éléménts de S. Une
classe de langage C est identifiable par présentation séquentielle des données s’il existe
un algorithme d’inférence grammaticale A tel que pour tout langage L de C et pour tout
S :3dne€IN:Vk >n,L(A(Sk)) = L(A(S,)) = L. O

Informellement : une méthode identifie & la limite une grammaire G, si a partir d’un
certain pas du processus d’apprentissage et pour tous les pas suivants G engendre le
méme langage.

Gold propose deux résultats fondamentaux qui découlent de ce critere :

1. Toute classe effectivement énumérable de langages peut étre inférée a partir d’une
présentation compléte de données (positives et négatives).
L’importance de ce résultat (les classes context-free et context-sensitive sont énu-
mérables) est cependant diminuée par le fait que les données négatives ne sont
pas toujours disponibles.

2. Aucune classe superfinie de langages’ ne peut étre identifiée o la limite unique-
ment avec la présentation de données positives.
Puisque les langages réguliers sont une classe superfinie de langages, on ne peut
pas identifier & la limite cette classe uniquement & partir d’un échantillon positif.
On sait que sous condition d’existence d’un ensemble caractéristique d’ezemples
(ou échantillon caractéristigue — cf. Définition 23 page 38), tel que sa présence
dans les données positives implique que la méthode d’apprentissage retourne une
solution correcte, il est possible d’apprendre exactement et en temps polynoémial
des sous-classes des langages réguliers.

Tune classe superfinie de langages est une classe qui contient tous les langages finis et au moins un
langage infini. Les langages réguliers constituent une classe superfinie de langages ([Hopcroft & Ullman,
1979]).
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2.2.3.2 Identification Approximative et Identification PAC

Les résultats de l'identification & la limite démontrent la grande importance de
I’ensemble de données négatives. Cependant, un certain nombre de travaux (notamment
[Wharton, 1974] et [Valiant, 1984]) ont été menés pour trouver des critéres satisfaisants
avec uniquement un échantillon positif.

La convergence PAC. Soit ¥ un alphabet. Soit L un langage défini sur ¥*. Soit C
un concept (une grammaire) appris sur L. On dira que C est correct pour L si, pour
tout mot m de ¥*, on peut décider si m appartient ou non & L. On dira que C est
approximativement correct si la probabilité qu’il classe mal un mot est “petite”.

Un algorithme d’apprentissage est correct si pour tout langage L défini sur ¥*, le
concept qu’il apprend est correct pour L. On dira qu'un algorithme d’apprentissage est
probablement correct si la probabilité qu’il apprenne une grammaire approximativement
correct est “grande”.

Valiant a formalisé cette notion intuitive en créant le critére PAC :

Définition 22 ([Valiant, 1984]) On dit que l’algorithme A PAC-identifie une classe
de grammaires formelles Cq si et seulement si pour tout réel e et § (€ [0,1]), pour toute
grammaire G de Cg, A avec les exemples de L(G) (étiquetés sous une distribution D
sur ¥*) retourne une hypothése G' telle que : P,(dp(L(G),L(G")) > €) < 0 ou l'on
note dp(L(G), L(G")) la somme des probabilités des chaines de la différence symétrique
entre L(G) et L(G"). O

Kearns et Valiant [Kearns & Valiant, 1989] ont prouvé que si I'on pouvait PAC-
identifier la classe des automates finis déterministes, alors les clés RSA pourraient étre
décryptées. 1l s’agit donc d’un probleme NP-difficile.

L’apprentissage PAC possede des versions affaiblies (moins contraignantes) : 1’ap-
prentissage PAC-faible et PAC-simple que nous n’exposerons pas ici.

Variations sur la convergence PAC Méme si la PAC-apprenabilité des AFD reste
un probléeme ouvert, la communauté conjecture que le résultat sera négatif. De plus,
les AFD sont les objets non triviaux les plus simples de la théorie des langages. De-
vant les résultats négatifs, on peut avoir plusieurs attitudes : revoir le contexte d’ap-
prentissage (i.e. on permet & algorithme d’apprentissage d’obtenir des informations
supplémentaires sur son objectif : par exemple, Natarajan [Natarajan, 1991] décrit un
algorithme permettant une identification PAC en temps polynomial & I'aide de “requétes
d’appartenance” vers un oracle) ou poser des restrictions sur la classe de grammaires
A apprendre®.

8on peut restreindre la classe elle-méme ou restreindre la classe des distributions de probabilités que

I'on autorise au langage cible.
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2.2.3.3 Autres protocoles

On peut aussi voir 'apprentissage comme une tache d’enseignement : un oracle
remplit la fonction du “professeur” fournissant & son “éleve” : l'algorithme d’appren-
tissage, les meilleurs exemples, sélectionnés en fonction de ce dernier. Goldman et
Mathias définissent 1’enseignabilité d’un concept comme I'existence d’un ensemble ca-
ractéristique de données pour un éleve particulier. En d’autres termes, s’il existe un
ensemble caractéristique de données permettant & l'algorithme d’inférer correctement
une grammaire G, alors la classe de G : C(G) est enseignable. De la Higuera ([Higuera
(de 1a), 1997]) exploite ce résultat pour le lier avec la notion d’identification & la limite
de Gold. Remarquons que dans le cas pratique ce critére est rarement applicable : il
implique I'existence de I'objet recherché (d’une grammaire cible dans le cas d’inférence
grammaticale).

Il existe plusieurs autres travaux sur le relachement de la contrainte forte qu’est
'identification exacte. Citons ici les “requétes d’équivalence” [Angluin, 1987] qui im-
pliquent également un oracle, ou la EXF-identification [Barzdin, 1974] ot 'on prend
en compte le nombre maximal d’anomalies entre le langage inféré et le langage correct.
Pour des informations plus completes sur la notion d’apprenabilité en inférence gram-
maticale, le lecteur pourra se reporter a [Higuera (de la) et al., 1996].

2.2.4 Complexité calculatoire du processus d’inférence

Gold a démontré un résultat fondamental sur la complexité de l'inférence réguliere
& partir d’échantillons finis :

Théoreéme 6 ([Gold, 1978]) Le probléme de l'identification a la limite du plus petit
AFD compatible avec I et I_ est NP-difficile®. O

Suite & ce résultat négatif, diverses approches ont tenté de diminuer la complexité de
recherche de I'automate cible. Une fagon d’aborder le probléme consiste & limiter la
recherche & une sous-classe de représentation de langage, prouvée étre identifiable en
temps polynomial : ces méthodes sont dites caractérisables.

De la Higuera donne un résultat générique qui permet de fixer le cadre de I'ap-
prenablilité des grammaires en prenant en compte la complexité spatiale et temporelle
relativement & la taille du concept a inférer :

Définition 23 ([Higuera (de la), 1997]) Une classe de représentation R est po-
lynémialement identifiable a partir de données fizées si et seulement si il existe deuz
polynémes p et q et un algorithme A tel que :

9ce théoréme n’est pas en contradiction avec le résultat énoncé dans la Définition 21 : un AFD est
identifiable polynémialement si 1’échantillon caractéristique est présent dans I.
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1. Etant donné un échantillon (S+,S-) de taille m, A renvoie une représentation
R dans R compatible avec (Sy,S_) en temps inférieur a p(m).

2. Pour toute représentation R de taille n, il existe un échantillon caractéristique
(CS4,CS-) de taille au plus q(n), pour lequel, sur les données (S4,S-) avec
S, D CS, et S_ D CS_ A retourne une représentation R équivalente & R.

a

A notre connaissance, seuls la classe des automates & états finis déterminstes a été
prouvée étre polynomialement identifiable.

Ce résultat négatif fait que la plupart des approches pratiques sont fondées sur une
information a priori qui guide la recherche de la solution : ce sont des méthodes heuris-
tiques. Elles relachent la contrainte d’identification exacte au profit d’'une complexité
temporelle raisonnable.

2.3 Evaluation de la qualité du modéle appris

2.3.1 Cas non-stochastique

Dans le cas ou le modeéle inféré n’est pas muni d’une distribution de probabi-
lités, celui-ci peut uniquement statuer sur 1I’appartenance ou la non-appartenance d’une
phrase donnée au langage qu’il décrit. Une évaluation triviale du modele est alors le
calcul du taux d’acceptation des données positives (adéquation du modele au langage
ciblé) et du taux de rejet des données négatives (mesure de la sur-généralisation).
Comme nous l'avons déja remarqué auparavant, cette derniere n’est pas toujours pos-
sible dans le cas réél. Lorsque I’ensemble d’apprentissage ne contient que des exemples
positifs, une fagon possible d’évaluer le résultat d’inférence est le calcul de la distance D
entre I'ensemble de test I, et la grammaire apprise G : pour D petit, la généralisation
du concept est bonne. Si I'on dispose du calcul de la distance entre une phrase et une
grammaire (par exemple celui proposé dans le Chapitre 3), on peut définir D comme la
somme des distances entre G et chaque élément de I,. Cette méthode est 1'affinement
du calcul du taux de reconnaissance, malheureusement elle ne permet pas de controler
la sur-généralisation. Le protocole d’évaluation des grammaires non-stochastiques fondé
sur ce critére est décrit et utilisé dans la section 5.2.

Evaluation des méthodes d’apprentissage. Pour comparer des méthodes d’in-
férence, on a usuellement recours aux bancs d’essai. 1l s’agit d'un ensemble de gram-
maires (de taille réduite) qui, pour une classe donnée de langage, contiennent chacune
un probléme particulier de modélisation. Le protocole d’évaluation consiste & inférer les
grammaires sur les ensembles d’apprentissage (corpus de phrases) correspondants aux
grammaires du benchmark, puis de calculer leur capacité & classer les exemples positifs
et négatifs (si ces derniers ont été générés). Il n’y a pas de banc d’essai “standard”
pour I'ensemble de méthodes existantes ; en inférence réguliere, [Miclet, 1979], Tomita
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[Tomita, 1982], suivis de Miclet et Gentile [Miclet & Gentile (de), 1994] puis de Du-
pont [Dupont, 1994] ont proposé un ensemble de langages réguliers “typiques”, qui ont
servi & comparer efficacité des plusieurs algorithmes [Dupont, 1994; Giordano, 1996;
Higuera (de la) et al., 1996; Coste & Nicolas, 1998]!°. Le danger de la généralisation de
I’emploi de tels benchmarks réside dans la tendance & trop les cibler par les nouveaux
algorithmes, ignorant de fait leur comportement dans les cas pratiques (peu de données
d’apprentissage, nombre de symboles terminaux important).

2.3.2 Cas stochastique

Pour évaluer la qualité d’une grammaire stochastique apprise on cherche idéalement
a comparer la distribution de probabilités du langage qu’elle génére avec celle du lan-
gage ciblé. En pratique, on ne connait pas la distribution visée : on I’approxime avec
I’ensemble de test. La technique d’estimation consiste alors & calculer I'entropie croisée
(cf. section 1.4) entre la distribution d’un ensemble généré par le modele inféré et 1’en-
semble de validation. Deux points doivent alors pris en considération :

— Engendrer un ensemble de mots sur un alphabet donné en respectant une distribu-
tion de probabilités doit suivre un processus parfaitement aléatoire (au risque de
fausser le résultat par la prise en compte de la distribution de la source aléatoire).

— La taille des ensembles doit étre suffisamment grande pour que les informations
soient statistiquement représentatives et suffisamment petite pour étre manipu-
lable en pratique. Récemment, Carrasco a proposé [Carrasco, 1997] une tech-
nique de calcul de l'approximation de 'entropie relative directement & partir
des distributions. Cette méthode a I'avantage d’éviter la génération d’ensembles
d’exemples. En contrepartie, elle ne s’applique qu’a des grammaires stochastiques
régulieres.

Le résultat habituellement fourni est la valeur de perplexité (pouvoir prédictionnel du
modele) que l'on calcule & partir de I'entropie croisée.

2.4 Les algorithmes d’inférence grammaticale

L’inférence des grammaires a fait objet des nombreux travaux depuis le résultat de
Gold mentionné en introduction. En conséquence, ce domaine est pourvu d’un nombre
important d’algorithmes d’apprentissage, qui ont recours a des techniques aussi diverses
que les reséaux neuronaux, les algorithmes génétiques, etc. Lorsqu’on est amené a choi-
sir une de ces méthodes, plusieurs critéres de choix peuvent entrer en considération,
comme par exemple la nature des données disponibles, la nature du langage ciblé ou

107] convient de mentionner ici les compétitions d’apprentissage Abbadingo ([Lang & Pearlmutter,
1997]), suivi de Gowachin ([Lang et al., 1998]), dont le but consiste & identifier des grammaires réguliéres
qui ont servi a produire des données d’apprentissage. La complexité des constructions syntaxiques varie
d’une grammaire a ’autre.
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la tache & accomplir par le modele. Une classification possible est présentée ci-dessous
(les méthodes citées se limitent au domaine de Pinférence réguliére).

Inférence avec et sans échantillon négatif. Les contre-exemples sont utilisés pour
limiter I'espace de recherche et éviter la sur-généralisation. Cependant en TALN on
dispose rarement de données négatives, car la notion du “contre-exemple” dans la langue
naturelle nécessite une définition : on sait que ne sont vraiment utiles que des séquences
(contre-exemples) “proches” du langage ciblé (les near miss).

Parmi les méthodes qui utilisent un échantillon négatif citons la plus représentative :
RPNI'!, développée par Oncina et Garcia [Oncina & Garcia, 1992] et indépendamment
par Lang [Lang, 1992] et qui répond au critére de l'identification & la limite. Cet algo-
rithme, qui procede par fusions successives d’états & partir du PTA (cf. section 2.2.2), a
été le sujet de nombreuses études du fait des propriétés fortes des modeles qu’il infére.
11 posséde plusieurs versions et extensions (incrémentale : [Dupont, 1996], probabiliste :
[Carrasco & Oncina, 1994]). Un autre algorithme RIG [Miclet & Gentile (de), 1994]
est fondé sur le parcours de I'espace de recherche présenté dans la section 2.2.2, mais
il n’est pas raisonnable de I'utiliser en pratique. Citons également I'algorithme GIG
[Dupont, 1994], qui voit le probléme de I'inférence grammaticale comme un probléme
d’optimisation et y applique un algorithme génétique.

Les méthodes qui inférent sans échantillon négatif sont assez nombreuses, peut-étre
en raison de la plus grande disponibilité des données. Pour la plupart, elles utilisent
des connaissances a priori et de ce fait il n’existe pas d’algorithme représentatif dans
cette famille. Un algorithme : ECGI'2, basé sur les techniques de correction d’erreurs
sera décrit en détail dans le Chapitre 4.

Les approches caractérisables versus les approches empiriques. Rappelons
qu’une méthode est caractérisable si on peut démontrer qu’elle identifie & coup str un
automate donné, & condition que dans les données d’apprentissage se trouve un certain
ensemble suffisant de phrases. Cet ensemble “caractéristique” dépend de 'algorithme
et de I'automate cible. Une méthode caractérisable qui n’utilise que des exemples po-
sitifs ne peut que converger sur des automates définissant une sous-classe stricte des
langages réguliers. En opposition, les approches empiriques, bien que souvent basées
sur des éléments théoriques, proposent des solutions qui ne sont pas généralement ca-
ractérisables théoriquement. D’un point de vue pratique, une méthode caractérisable
ne présente pas d’avantage particulier sur une méthode empirique, puisque 'automate
cible est par définition inconnu. Mais il est important pour un concepteur d’algorithme
de pouvoir le qualifier par une telle propriété de convergence. L’algorithme RPNI, cité
plus haut, appartient & la famille des méthodes caractérisables, ’algorithme ECGI est
une approche empirique.

1 de I'anglais : Regular Positive Negative Inference.
12de I’anglais : Error Correcting Grammar Inference.
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Les méthodes probabilistes versus les méthodes non-probabilistes. Ici il
s’agit de décider de ’emploi du modele appris : lorsqu’il est nécessaire de disposer
d’une distribution de probabilités sur le langage modélisé, il convient de se tourner vers
une méthode qui infére des grammaires dont les régles sont munies de probabilités.
On peut alors distinguer deux approches : celle dont la construction du modele est
guidée par une certaine information statistique contenue dans le corpus (comme par
exemple dans l'algorithme ALERGIA [Carrasco & Oncina, 1994]) et celle qui construit
le modeéle suivant un autre critére, puis utilise les fréquences d’occurrences des régles
apprises pour fournir une distribution de probabilités (c’est le cas de la version stochas-
tique de l'algorithme ECGI). Remarquons qu’il est également possible de probabiliser
une grammaire non-stochastique a partir du corpus d’apprentissage : il faut dans ce
cas préciser le traitement des régles non utilisées lors du décodage des séquences de ce
corpus (cas qui peut se présenter par principe de généralisation, notamment dans les
grammaires non-déterministes).

2.5 Conclusion

Nous avons vu que I'inférence grammaticale et en particulier I'inférence réguliére, est
pourvue d’un cadre formel important et posséde plusieurs résultats théoriques qui, pour
la plupart, prouvent la complexité calculatoire du domaine. Dans la majorité des cas,
les validations des méthodes d’apprentissage sont faites sur des langages comportant un
petit nombre de symboles, avec des ensembles d’apprentissage supposés suffisamment
grands et (pour les algorithmes qui les nécéssitent) la présence de I’échantillon négatif.
Dans une tache réelle, en particulier en TALN, les conditions d’apprentissage sont
souvent inverses : la taille de ’alphabet 3. est grande, les ensembles d’apprentissage sont
petits par rapport a |X| et les exemples négatifs sont indisponibles. Dans ce genre de
situation, les méthodes stochastiques sont généralement privilégiées, d’autant qu’elles
peuvent bénéficier des apports des techniques d’affinement utilisées pour des modeles
de langage plus simples, comme la réestimation des probabilités (algorithme “EM”
[Dempster et al., 1977], en particulier sous la forme de I'algorithme de Baum-Welsh
[Baum, 1972] utilisé pour les HMM) ou le lissage que nous aborderons plus loin dans
ce document — en particulier dans le Chapitre 5.



Chapitre 3

Méthodes de correction d’erreurs
pour les Séquences et Langages
Formels

Dans ce chapitre nous présentons le cadre global des méthodes de comparaison et
de correction d’erreurs pour des séquences. La premiére partie du chapitre introduit
les notions fondamentales ainsi que les principales applications. La section qui suit ex-
pose son cadre formel et ses mécanismes essentiels. La troisieme et derniére partie est
consacrée plus particulierement aux algorithmes utilisés pour comparer des séquences
entre elles, pour comparer une séquence et un ensemble de séquences modélisé par un
DAG! ou par un Automate & Etats Finis, ou encore pour comparer deux DAG. Les no-
tions présentées ici sont une introduction au chapitre suivant consacré a I’apprentissage
des modeles de langage par les techniques de correction d’erreurs.

3.1 Introduction

Il est souvent nécessaire de comparer deux ou plusieures séquences, vecteurs, fonc-
tion continues etc. pour mesurer I'importance de leur différence. Les méthodes de com-
paraison des séquences sont utilisées pour la reconnaissance des formes, la correction
d’erreurs et pour l'identification des relations. Ces méthodes sont divisées en deux
catégories majeures : discretes et continues. Les premieres traitent des séquences com-
posées & partir d’un alphabet fini, par exemple les symboles des acides aminés, les ca-
racteres d’une table ASCIT ou les phonémes d’une langue. Dans le second cas (continu),
les objets étudiés sont des signaux (par exemple les résultats de la chromatographie des
gaz ou le signal de la parole), éventuellement multidimensionels. Au cours du traite-
ment informatique, le temps est naturellement discrétisé (digitalisé), le signal est donc
transformé en une séquence dont l'alphabet est composé d’un nombre a priori infini
d’éléments (en réalité : seulement un nombre fini, souvent trés grand, aprés quantifica-

'de I'anglais : Directed Acyclic Graph — un graphe orienté acyclique.
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tion).

En pratique, les méthodes de comparaison des séquences trouvent leur emploi dans
un ensemble de domaines trés hétérogenes. La biologie moléculaire par exemple, étudie
des longues séquences de protéines et d’acides nucléiques. La comparaison des séquences
codant linformation génétique (ADN ou ARN) permet, entre autres, d’aiguiller les
réponses a des questions concernant 1’homologie des macromolécules (recherche d’une
molécule ancétre commune, recherche de leur degré de ressemblance). Dans le traite-
ment de la parole, un signal analogique aprés échantillonage peut étre vu comme une
séquence et comparé ainsi & d’autres échantillons afin de trouver le mot prononcé. La
comparaison des séquences permet également de détecter les endroits o1 les mots sont
compressés ou tronqués par une mauvaise prononciation. Les sciences informatiques
sont naturellement consommatrices des techniques de correction d’erreurs, notamment
lors de 'analyse des données entrées par un utilisateur humain (commandes clavier,
code des programmes, comparaison des fichiers etc.), ou encore dans les techniques liées
aux transmissions des données & travers les réseaux (élimination du bruit, vérification
des codes). Parmi d’autres applications, citons le cas du traitement de texte qui uti-
lise ces méthodes lors d’une vérification orthographique élémentaire, ot les mots écrits
sont successivement comparés a un ensemble de mots contenus dans la base lexicale du
programme.

On constate plusieurs degrés de complexité dans la comparaison. Il existe parfois
une correspondance naturelle entre les éléments, composants, coordonnées, points du
temps etc. dans I'une et I'autre séquence (en particulier I'ordre et la position) et dans
ce cas il est facile d’en effectuer la comparaison, en ne considérant que des éléments
concernés. Ainsi, les méthodes les plus simples pour comparer les séquences ne s’ap-
pliquent qu’entre les séquences de méme longueur. Un exemple en est la distance de
Hamming; son calcul consiste & compter le nombre d’éléments différents, comparés
successivement deux & deux selon leur rang dans la séquence (cf. F1G. 3.1).

rang 1 2 3 4 5 6 7 8 9 10 11
P r é p o s i t i o n
p r é r o g a t i v e
nombrecumulé 0 0 0 1 1 2 3 3 3 4 5

de différences

dHamming (Préposition,prérogative)=>5

Fic. 3.1: Distance de Hamming entre les mots “préposition” et “prérogative”.

Des comparaisons plus complexes sont requises quand la correspondance n’est pas
connue d’avance, par exemple & cause d’une perturbation survenue par le gain ou par
la perte d’éléments dans I'une ou dans les deux séquences. L’approche générale utilisée
dans ce cas consiste a rechercher la meilleure correspondance en optimisant toutes les
correspondances possibles qui respectent des conditions imposées, comme par exemple
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la préservation de I'ordre des éléments dans la séquence.

Il convient donc de définir exactement ce que I'on entend par le mot “correspondan-
ce” appliqué aux éléments des séquences. Usuellement, il s’agit de définir des opérations
qui peuvent s’appliquer sur ces éléments, influant sur leur présence ou modifiant leur
ordre dans la séquence. Dans le cadre de la théorie de la comparaison des séquences
[Kruskal & Sankoff, 1983] on se limite & l'utilisation des opérations suivantes :

— substitution

— suppression et insertion

— compression et erpansion

— permutation de deux éléments

Elles peuvent étre considérées comme universelles, méme si leur utilisation varie
énormement d’une situation a une autre. Lors de la comparaison de deux séquences,
le type de différence le plus évident et le plus courant est la substitution (ou le rem-
placement) d’un élément par un autre & la méme place dans la séquence. Les suppres-
stons et les insertions sont indispensables lorsqu’on compare des séquences de longueur
différente. Les compressions et les expansions sont essentiellement liées & des séquences
obtenues par I’échantillonnage du temps, a partir d’une fonction continue. Finalement,
les permutations (en anglais : swaps) ont été introduites dans [Lowrance & Wagner,
1975] pour traiter en particulier les erreurs de saisie. L’exemple de la F1a. 3.2 fournit
une illustration d’utilisation successive de chacune des opérations.

mot source : arrivage, mot cible : mirages

la substitution de la lettre a par la lettre m donne : mrrivage
la suppression de v donne : mrriage
I'insertion de s donne : mrriages

la compression de rr en r donne : mriages

ARl

la permutation de r et i donne : mirages
F1G. 3.2: Transformation du mot “arrivage” en mot “mirages”.

Il est maintenant possible de définir la notion de ressemblance entre les séquences
comme un cumul des opérations citées plus haut : étant données deux séquences il
existe toujours un ensemble d’opérations qui, appliquées successivement & partir de la
premiere, permettent de la transformer et d’obtenir la deuxieme. Le nombre minimum
d’opérations, ou la somme des valeurs qu'on peut leur attribuer, constitue alors la
mesure de ressemblance ou encore la distance entre les deux séquences. Les méthodes
algorithmiques présentées dans la suite de ce chapitre ont pour but de déterminer la
nature et 'ordre des opérations afin d’obtenir une suite optimale, en termes de nombre
ou en termes de cout.
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3.2 Définitions et notations

3.2.1 L’espace des séquences

Certaines des notions présentées dans cette section figurent dans le Chapitre 1 et
sont rappelées ici, par souci de cohérence.

Définition 24 Un alphabet X est un ensemble fini de symboles : ¥ = {a,b,...,n}. Sa
taille (le nombre de ses éléments) est notée |X|. ]

Notons que les développements ultérieurs de ce chapitre ne nécessitent pas explici-
tement que I'on travaille avec des alphabets finis.

2 sur Y est une suite dénombrable d’éléments

Définition 25 Une phrase, ou séquence
de %3, notée par la concaténation (la juztaposition de gauche a droite) de ses éléments.
La longueur n d’une phrase x est le nombre de symboles qui la composent ; on la note
|z|. La notation x peut se développer en : z(1:n) ou x(1 : |z|), ou encore, en précisant

le nom des symboles qui la composent, en © = (x1,...,Ty). O

Exemple 1 : Soient deux phrases sur I'alphabet ¥ = {0, 1} : z = 00011 et y = 001100.
Ona:|z|=5et |y =6. ]

Définition 26 L’ensemble des phrases sur ¥ se note X*. Il comporte un élément parti-
culier, celui dont la longueur est nulle, noté € : la phrase vide. X* posséde une opération
interne associative, l’extension de la concaténation, dont € est I’élément neutre. O

Remarque 3 Le symbole € sera également employé dans ce document pour désigner
une lettre vide. O

Exemple 2 : La concaténation de z et de y, notée simplement zy, produit la phrase :
zy = 00011001100. O

On voit que zy # yz, ce qui traduit le fait que cette opération n’est pas commuta-
tive. Notons de plus que : VzeX*, ze = ex = z.

Définition 27 2z est une sous-phrase de la phrase x s’il existe u et t dans X* avec :
z = uzt. On peut noter :
z=a(jul +1: |u| +|2)

Zon dit aussi un mot, une chaine, ...
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en particulier, on a :
(i i) =24

Quand u = €, z est un préfixe de x. Il peut donc s’écrire :

z=x(1:]z])

Exemple 3 : La phrase z = 0001 = z(1 : 4) est un préfixe de x = 00011. O

3.2.2 Analyse des différences entre les séquences

L’objectif de cette section est de présenter les analyses qui menent & une définition de
différence (ou de similitude...) entre deux séquences par la construction d’une liste de
différences élémentaires (que nous avons également appelées les opérations en introduc-
tion) entre les éléments de ces séquences. Dans cette approche, nous nous limitons aux
opérations de substitution, de suppression et d’insertion que nous appellerons désormais
les opérations élémentaires. Ces trois types d’opérations sont suffisants pour transfor-
mer, pas a pas, une séquence source en une séquence cible. Une suite d’opérations ainsi
construite sera nommée un listing.

Notations

Pour représenter les trois opérations d’édition, nous utiliserons le signe — qui aura
une signification de remplacement. Ainsi :
— la substitution d’un symbole ¢ par un symbole b sera notée : (a — b);
— la suppression d’un symbole a sera notée : (a — €) (remplacement de a par la
lettre vide €);
— Dinsertion d’un symbole a sera notée : (¢ — a) (remplacement de € par a).

Trace

La trace d’'une séquence source a vers une séquence cible b, comme lillustre la
F1a. 3.3 (avec a = “voiture” et b = “véhicule”), est une représentation graphique des
opérations a appliquer afin de transformer a en b. Les présences et les absences des
traits entre les éléments ont des significations précises :

1. deux éléments identiques reliés par un trait symbolisent une identité;

2. deux éléments différents reliés par un trait symbolisent une substitution;

3. I'élément de la séquence a qui n’est relié a aucun trait symbolise une suppression ;
4

. ’élément de la séquence b qui n’est relié & aucun trait symbolise une insertion.
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Si on se limite aux trois opérations citées plus haut, les traits sont soumis aux deux
contraintes suivantes :

1. un élément ne peut étre relié qu’a un seul trait ;
2. les traits ne peuvent se croiser.

Dans les cas ot 'on accepte d’autres opérations élémentaires, des traits (qui gardent les
mémes significations) peuvent se croiser localement dans le cas d’une permutation, ou
étre deux ou plus & “partir” ou & “arriver” sur un élément dans le cas d’une compression
ou d’une expansion. Des exemples en seront donnés dans le paragraphe 3.3.2.

oi ture voiture voiture
é

AARNANR PVTAY

|
F1G. 3.3: Traces possibles entre les mots “voiture” et “véhicule”.

\Y

s

vV e

\Y; i veéhicul e

Dans I'exemple présenté sur la F1G. 3.3 la premiere trace (4 gauche) transforme le
mot “voiture” en mot “véhicule” avec un nombre d’opérations élémentaires minimal.
La trace de droite signifie que 'on supprime toutes les lettres du premier mot et on
insere toutes les lettres du second.

Listing

Le listing entre une séquence source a et une séquence cible b est une suite de
séquences et d’opérations élémentaires. Dans cette suite, deux séquences consécutives
ne different que d’une opération élémentaire. Le listing de la F1G. 3.4 correspond a la
premiere trace de la Fia. 3.3.

voiture

(0o — é) : substitution de ’o’ par ’é’
véiture

(e = h) : insertion de ’h’
véhiture

(t — c) : substitution de ’t’ par ¢’
véhicure

(r — 1) : substitution de v’ par 'I’
véhicule

Fic. 3.4: Listing entre les mots “voiture” et “véhicule”.

Remarquons qu’une trace peut correspondre a plusieurs listings. En effet 'ordre des
opérations n’a pas d’'importance dans une trace.
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Comme nous 'avons vu, il peut y avoir plusieurs analyses différentes entre deux
séquences. Elles varient dans I'ordre et en nombre d’opérations élémentaires a appliquer
pour effectuer la transformation. Il est naturel de chercher & réduire ce nombre afin
d’avoir une meilleure vision de la différence globale entre deux séquences. Ce constat
nous mene & la définition suivante :

Définition 28 La différence entre deux séquences a et b est la caractéristique du listing
contenant le nombre minimal d’opérations élémentaires a appliquer pour transformer
a en b. O

Nous verrons dans la section suivante comment munir cette notion d’une valeur
numérique.

3.3 Distances entre séquences

Nous avons approché intuitivement la notion de distance entre les séquences : la
Définition 28 permet directement de définir cette notion comme le nombre d’opérations
élémentaires nécessaires pour transformer la séquence source en séquence cible. Nous
verrons qu'il est possible d’affiner cette approche, en affectant des poids (ou des cotits)
a des opérations de transformation. De plus, lors de la comparaison d’une séquence et
d’un ensemble de séquences il est souvent utile, voir imposé, d’organiser cet ensemble
en un graphe orienté acyclique. Dans certains cas il est méme utile de comparer deux
ensembles représentés sous forme de graphes. Les algorithmes qui permettent d’effectuer
ces comparaisons different peu et partagent le méme principe fondé sur une relation de
programmation dynamique.

3.3.1 La distance d’édition

La méthode que nous présentons dans ce paragraphe a été découverte plus ou
moins indépendamment par de nombreux chercheurs autour du début des années 70,
intéressés par la correction orthographique, la reconnaissance de la parole, la compa-
raison de codes génétiques, etc... Elle a profité ultérieurement d’un grand nombre
d’améliorations ; nous la présentons comme une technique “canonique”, simple, mais
riche de toutes les notions nécessaires. On connait ce calcul sous divers noms (corres-
pondant éventuellement & des variantes) : distance de Levenshtein, distance de Wagner
et Fisher, distance d’édition.

Notions de base

11 faut d’abord définir une fonction réelle positive ¢ sur X U {e} x X U {e}, qui peut
s'interpréter comme le “cotit” de remplacer une lettre par une autre, en généralisant ce
remplacement 4 la suppression et & I'insertion.

Exemple 4 : Le remplacement dans la chaine z = 00011 du caractére z3 = 0 par le
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caractére 1 donnera la chaine 00111, avec un cout de ((0 — 1). La suppression dans
x de x4 produira la chaine 0001, pour un coiit de ((1 — €). L’insertion juste apres le
caractére xo du caractére 0 produira : 000011, pour un cott de (e — 0). O

Une opération élémentaire de modification d’une phrase consiste donc a appliquer
une fois la fonction (. Ceci peut étre répété ; il est facile de voir qu’il suffit d’appliquer
une suite finie d’opérations élémentaires 4 une phrase x pour la transformer en toute
autre phrase y désirée. Il est également facile de voir qu’il existe une infinité de facons de
transformer de la sorte x en y. Ces deux remarques conduisent & la définition suivante :

Définition 29 Soit une suite d’opérations élémentaires permettant de transformer la
phrase x en la phrase y. Le cout de cette transformation est défini comme la somme
des coits des opérations élémentaires de la suite.

La distance d’édition D(z,y) est le coit de la transformation la moins cotiteuse
permettant de passer de x a y par une suite d’opérations élémentaires. O

Calcul

Nous allons donner sans démonstration les formules permettant de calculer cette
valeur (un algorithme simple s’en déduit immédiatement) et nous justifierons (mais
toujours sans démonstration) son appellation de “distance”.

Soient deux phrases z(1 : n) et y(1 : m). Le calcul de D(z,y) s’opere en remplissant
une matrice M(0 : n,0 : m) de taille (n + 1) x (m + 1), dont I'élément courant est
calculé de maniere a ce que :

M (i, j) = D(x(1:4),y(1 : j))

La puissance de l'algorithme vient du fait que le calcul de M(n,m), qui est la valeur
D(z,y) cherchée, se fait par une récurrence de programmation dynamique : le nombre
de calculs & faire est alors simplement de I'ordre de nxm.

Les formules utilisées sont les suivantes :

M(0,0) =0
M(i,0) = SE=Zi¢ (2 — €) pour 1 < i <m
M(0,5) = Zij@’(e = yr)pour 1 <j<n

M(i—1,7) + C(zi = €)
M (i,g) = min § M(i,j — 1) + ((€ = yj)
M(i—1,j = 1) 4+ ((zi = yj)
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Remarque 4 Au sens mathématique du terme une “distance” A sur un espace ExXE
est une application de ExE dans R qui vérifie les conditions :

1. A(z,y) =0<=z=y
2. Vx,y € 3, A(z,y) = Ay, z) (symétrie)
3. Vr,y,z € 8, A(z,y) < Az, z) + A(z,y) (inégalité triangulaire)

Au cours des travaux exposés dans ce mémoire, nous ne nous sommes pas toujours
restreints a cette stricte définition, en particulier en ce qui concerne les points 2. et 5.
Les causes en sont les études empiriques décrites dans le Chapitre 4 et les suivants.

Une caractéristique forte de cette méthode est la propriété suivante :

Théoréme 7 ([Wagner & Ficher, 1974]) Si ¢ est une distance sur ¥ U {e} X
Y U {e€}, alors D est une distance sur ¥* x X*. O

Remarque 5 Lorsque la fonction ( est munie des couts unitaires c’est-a-dire est de
forme :

0 sia=b
C(a —b) :{ .
Va,b € X,a # €,b# ¢ (e a) :1.1 sia#b
((a—e€) =1.

il est facile de voir que la distance calculée est également le nombre minimal d’opérations
élémentaires nécessaires pour transformer une séquence en une autre. O

3.3.2 Quelques améliorations

Si ’on veut introduire d’autres possibilités de transformations élémentaires, en plus
de la substitution d’un caractere a un autre, de la destruction et de l'insertion d’un
caractere, il faut les choisir avec le souci de conserver les aspects théoriques et algo-
rithmiques de la méthode de base. Une extension correcte autorise la permutation de
deux caracteres voisins : la phrase z = (21, ..., Ti—1, Tj, Tit1, Tiro, - - ., Lp) devient ainsi :
(T1y. ey i1, Tit1, Tiy Tit2, - - ., Tpn), pour un certain coit. Un algorithme de program-
mation dynamique permet alors de calculer la transformation la moins cofiteuse de
toute phrase z en toute phrase y. Notons qu’ici ¢ doit étre la distance “triviale” (&
colits unitaires) décrite ci-dessus et que le colit de la permutation doit lui-méme étre
indépendant des caractéres sur lesquels il porte.

Comparaison Dynamique

La distance d’édition utilise le procédé de la Programmation Dynamique, lui-méme
dérivé du Principe d’Optimalité de Bellman, dont un énoncé informel est le suivant :

Toute sous-politique d’une politique optimale est elle-méme optimale.
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Dans 'algorithme précédent, ceci se concrétise par le calcul des valeurs M(i,j) =
D(z(1:4),y(1: 7)) comme les points de passage vers D(z,y) qui ne seront jamais remis
en question. On peut imaginer de chercher des contraintes de transformation différentes
de celles de la distance d’édition, permettant néanmoins d’appliquer une technique de
Programmation Dynamique, dont I'intérét majeur est la rapidité de calcul. C’est & partir
de cette idée que les méthodes de comparaison entre séquences dites de comparaison
dynamique ont été imaginées. Il en existe un grand grand nombre de variantes, congues
pour la plupart de maniere ad hoc pour résoudre un probléme spécifique. Nous décrivons
ici une variante d’un algorithme qui a beaucoup été utilisé en reconnaissance de la parole
avant d’étre détroné par les techniques statistiques.

L’idée de base est donc de trouver le meilleur “couplage”® entre deux séquences qui
représentent 1’élocution de deux mots; si les mots sont phonétiquement identiques, il
n’en existe pas moins des différences acoustiques dues aux caractéristiques du locuteur,
a la vitesse d’élocution, etc. .. Telle voyelle peut étre allongée pour un effet d’insistance,
telle fin de mot modifiée ou méme une erreur d’articulation peut se produire. La distance
entre deux signaux, qui sont les traces sonores de deux mots, doit donc tenir compte le
moins possible des effets d’allongements et de raccourcissement locaux.

Exemple 5 : Pour illustrer ce probléeme, notons (trés symboliquement) a le son cor-
respondant & cing centiémes de seconde de la voyelle /a/, en supposant que seule sa
longueur varie (mais qu’il reste acoustiquement identique; notons de méme s le son
correspondant & cing centiemes de seconde de la voyelle /s/. Deux élocutions du mot
“sas” seront codées par exemple comme : x =ssaas et y =sassss. Idéalement, puisqu’il
s’agit de deux exemples de la méme classe, leur distance devrait étre nulle; ce ne serait
pas le résultat fourni par la distance d’édition. O

On utilise donc ici un autre jeu de transformations entre lettres. On interdit les
suppressions et les omissions, mais on autorise une lettre a se transformer en plusieurs
autres, situées en séquence (par le biais des opérations de compression et d’expansion) ;
le cotit d’une telle transformation composée est naturellement la somme de ceux des
transformations élémentaires qui la composent. Pour calculer la distance entre deux
phrases z et g, on va donc construire une suite de couples d’indices, le premier parcou-
rant sans omission la phrase = en croissant au sens large, le second la phrase y.

Exemple 6 : Sur 'exemple précédent : £ =ssaas, y = sassss, la suite de couples la
plus évidente (et la meilleure) est la suivante :

{(1,1),(2,1),(3,2),(4,2),(5,3), (5,4), (5,5), (5,6)}

Elle correspond & une transformation naturelle, puisque dans ce cas particulier chaque
couple d’indices associe deux lettres identiques : par exemple, le couple (5,3) corres-
pond au couplage de z5=s avec y3 = s. Au total, la distance entre ces deux phrases
est donc nulle. Notons que la suite des indices dans z, ici {1,2,3,4,5,5,5} et celle des

3en anglais : matching.
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indices dans y : {1,1,2,2,3,4,5,6} répondent bien & la contrainte énoncée ci-dessus :
elles sont croissantes. La trace qui correspond & cette transformation est représentée
sur la F1G. 3.5. On remarquera que dans ce cas, plusieurs traits partent d’une méme
lettre. O

F1a. 3.5: Une trace avec des compressions et des expansions.

Il reste & définir le couit d’une transformation élémentaire, représentée par un couple
d’indices. Dans le cas le plus simple, on peut se contenter de la distance ¢ définie entre
les lettres de I'alphabet. Mais en général on la pondére par un coefficient « calculé en
considérant le couple d’indices ot 'on se trouve au moment du calcul en fonction de
celui ou ceux qui précédent. Ceci apparaitra ci-dessous dans la formule récurrente du
calcul.

Il est aisé de constater que le principe d’optimalité s’applique encore ; dans le cas
le plus simple, ’algorithme de comparaison dynamique se rameénera & la construction
d’une matrice M, ayant la méme définition que celle de I'algorithme de la distance
d’édition : M(i,5) = D(z(1:1),y(1: 7)) ; en général, la dimension nxm sera suffisante.

Dans ce cas, on aura les formules :

M(1,1) =0
M(i,1) = S8Zi¢ (2 — 1) pour 1 <i <m
M(1,5) = S ¢ (@0 — yi) pour 1< j <

M(i—1,7) + ¢(wi — yj)
M(i,j) = min ¢ M(i,j —1) +{(z; = y;)
M@ —1,7—1)+ax((z; = y;)

avec o > 1, en général a = 2.

Mais rien n’interdit de considérer des “contraintes de cheminement”? plus com-
plexes, comme par exemple :

ce terme provient de la représentation graphique classique des algorithmes de comparaison dy-
namique : on trace = en abscisse, y en ordonnée et leur association est un chemin continu entre les
coordonnées (1,1) et (n, m), dont les limites sur la pente illustrent les équations de récurrence du calcul.
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M(1,1) =0

M(i,1) = SEZi¢(zp — y1) pour 1 <i < m

M(1,§) = F=I¢(z) — yp) pour 1 <i<m

M(i—2,5— 1)+ 3[¢(zic1 = yj) + C(zi = y;)]
M(i,j) =minq M(i—1,5—1)+((z; — y;)
M(i—1,5—2)+ 3[¢(zi = yj_1) + C(zi = y;)]

On obtient comme précédemment la valeur D(z,y) en prenant la valeur de M (n,m).
Notons que D n’est pas une distance au sens rigoureux : dans ’exemple précédent, on
avait par exemple D(z,y) = 0 pour z # vy, ce qui violait la premiére condition donnée.
L’inégalité triangulaire n’est évidemment pas assurée non plus et dans certains jeux de
contraintes, le résultat du calcul n’est méme pas symétrique. Il vaut mieux, plutot que
de distance, parler de mesure de dissemblance entre éléments de 3*.

3.3.3 Comparaison d’une séquence et d’un Graphe Orienté Acyclique

Lorsqu’il s’avére nécessaire de comparer une séquence et un ensemble de séquences,
on peut bien évidemment utiliser 1'algorithme précédent en le répétant sur tous les
éléments de I'ensemble. Cependant, si cet ensemble de séquences doit servir de modele
(par exemple comme modele d’un langage fini), il est commode et efficace de le réorga-
niser en un graphe acyclique. Les méthodes pour effectuer cette réorganisation peuvent
étre diverses : 'algorithme le plus simple consiste a factoriser dans un graphe les préfixes
et les suffixes des séquences ; on peut également avoir recours aux techniques d’appren-
tissage (le Chapitre 4 en propose une) ou construire le modele de I’ensemble manuel-
lement, etc. L’algorithme qui permet alors de calculer la distance entre la séquence et
I’ensemble est directement dérivé de ’algorithme précédent.

Avant d’écrire la relation de récurrence, nous avons besoin de définir un certain
nombre de notions utiles a la description de l'algorithme :

Définition 30 Un graphe acyclique orienté, construit sur un alphabet 3, est un graphe
orienté quelconque, ne contenant aucun cycle et dont les neuds sont étiquetés par les
lettres de 3. O
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F1G. 3.6: Un graphe acyclique orienté. Les nceuds de ce graphe sont numérotés de 1 a 11
(notation (nz)) et étiquetés par les lettres a et b.

Définition 31

Un successeur d’un neceud n est chaque autre neud qui peut étre atteint de n en
empruntant un seul arc.

Un prédécesseur d’un neud n est chaque autre neud d partir duquel on peut at-
teindre n en empruntant un seul arc.

Une source est un neud sans prédécesseurs.

Un puits est un neud sans successeurs.

Définition 32

Un chemin dans un graphe est une suite n'...nT de neeuds, telle que chaque neeud
n',i > 1 est le successeur du neeud n'~".

a

Définition 33

Une séquence générée par un graphe est la suite des lettres qui étiquettent les
neuds d’un chemin entre une source et un puits.

Une séquence initiale est n’importe quel chemin partant d’une source.

Définition 34
La densité maximale d’un graphe G est le nombre mazimal de prédécesseurs qu’un
neud de G peut posséder.
O
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Calcul

Soit une séquence a(1l : T') et un graphe acyclique orienté G dont les noeuds sont :
ni,na, ..., nk. La distance entre un noeud n; et un élément a; est 'opération élémentaire
qui permet de transformer I'étiquette (une lettre de I'alphabet ¥) de n; en a;. Nous
notons par n;« tous les prédécesseurs du nceud n; et par j* tous les indices de ces
neeuds. Pour initialiser I’algorithme, il faut adjoindre & a une lettre vide ag = e et & G
un noeud ng, etiqueté par € qui sera une source unique, prédécesseur de toute source
de G. La relation de récurrence qui permet de remplir la matrice de programmation
dynamique M (0 : 7.0 : K) est déduite de la relation du paragraphe 3.3.1 :

M(Z - 1?]) +C(az — 6)
M(i,j) =min { minj M(i — 1,5*) + ((a; — n;)
minj- M (i, j*) + ¢ (e = nj)

Le calcul est initialisé avec :

M(0,0) =0
M(i,0) = SF=Zi¢(ap — €) pour 1 <i < T

M(0,j) = Zijn}iin{’(e—)nk*)pour 1<j<K

Un pas particulier de cette récurrence peut étre vu comme la recherche du chemin de
cotit minimal pour arriver du nceud ny au nceud n; avec le préfixe a(0 : i). Le cotit
optimal est trouvé en parcourant la matrice M dans la colonne qui correspond & I'indice
de la derniere lettre de a et pour tous les puits de G :

D(a,G) =min M (K, j|n; € {puits de G})
J
La complexité de cet algorithme dépend de la taille de a, de celle de G (exprimée en

nombre de nceuds) et de la densité maximale de G (notée ici : 7). Elle est de 'ordre :
O(TTK).

L’exemple qui suit montre le calcul entre une séquence et le graphe de la Fia. 3.6.
Exemple 7 :

La séquence considérée est : a = ababb. On utilise les coiits unitaires pour effectuer le
calcul d’alignement de a sur G .

a(l :q) G (fig 3.6)

nl [ n2 | n3 | n4 | n5|n6|n7|n8|n9|nl0 | nll
a(l:1)=a 0|1 ]2 [3]3|3[4]1]2]3 4
a(l:2) = ab 111|222 |3[1[2]2 3
a(l: 3) = aba 2 |1 23|31 ]2]1]1]3 2
a(l:4)=abab || 3 | 2 |1 | 2|22 ]3|2]2]1 1
a(l:5)=ababb || 4 | 3 | 2 | 1 |1 ]2 ][3[2]3]2 1
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Ce tableau se lit : “il y a au moins z(i,j) opérations d’édition & effectuer pour trans-

former le préfixe a(1 : j) en un préfixe du graphe G menant au noeud n;”.

L’alignement optimal du graphe G sur la séquence a est le chemin :
nl ~ n8 ~» n9 ~» nl0~» nll (= aaabd)

On a alors :
D(a,G) = d(ababb, aaabb) =1

Remarque 6 On peut calculer de la méme maniére la distance entre une séquence
et un automate fini sans cycle : il existe en effet une équivalence entre un automate
valué sur les transitions uniquement et un automate valué sur les états uniquement.
L’algorithme qui effectue la transformation entre les deuzx est connu (voir par exemple

[Hopcroft & Ullman, 1979]).

Exemple 8 : Les graphes des figures 3.6 et 3.7 sont équivalents. La transformation
dans 'autre sens est moins triviale : pour “pousser” les étiquettes sur les noeuds il faut,
dans le cas général, démultiplier ceux-ci.

NB : tous les arcs qui menent au méme nceud portent la méme étiquette. O

F1a. 3.7: Un graphe acyclique orienté valué sur les arcs.

3.3.4 Comparaison de deux DAG

Les approches présentées dans les sections précédentes ont superposé un modele de
langage et une séquence. Il peut cependant s’avérer nécessaire de traiter une suite de
séquences formant un ensemble d’hypotheses et d’en déterminer une qui soit la plus
proche du modele. Ici encore, il est possible d’appliquer I'algorithme du paragraphe qui
précéde en traitant les séquences une par une. Il est cependant souvent commode de
les organiser en un graphe d’hypotheses, par exemple par souci de place de mémoire,
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d’efficacité de traitement, ou suite & une approche méthodologique (I’élimination des
hypotheses faibles peut étre faite en effectuant un élagage des sous-chemins du graphe).
La Fia. 3.8 montre un graphe dont 1’ensemble de chemins permet de générer quatre
séquences : abbaab, abbabb, abaab, ababb. La méthode vue dans 3.3.3 peut étre étendue
a la comparaison de deux DAG ; le but de 'algorithme est alors de trouver un chemin
dans chacun des deux graphes, de facon & ce que la distance entre les deux séquences
correspondant & ces chemins soit minimale — selon la définition de la distance énoncée

B

F1a. 3.8: Un graphe d'hypothéses.

Calcul

Soient deux graphes acycliques orientés GG et Go dont les noeuds sont notés respecti-
vement : n?l,ngl, N ) Gl et n n§2, e n%. Comme pour I'algorithme de comparai-
son d’une séquence et d’un DAG il est nécessaire d’initialiser le traitement en ajoutant
une source unique a chacun des deux graphes que 'on souhaite comparer. Soient no
et nGz ces sources, respectivement pour G et Go. Alors la matrice de programmation

dynamique M(0:T,1: K) est initialisée par :
M(0,0) =0
et ses valeurs sont calculées par la relation :

M (i, ) +¢(nf L)
M(i,j) = min { ming min;- M( J*) + (n
iy M3, ) + e nf2>

&)

%

(ici, la notation confond le nceud et 1'étiquette qu’il porte).

La distance entre les deux graphes est déduite de la matrice M. C’est la transfor-
mation du coiit minimal calculée pour un chemin dans I'un des deux graphes :

D(G1,Go) = minmin M (i|n" € {puits de Gl},j|nf2 € {puits de G1})
i
L’alignement entre les graphes peut étre facilement retrouvée par le parcours & 1’envers

de la matrice M, en partant de la case qui contient la valeur de D(G1,G3). Nous illus-
trons plus loin, dans 'Exemple 9, I’application du calcul de la distance entre le graphe
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de la F1G. 3.6 et celui de la FiGc. 3.8.

La complexité de l’algorithme dépend du nombre des nceuds dans chacun des
graphes, ainsi que de la densité de ceux-ci. Notons par 7 la densité maximale du graphe
G et par u celle du graphe G5. Alors la complexité est dominée par : O(TuTK).

Exemple 9 : Application de I'algorithme entre le graphe de la FiG. 3.8 et celui de la
F1a. 3.6. Les cotits unitaires (cf. Remarque 5, page 51) ont été utilisés pour la fonction

(:

GQ G1 (ﬁg 3.6)

(ig3.8) [n1 [ n2 | n3 [ n4 [n5 | n6 | n7 [ n8 | n9 |nl0|nll
nl 0 1 2 3 3 3 4 1 2 3 4
n2 1 2 1 2 2 2 3 1 2 2 3
n3 2 2 1 1 1 2 2 2 2 2 2
n4 2 1 2 2 2 1 1 1 1 2 2
nb 3 2 2 3 3 2 2 2 1 2 2
né6 3 2 1 2 2 2 3 3 2 1 1
n7 4 3 2 1 1 3 3 3 2 1 1

Ce tableau se lit : “il y a au moins M (i, j) opérations d’édition & effectuer pour trans-
former un préfixe du graphe G; menant au nceud n; en un préfixe du graphe G, menant
au noeud n;”.

Les chemins (séquences) les plus proches dans les graphes G et G9 sont respecti-
vement :
nl~ n8~» n9 ~ nl0 ~ nll (= aaabb)

dans G et
nl ~» n2~s nd ~ nb ~ n7 (= ababb)

dans G5. On a alors :
D(G1,G3) = d(aaabb, ababb) = 1

3.4 Distance entre une séquence et un Langage Régulier

Nous avons vu dans le Chapitre 2 que, étant donnés une séquence a et un modele
de langage formel (non-stochastique) M, tous les deux définis sur un alphabet X, il
est possible d’affirmer ou d’infirmer I’appartenance de a au langage L modélisé par M.
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Pour aller au-dela de cette analyse triviale, nous présentons ici des travaux dont le but
est de déterminer la suite d’opérations élémentaires (éventuellement nulle si a € L) qui
permettent de transformer toute séquence composée sur X en la séquence la plus proche
de a et reconnue par M. La complexité des algorithmes qui permettent de mener ce type
d’analyse dépend de la complexité du langage selon la hiérarchie des langages établie
par Chomsky. Dans [Kruskal & Sankoff, 1983] Wagner énonce le résultat suivant :

1. Si L ne comporte qu'une seule séquence b, le probléme revient & comparer deux
séquences. La complexité théorique de 'algorithme est alors : O(|al|b|).

N

2. Si L est un langage régulier, modélisé par un automate a états finis A, alors
l'analyse corrective peut étre menée en temps O(|a|P), ou P est le nombre d’arcs
de A (ou encore : P est le nombre de régles de production de la grammaire
réguliere G(L)).

3. Si L est un langage “context-free” et si la grammaire “context-free” G (L) posséde
P reégles de productions (modifiées de facon & ce qu’aucune d’entre elles n’ait,
en coté droit, plus de deux symboles, par exemple par transformation en “forme
normale de Chomsky” [Hopcroft & Ullman, 1969]) alors la complexité de ’analyse
corrective est en O(|al’P).

3.4.1 Algorithme de Wagner

Cette méthode, proposée dans [Wagner, 1974], permet de calculer la distance, ex-
primée en nombre d’opérations élémentaires, entre un langage régulier L modélisé par
la grammaire G et une séquence a quelconque (définie sur le méme alphabet que L). 11
s’agit alors de déterminer le nombre minimal de modifications (substitutions, insertions
et suppressions) a appliquer sur a afin de produire une séquence b qui soit acceptée par
G (ou par son représentation équivalente, automate A).

On suppose donc étre en présence d’'un automate a états finis A, dont les états
seront notés ici : g;, g; et numérotés de 0 a K, I'état de rang 0 étant initial et d’une
séquence a(1 : T), tous les deux définis sur un alphabet X.

Un raisonnement de programmation dynamique assure alors que :
J

et

0 sig; est 'état initial de A
ro.a) ={ % 5

oo  sinon
avec :

['(k,q;) : nombre minimal d’opérations d’édition nécessaires pour transformer les k
premiers caractéres de a en une séquence bl, acceptée partiellement par A (et qui
fait de ¢; 1'état courant d’acceptation).
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V(gj,4i,a(j)) :+ nombre minimal d’opérations d’édition nécessaires pour transformer le
symbole a(j) en une séquence w(g;, ¢;) faisant de ¢; I'état courant d’acceptation,
atteint a partir de g;, lui-méme atteint au pas précedent de la récurrence.

Si on appelle P(g;,q;) la longueur d'un des plus courts chemins (en nombre de
transitions) entre ¢; et g; et L(g;,¢;, @) un indice valant 1 si le symbole o appartient &
un de ces chemins, 0 sinon, on a alors :

o (1 sigj =gq;
V(QJanaoé) = { P(q]-,qz‘) _ L(qj,qi,a) sinon

La longueur du plus court chemin entre g; et ¢; peut se calculer par I'algorithme de
Floyd, grace a la récurrence :

P (g4, qi) = min{P'(gj, ¢:), P'(g;,1 + 1) + P'(1 + 1,¢:)}

ol Pl(qj, ¢;) est la longueur d’un plus court chemin entre g; et ¢; ne passant que par
les états de rang inférieur ou égal a [ (voir par exemple [Deo, 1974]).

Au cours du calcul de P(g;, ;) on peut également déterminer la valeur de L(g;, gi, @).
A la fin du calcul, si F' est I'ensemble des états finals de 'automate, la distance cherchée
entre a et cet automate vaut : mingcp I'(7, ¢;)

Exemple 10 :

Automate A :

séquence a = aaa

Etat
Sous-phrase 0 | 1 | 2 | 3 | 4
a(l:1)=a [ L]O]1]L]1
a(l:2)=aa ||2]1]2]|1|1
a(l:3)=aaa |3 |23 |1]1

D(a,A) =1

Remarque 7 Dans le méme ordre d’idées, on peut, par un calcul sur l’expression
réguliére qui le représente, étendre un langage réqulier pour lui permetire de comprendre
des phrases entachées d’un certain type d’erreur. Les régles algébriques de ce calcul ont



62 Distance entre une séquence et un Langage Régulier

été proposés dans [Thomason, 197}]. Elles sont a la base des travauz présentés dans le
Chapitre 4. O

Cette méthode s’applique de facon efficace sur les automates avec des cycles. Sa
faiblesse vient du fait qu’il est impossible d’utiliser d’autres valeurs que I'unité pour
la fonction . Dans les cas ou il convient de pondérer les opérations d’édition, il faut
se tourner vers des méthodes soumises a certaines contraintes, ou dont la complexité
calculatoire est plus importante.

3.4.2 Distance pondérée entre une séquence et un Automate Fini

Des travaux récents ([Bouloutas et al., 1991; Amengual & Vidal, 1998]) ont donné
naissance a des méthodes permettant de calculer la distance entre une séquence et un
automate & états finis quelconque (et notamment un automate contenant des boucles
ou des cycles), avec les poids des opérations élémentaires affectées des valeurs réelles po-
sitives. Nous allons donner une breve description de ces méthodes dans ce paragraphe,
en insistant plus particulierement sur leur complexité temporelle respective. En effet
il est intéressant de comparer la complexité d’un algorithme classique de décodage de
séquences (dérivé de 'algorithme de Viterbi) avec celle des approches qui permettent
en plus détecter les différences entre le modele et la séquence qu’on lui présente.

Le probleme de l'analyse d’une séquence a, étant donné un modele de langage
régulier (un automate & états finis A), peut étre vu comme la recherche du chemin
du colit minimal & travers le graphe acyclique G produit par I'algorithme de Viterbi.
Les noeuds qz de ce graphe correspondent aux états ¢’ atteints & 1'étape k, associée au
k-iéme symbole de a. Chacun des arcs (q,i,qi+1) est. créé (et valué) par la transitiop
empruntée entre I'état ¢', atteint avec ap et I'état ¢’ (éventuellement identique au ¢*
dans A), atteint avec agy1 (cf. F1G. 3.9a). Ce graphe peut étre également créé lors de
I’analyse corrective : les opérations de substitution et d’insertion seules permettent au
graphe de conserver sa propriété acyclique (figures 3.9a et 3.9b). En utilisant en plus
des opérations de suppression, on peut y voir apparaitre des cycles, comme le montre
la F1a. 3.9c.

Le probleme se ramene alors a la recherche du chemin le moins coiiteux dans un
graphe cyclique. La solution proposée par [Boulotas Hart Schwartz 91] est résumée dans
la relation de récurrence suivante :

C(g,,,) = min {C(qi) + W (dh dhy1) + C(hrts i)}
Vi€ 6" al'étape k
Vi a l'étape k + 1

avec !

d~1 : la fonction inverse de la fonction de transition § de automate A.
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OB ORONG

I'etape k I'etape k+1 I'etape k I"etape k+1 I'etape k I'etape k+1

a) arcs "non-erreur” (ligne continue) b) arcs d'insertions c) arcs de suppressions
et arcs de substitutions (ligne pointillee)

Fi1a. 3.9: Un graphe d’analyse.

. W(q,i,quH) . le cotit de la transition de coiit minimal entre I'état ¢' & I'étape k
et I'état ¢! & Détape k + 1.

. C(q}gﬂ, qiﬂ) : le cotit du chemin de cotit minimal de 1’état ¢’ vers I'état ¢/, tous
les deux a I'étape k + 1.

Ainsi, le cott C (qi +1) du chemin de colit minimal dans le graphe d’analyse, menant
d’'un état initial de A vers l'état ¢/ a I'étape k + 1, est le minimum des cotits de
tous les chemins passant par ¢' (prédécesseur de ¢') a Iétape k et par ¢! & l'étape
k + 1. La composante essentielle de cette relation, la fonction C, peut étre calculée en
appliquant directement 1’algorithme de Dijkstra ([Dijkstra, 1959]) qui permet d’obtenir
le chemin le moins cotiteux entre deux noeuds d’un graphe. Elle joue un réle prédominant
dans la complexité globale de Ialgorithme. Une solution algorithmique ([Amengual &
Vidal, 1998]) propose une complexité temporelle en O(|Q|(|Q| + 7)|a|) (avec 7 : densité
maximale de l'automate). Si 7 est négligeable par rapport a |@Q| alors elle peut étre
réécrite plus simplement avec : O(|Q|?|a|). Partant du constat que cet algorithme est
trop coiiteux en temps dans les cas pratiques (comparé & lalgorithme de décodage
de Viterbi, lui-méme en O(|Q||a|), les auteurs ont proposé une solution derivée de la
relation précédente, fondée sur l'ordonnancement des états selon 'ordre topologique
adapté aux graphes comportant des cycles®, (le depth-first topological sortS). Cette

Soriginalement, la notion d’ordre topologique n’a de sens que pour les graphes sans cycles.
Sles nceuds sont classés selon les tailles croissantes des préfixes de longueur minimale avec lesquels
ils peuvent étre atteints.
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nouvelle relation de récurrence s’écrit :

Clgl,,) = min {C(ah) + W (gl Ghoyr) + Wrdhyr, @)}
w Vi€ 6\ (q1) a Uétape k ! I

VI € 67" (q;) a l'étape k + 1

avec !

. C(q};), W(q,ic, qu_l), 6~ : méme signification que dans la relation précédente.

e ip . 1a généralisation de la fonction 6! ; elle retourne, pour un état donné ¢, un
ensemble d’états qui sont ses prédécesseurs topologiques dans 'automate A.

° WT(qu_l, qiﬂ) : le chemin de coiit minimal menant de 'état ¢’ vers 1'état ¢/, les
deux a l'étape k+1 et qui passe uniquement par les états qui sont les prédécesseurs
topologiques de ¢/ dans A.

Ici, similairement & la premiére méthode, le colit C (qi +1) du chemin de cotit mini-
mal pour arriver d’un état initial de A & I'état ¢/ & 1’étape k + 1 est le coit minimal de
tous les chemins passant par I’état ¢’ & 1’étape k, par I'état ¢! (le successeur immédiat
de ¢’, ou encore : ¢! € §(¢*)) & Pétape k + 1 et par un ou plusieurs arc créés i I'étape
k + 1 par les opérations de suppression. [’algorithme associé & cette relation effectue
en prétraitement un tri topologique des états de A. Ce calcul est fait en O(|Q||al). La
complexité temporelle de Panalyse corrective elle-méme est alors en O(|Q|7|al). Si 7
est petit par rapport & |@Q] (cas souvent rencontré dans la pratique) alors lefficacité de
cet algorithme est comparable a celle de I'algorithme de Viterbi.

Pour illustrer les méthodes décrites dans ce paragraphe, nous reprenons ’exemple
du paragraphe 3.4.1 et nous ajoutons des cofits aux opérations d’édition :

Exemple 11 :
I1 est possible de regrouper ’ensemble des cofits dans une matrice de cotits M, :

M, =

€
al 0505 1
b|15]| 1 |05

En colonne figurent les lettres remplagantes, en ligne les lettres remplacées. Par exemple
on lit : 'opération de remplacement de € par a (insertion de a) cotte 2. En utilisant la
notation introduite au début de ce chapitre on écrira : {(e — a) = 2.

Le calcul d’alignement est effectué avec 'automate A et la séquence a de I'Exemple 10
de la page 61.
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Sous-phrase

0
€ 010515 2 2
a(l:1)=a | 2]05] 1 |15|L5
a(1:2)=aa || 4|25 15|15
a(l:3)=aaa |6 |45 | 5 |25]| 3
D(a,A) =3

Notons que le calcul de la distance est valide également dans le cas ou le cotit de la
substitution d’une lettre par elle méme n’est pas nul. O

Remarque 8 L’ordre et le type d’opérations obtenues par le backtracking différe de
ceuz calculés dans I’Exemple 10. Par exemple, pour arriver avec le préfize a en état 3,
on applique d’abord la suppression de a (coit = 0.5), puis la substitution de b par a
(cout = 1), pour un coit total de 1.5. En utilisant les cotts unitaires seule la suppres-
sion de b s’applique (ici : emprunter la transition entre [’état O et I’état 1 codite 0.5, la
suppression de b entre I’état 1 et [’état 3 coiite 1.5, ce qui donne un cotit total de 2). Le
raisonnement en terme d’optimisation du nombre d’opérations d’édition ne s’applique
pas dans le cas des opérations d’éditions pondérées. O

3.5 Conclusion

La comparaison des séquences permet d’obtenir deux types d’information : les dis-
tances et les analyses correctives optimales (par exemple les listings). L’utilisation de
ces résultats varie bien sir en fonction de 'application : les distances sont utiles lors-
qu’on aborde les problemes d’identification (choisir la population la plus proche étant
donné un individu, défini par un ensemble de caractéristiques et une mesure de ressem-
blance basée sur ces caractéristiques). Les distances correctives (& opposer aux distances
d’emploi plus général, comme la distance euclidienne ou la distance de Hamming) sont
particulierement adaptées aux situations ou I'on peut obtenir une séquence a & partir
d’une autre séquence b, par un jeu d’opérations bien défini. Les traces des transforma-
tions s’averent utiles lorsqu’il est nécessaire de comprendre 1’évolution d’une ou d’un
ensemble de séquences (nous avons cité déja 'exemple de 1’étude des macromolécules),
ou, comme nous le verrons dans le chapitre suivant, lorsqu’elles sont utilisées dans un
processus de généralisation, ou I'information sur les erreurs détectées sert a enrichir le
modele d’un ensemble de phrases.
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Chapitre 4

Algorithme ECGI

Le choix parmi les méthodes d’inférence des grammaires formelles, mentionné dans
le Chapitre 2, est plutdt vaste. Notre ambition n’étant pas de concevoir une nouvelle
technique d’apprentissage, mais de proposer l'utilisation de I'inférence grammaticale
dans une tache de traitement de la langue naturelle, nous avons eu a choisir un al-
gorithme particulier. Ce chapitre expose les raisons de ce choix et détaille le principe
du fonctionnement de I'algorithme. Nous y ajoutons une étude approfondie de ses pro-
priétés qui est a 'origine des méthodologies proposées plus loin dans ce document.

4.1 Motivation du choix de ’algorithme

Dans les taches réelles de traitement de données (reconnaissance de la parole, re-
connaissance optique des caractéres etc.) il est rare de disposer de contre-exemples.
En apprentissage automatique et singuliérement en inférence grammaticale, 1’absence
des exemples négatifs engendre surtout le risque de sur-généralisation ; pour pallier ce
probleme, il y a deux approches possibles : la premiere consiste & limiter la recherche
de la solution & une sous-classe particuliere des langages réguliers, la deuxiéme utilise
une heuristique pour guider la généralisation. Nous nous sommes intéressé a un des al-
gorithmes qui adopte cette seconde approche. En effet, les sous-classes caractérisables
des langages réguliers sont définies par leurs propriétés algébriques et non pas par leur
adéquation & un probléme particulier.

Parmi les méthodes heuristiques, notre choix s’est porté sur l'algorithme ECGIA
(Error Correcting Grammatical Inference Algorithm [Rulot & Vidal, 1988; Rulot et al.,
1989]) pour plusieurs raisons :

— Il infere des grammaires non récursives. Cette caractéristique affaiblit considéra-
blement les possibilités théoriques d’apprentissage, mais en pratique la récursivité
est peu présente en langue naturelle et singulierement dans les corpus dont nous
disposons (voir Annexe A). La généralisation réalisée par ECGI ne cherche pas
a découvrir des boucles (peu vraisemblables dans nos données) mais & factoriser
les sous-phrases communes.
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— Il est fondé sur une métrique entre lettres de ’alphabet. Dans le cas de la langue
naturelle, on peut raisonnablement penser utiliser des connaissances lexicales
et/ou syntaxiques pour aider & I’établissement d’une métrique réaliste, par ex-
pertise (deux noms de villes sont plus “proches” 'un de lautre qu’un verbe d’un
adjectif). Cette métrique peut aussi étre établie automatiquement par une ana-
lyse du corpus : par exemple deux mots qui se trouvent souvent dans le méme
contexte ont vraisemblablement des fonctions linguistiques proches.

— Il a déja été utilisé avec succes sur des gros corpus de données réelles, en particulier
en traitement d’images et en reconnaissance de mots isolés.

L’algorithme ne respecte pas le critere d’inférence & la limite (voir paragraphe
2.2.3.1) : Gold a prouvé que ce critére est impossible & appliquer dans le cas d’appren-
tissage uniquement & partir des exemples positifs. Son fonctionnement est inductif : le
modele appris génere, dans la plupart de cas, un ensemble de séquences plus vaste que
I’ensemble d’apprentissage.

4.2 ECGIA non-probabiliste

4.2.1 Présentation informelle

Le but de l'algorithme est de modéliser la concaténation des sous-chaines des élé-
ments de I’échantillon positif, ainsi que la longueur de ces sous-chaines en construisant
un AFN. Il procede de facon incrémentale : le modele initial est construit & partir
du premier mot présenté et il est amélioré par l'ajout de nouvelles regles résultant
de 'analyse corrective des mots suivants. A chaque présentation d’un nouvel exemple,
I’automate courant tente de reconnaitre celui-ci. Si la tentative échoue, I'automate est
mis & jour par ’ajout des nouveaux états et transitions afin de reconnaitre le mot
présenté. Le nombre d’états et de transitions a ajouter est minimisé en appliquant
un algorithme de programmation dynamique. L’automate résultat est un automate
acyclique non-déterministe qui accepte toutes les séquences de I, ainsi qu’un ensemble
d’autres séquences qui sont des concaténations des sous-chaines des mots de I;. Le
nombre d’états ajoutés pour reconnaitre une séquence peut étre vu comme une mesure
de distance entre cette séquence et 'automate courant, et il est possible de déterminer
la séquence la plus “proche” faisant partie du langage représenté par I'automate (cf.
Chapitre 3). L’algorithme de programmation dynamique calcule une distance au sens
de la distance corrective de Levenshtein, c’est a dire I’ensemble de régles de suppression,
d’insertion et de substitution de symboles nécessaires pour adapter la grammaire afin
que celle-ci reconnaisse le mot. Il est cependant possible d’utiliser d’autres critéres (par
exemple la plus longue sous-séquence commune) pour calculer cette distance, 'adaptant
ainsi a la tache et & la nature des données d’apprentissage.
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4.2.2 Algorithme

Les grammaires apprises par ECGIA sont réguliéres, non-déterministes et non-
récursives. Elles sont définies par un quadruplet! (N, X, R, S). Les régles construites
possédent la propriété suivante :

Propriété 4 VA, B,C € N,Vb,a € X, si (B — aA) € R et (C — bA) € R alors b = a.
O

Ceci veut dire que le méme terminal est associé avec toutes les productions ayant le
méme non-terminal en partie droite. Par conséquent, toutes les transitions pointant
sur un état donné de I'automate équivalent sont nécessairement étiquetées par le méme
terminal.

Informellement, 'automate équivalent est une machine de Moore (les états sont
valués par les symboles de X : [Kohavi, 1970]). Dans la représentation habituelle d’au-
tomates (graphes valués sur les arcs uniquement) cela implique que toutes les transitions
pointant sur le méme état possédent la méme étiquette (I’équivalence entre les deux
représentations des automates finis est mentionnée dans le paragraphe 3.3.3).

Définition 35 Chaque régle de R posséde des “régles d’erreur” associées :
e Insertion (de a) :
A— aA, V(A —bB) € R,V(A—b) €ER;
e Substitution (de a par b) :
A —aB,Y(A— bB) € R,
A—a,V(A—=Db) €ER;
e Suppression (de b) :
A —€eB,V(A — bB) €R,
A—¢€ V(A —b) €R.

Définition 36 La grammaire étendue G' = (N, %, R, S) de G est la grammaire obte-
nue en ajoutant les régles d’erreur ¢ R. O

Définition 37 La dérivation corrective optimale D (z) de la chaine x € X* est la
dérivation de x, qui utilise le nombre minimal de régles d’erreur de {R\ R}. O

L’algorithme se présente alors comme suit :

!pour rappel : N est un ensemble de symboles non-terminaux, ¥ est ’ensemble des symboles termi-
naux, R est I’ensemble de regles construites sur N et S est I'axiome.
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Algorithme ECGI

entrée I}
sortie Une grammaire G compatible avec I et vérifiant la Propriété 4

début

a+—Ii(=a1...a.);
N + {Ao, . -,An—l};

Y« {ai,..,an};
R(—{Aifl —>aiAi,i=1,...,i=n}U{An,1 —>an};
S(—Ao;

G+ (N,%,R,S); // grammaire courante
pour i < 2 jusqu’a |I1| // boucle sur les éléments de 11
b I';
D + DG' (b) ;
G + GU{D}; // ajout de régles correctives & la grammaire courante
fin pour
retourner G ;

fin ECGI

La dérivation corrective optimale D/ (b) renvoie des régles de correction r1,. .., 7.

On appellera la régle non-erreur r une regle de correction telle que :

1. r est une regle de substitution

2. r remplace une lettre par elle-méme

L’ajout de regles respecte la procédure suivante :

Pour chaque paire de régles non-erreur (r;,7;) de Dg(b) telle que r; = (Ci—1 — ¢;C;),
rj = (Cj—1 = ¢;C}), i < j, entre lesquelles il n'y a que des régles d’erreur, on ajoute a
la grammaire courante les regles selon le principe suivant :
~8i b = b...ciacj.. by (@ = z1...xy) alors ajouter & la grammaire courante les
m+ 1 régles suivantes (avec les terminaux et les non-terminaux correspondants) :
Ci = o1 Xq;.. i X1 = 2 X Xy — ¢;0
— si @ = € alors uniquement la régle C; — ¢;C; est ajoutée.

La complexité globale de ’algorithme, dominée par la fonction d’analyse corrective est :
O(|ZI| L+ ).

L’exemple qui suit illustre 'apprentissage d’'un automate & partir des échantillons
{aab, abb, ab, baab}.
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Exemple 1 :

@a@a@b@

1. Initialisation de la grammaire avec la séquence ‘aab’

oW
a
~O-07 50

2. Analyse corrective de ‘abb’ provoque la substitution de a par b

4. Analyse corrective de ‘baab’ provoque l'insertion de b

F1a. 4.1: Apprentissage par I'algorithme ECGI.

Sur cet exemple simple, on voit que la généralisation effectuée amene ’automate
a accepter une phrase n’appartenant pas a4 l'ensemble des exemples présentés : babb.
Comme nous ’avons mentionné au début de cette section, I’algorithme est sensible a
Pordre de présentation des séquences. Avec le méme ensemble d’apprentissage présenté
dans l'ordre : ab, baab, aab, abb, ECGI produit le modeéle :
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Fic. 4.2: Apprentissage par I'algorithme ECGI avec un ordre différent de présentation
d’exemples.

Cette propriété est étudiée expérimentalement dans le Chapitre 7. O

4.3 ECGIA stochastique

L’algorithme ECGI posséde une extension stochastique, proposée par les mémes
auteurs dans [Rulot & Vidal, 1988].

Rappelons brievement (cf. Définition 11, page 19) qu’on peut affecter des valeurs
réelles positives a des transitions d’un automate fini, sous la condition que la somme des
valeurs sur les transitions partant d’'un état soit égale & 1 (voir Définition 11 page 19).
L’automate est alors dit probabilisé, ou stochastique. On peut alors calculer pour toute
phrase z la probabilité p(z|G) d’avoir été engendrée par cet automate. On démontre que
ce modele est consistant, c’est & dire qu’il munit 3* d’une distribution de probabilités.
En effet ([Fu, 1970; Higuera (de la), 1996a]) :

Y plzla) =1

TeEX*

Dans I'algorithme ECGI stochastique, I'estimation de probabilités de chaque régle
(ou transition) est faite pendant le processus d’apprentissage de la maniére suivante :
Pour une regle quelconque r = A — ;B € R :

o ny(r) =ng_1(r) + Np(z) et ny(r)=1

e my(A) =my_1(A) + My(z) et my(A)=1 VAEN

o pi(r) = ny(r)/ma(A) ’

avec :
t : numéro d’ordre de la séquence z ;

to tlo : numéros des étapes de création de r et de A ;

N, (z) : nombre de fois (0 ou 1) que r a été utilisée pour reconnaitre z ;

M 4(z) : nombre de fois (0 ou 1) que A a été utilisé pour reconnaitre z.
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Nous obtenons alors une grammaire structurellement identique & celle apprise par
ECGI non-stochastique, mais munie en plus de probabilités sur les regles et équivalente
donc & un automate stochastique.

4.4 Paramétrage de ’algorithme

L’algorithme ECGI étant fondé sur les techniques de correction d’erreurs, il hérite
des propriétés des algorithmes issus de ce domaine. Dans sa version la plus simple, les
opérations d’édition qui servent au calcul de la distance entre le modele et ’exemple cou-
rant sont munies de poids unitaires. Il est pertinent cependant de privilégier certaines
opérations par rapport aux autres, notamment dans le cas de modélisation d’une (partie
de la) langue naturelle. Par exemple, un mot de valeur sémantique faible (“euh”, “zut”,
etc.) est probablement moins représentatif qu’un autre, en conséquence 'opération de
suppression de ce mot devrait étre privilégiée (i.e. lors du calcul d’une distance d’édition,
la suppression de ce mot sera effectuée en priorité). De méme, il serait moins “cotiteux”
(i.e. la valeur numérique du coiit sera plus petite) de remplacer le mot “Paris” par
“Lannion” que par un verbe, etc. Ces observations sont a la base des propositions de
la section 4.4.2. Une autre approche, purement statistique, est proposée par la suite.

II faut répéter que cet algorithme est sensible & 'ordre de présentation des séquences
au cours de 'apprentissage : deux exécutions de I'algorithme sur un méme ensemble de
séquences présentées dans un ordre différent, produiront deux modeles a priori distincts,
chacun approximant différemment le langage représenté par le corpus d’apprentissage.
Nous étudions cette propriété dans le Chapitre 7 afin de construire des automates
plus compacts en termes de nombre d’états et de transitions, tout en restant le plus
représentatif possible du langage ciblé.

4.4.1 Evaluation expérimentale de la méthode ECGI originale

Nous donnons ici une bréve description des corpus utilisés pour les expériences
réalisées au cours de nos travaux. La description détailée de ces corpus figure dans
I’Annexe A.

Trois corpus ont été utilisés :

— un corpus généré A partir d’'un grammaire artificielle G, (voir Annexe A.1),
proche du langage naturel, composé de 10 000 phrases pour le corpus d’appren-
tissage et de 1 000 phrases pour le corpus de test ;

— le corpus AGS ([Sadek et al., 1996], voir Annexe A.2), mis & disposition par
France Télécom?, composé des requétes transcrites, prononcées dans le cadre d’un
dialogue entre un humain et un systéme automatique. Il contient 9 850 phrases
pour le corpus d’apprentissage et 724 phrases pour le corpus de test ;

2dans le cadre de la convention CTI 97-1B-004.
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— le corpus ATIS? (voir Annexe A.3) contenant des transcriptions de dialogues
homme-machine portant sur les réservations automatiques des vols. Il est composé
de 15 019 phrases pour le corpus d’apprentissage et de 1 001 phrases pour le corpus
de test.

Les modeles appris par I'algorithme ECGI original (non-stochastique et stochas-
tique) ont été évalués par le calcul du taux d’acceptation des phrases de test et par
le calcul de la perplexité (elle est donnée ici & titre indicatif, le détail du calcul figure
dans le Chapitre 5) :

Corpus Taux de phrases reconnues Perplexité
(grammaire non-stochastique) | (grammaire stochastique)
artificiel 98% 3.4
AGS 34.2% 47.6
ATIS 63.6% 30

La tache la plus facile est celle posée par le corpus artificiel, les résultats sont moins
bons pour le corpus ATIS et médiocres pour le corpus AGS. Concernant ce dernier
en particulier, le corpus de test est tres différent du corpus d’apprentissage. Cette
constatation nous a amené & mener des expériences ou le contenu des deux corpus est
redistribué (voir Remarque 15 page 140, ainsi que la section 5.2.2, page 87).

4.4.2 Evaluation des coiits des opérations d’édition a partir de classes
grammaticales de la langue francaise

4.4.2.1 Principe

Comme nous I'avons mentionné plus haut, certaines opérations impliquant les mots
de la langue naturelle et en particulier la substitution d’un mot par un autre apparte-
nant & la méme classe grammaticale (ou sémantique), devraient étre privilégiées lors du
processus d’apprentissage. Une fagon simple de réaliser en pratique cette constatation
est de remplacer les couts unitaires des substitutions entre les éléments de ces classes
par des valeurs plus faibles. La matrice des coiits ainsi modifiée constitue alors un pa-
rametre d’entrée de I'algorithme ECGI.

Disposant d’une classification des mots du corpus AGS (voir Annexe B) nous avons
illustré cette approche par ’expérience décrite dans le paragraphe suivant. Auparavant,
nous devions résoudre le probleme venant du fait que les mots d’une langue naturelle
sont souvent ambigus : la catégorie grammaticale de certains dépend de leur place
dans la phrase. Pour cette expérience, nous avons choisi de n’utiliser qu’une classe par
mot, méme si cette approche est peu satisfaisante du point de vue d’un linguiste (voir
également les arguments de la section 6.1, page 111). Des améliorations sont envisagées
dans la conclusion de cette section.

%de I'anglais : Air Travel Information Service.
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4.4.2.2 Protocole expérimental et résultats

On se propose de construire une matrice de cotits & partir des classes grammaticales
de la langue francaise. Nous disposons pour cela d’un dictionnaire (dont la déscription
figure dans I’Annexe B, 4 la page 143) qui attribue & un mot une ou plusieurs catégories
grammaticales, affinées par des traits. Par exemple :

accessible ADJEMS ADJEFS

est un adjectif qui peut étre utilisé au masculin ou au féminin et au singulier unique-
ment. Nous n’avons retenu que l'information portant sur la catégorie grammaticale du
mot. Egalement, seule la premiere catégorie figurant dans la liste est retenue?. La ma-
trice des couts M, est calculée en attribuant un cotit arbitraire « (avec : 0 < a < 1)
pour I'opération de substitution entre deux mots qui appartiennent a la méme catégorie
grammaticale et un coiit unitaire pour toute autre opération d’édition :

0 st z=uzy
Mg (zi,zj) = ¢ a si CG(z;) = CG(z;)
1 si CG(z;) # CG(zy)

avec :
z;,xj : entrées lexicales du dictionnaire;
CG(=z;) : catégorie grammaticale de z;.

Nous avons fait varier la valeur de @ dans U'intervalle [0..2] par pas de 0.1 et nous avons
calculé la perplexité du modele appris (en utilisant la technique de lissage proposée
dans le Chapitre 5) pour chaque Mg

La F1G. 4.3 restitue les résultats de 'expérience. La perplexité minimale est obtenue
avec a = 0.6 : PP,,;, = 44.5. Elle diminue d’environ 10% par rapport & la perplexité
du modele appris avec les cotits unitaires (PP = 47.6).

4.4.2.3 Discussion des résultats

Il s’avere, au vu des résultats, que I'injection des connaissances linguistiques améliore
legerement la qualité du modele. Il est raisonnable de penser que l'intégration plus
complete d’information apportée par les catégories grammaticales issues de la théorie
linguistique pourrait rendre cette méthode plus efficace. Par exemple, lattribution de
la catégorie en fonction de sa fréquence a été mentionnée dans la note 4. L’approche
plus satisfaisante consisterait cependant & attribuer 1’étiquette grammaticale correcte &
des mots au cours de la construction du modele (ceci peut étre réalisé par exemple par
Iétiquetage préalable du corpus). La mise & jour du modele devrait alors prendre en

* ce choix est fait de facon arbitraire (par un parcours séquentiel de données dont nous disposons). Il
serait sans doute pertinent de classer les étiquettes grammaticales d’un mot en fonction des fréquences
de leur emploi.
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F1a. 4.3: Corpus AGS : perplexité obtenue avec les coiits calculés a partir des classes
grammaticales de la langue francaise.

compte I'étiquette grammaticale du mot de la phrase courante® et 'étiquette gramma-
ticale du mot dans le modele. Ce probleme cependant n’est pas trivial car il implique
la construction et le parsing en parallele d'un modéle de langage a base de classes des
mots (abordé dans le Chapitre 6).

4.4.3 Calcul automatique des poids des opérations d’édition

4.4.3.1 Principe

Il est également possible d’estimer les valeurs de la matrice de coiits a partir du
corpus d’apprentissage, en comptant les fréquences d’opérations d’édition utilisées lors
de l'inférence de la grammaire. Nous utilisons pour cela une matrice Mgogr de la forme

suivante :
] T o Tn
€ 0 Dle > z1) | Ple — x9) D(e — xp)
o _|7 || P(z1 =€) | D(z1 = 1) | P31 — 79) O(x1 — zp)
pear 2o || Plxa =€) | D(x1 — 1) | D(21 — 22) O(x1 — zp)
Tn || ®(zn — €) | P(zy — 21) | P(20 — 22) D(z, = Tp)

ol ®(z; — x;) est le nombre de fois que I'opération (z; — z;) est utilisée pendant

®la phrase courante est celle qui sert & améliorer le modéle au cours d’un pas de 'algorithme.
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lapprentissage et n = |X|. Remarquons que l'opération (¢ — €) n’arrive jamais et n’est
pas prise en compte.

Les insertions sont visibles sur la premiere ligne de la matrice, les suppressions
sur la premiére colonne et les substitutions constituent les autres valeurs. En raison-
nant en termes de corits, il est logique de considérer qu'une opération qui arrive peu
fréquemment doit étre considérée comme plus coiiteuse qu'une autre dont le nombre
d’occurrences est élevé. Cette remarque nous permet donc de transformer Mgcgr en
une matrice de cotits. Le choix de la méthode de calcul des cofits & partir des fréquences
est posée arbitrairement et sa validité est évaluée de facon empirique. Nous avons testé
deux approches :

1. Recalcul linéaire. Cette méthode consiste & normaliser séparement les insertions,
les suppressions et les substitutions selon les relations :

Cle— m) =1 — —olew) 7 Vi # €

max{®(e—z;
((miﬁxj)zl—#%wi#eetvg:j#e

Ici respectivement la suppression, 'insertion et la substitution les plus fréquentes ont
un cotit nul, les opérations qui n’arrivent jamais pendant I’apprentissage ont un cotit
unitaire.

2. Recalcul logarithmique. Cette méthode (proposée indépendament pour une
tache similaire® est inspirée d’un lissage simple des N-grams. Il s’agit d’ajouter une
valeur vy comprise entre 0 et 1 & toutes les valeurs de la matrice Mgc@r. La matrice est
ensuite normalisée suivant le type de 'opération, les colits sont déduits par le calcul de
logarithme des valeurs normalisées :

N D(e—w;)+y .
C(G — sz) = log(‘zkz_% ¢(€7xk)+_7) Va; # €
. _ b(z;—e)+y .
C(ﬂfz — 6) = log(‘zg1 T(Ik‘ﬂf))_‘F’y) Va; # €
. N O(z;—xi)+y ) ,
C(zi = xj) = log(z\kzz\l q>($k]_)$]‘)+’)’) Vai # €Vr; # ¢

Les événements fréquents ont une valeur de normalisation plus importante que ceux
qui arrivent peu souvent, en conséquence leur cotiit, obtenu par la fonction — log, est
plus faible.

Note 1 : Les tests comparatifs expérimentauz ont montré que le recalcul logarithmique
donne des meilleurs résultats que le recalcul linéaire. La valeur de vy est estimée a
environ 0.005. Nous n’avons pas de meilleure explication a ce résultat que le constat

Sla découverte de cette coincidence a été faite avec une surprise conjointe suite & des conversations
informelles (mais cependant sérieuses) avec Pierre Dupont. Nous avons en réalité pensé & des approches
trés semblables a la méme période.
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expérimental. O

Nous pouvons alors réapprendre la grammaire G avec les nouvelles valeurs attribuées
aux opérations correctives, en utilisant cette fois 'extension de I'algorithme ECGI pro-
posée ci-dessus, puisque la matrice des cotits n’est plus unitaire. Ce processus d’appren-
tissage, d’estimation de la matrice des coiits, puis de réapprentissage peut étre réiteré
jusqu’a ce qu'un critere d’arrét soit atteint (par exemple un seuil de différence entre
deux matrices de cofits successives — ce qui sous-entend la convergence du processus,
ou un nombre d’itérations fixé a priori).

4.4.3.2 Protocole experimental et résultats

L’expérience consiste a appliquer I'algorithme ECGI sur les données d’apprentissage
(les trois corpus présentés dans I’Annexe A) une premiére fois avec les couts unitaires,
puis déduire des nouveaux coiits d’opérations d’édition par le calcul présenté dans
le paragraphe précédent et les utiliser lors d’une nouvelle tiche d’apprentissage. Ce
processus est réitéré plusieurs fois. Le nombre d’itérations est fixé arbitrairement de
fagon & étre suffisant pour observer les performances des modeles selon :

— la taille, en termes de nombre d’états et de transitions;

— la perplexité, calculée sur un corpus de test (en utilisant la méthode de lissage de

grammaires proposée dans le Chapitre 5).
Deux parametres sont estimés au cours de I'expérience :

— le nombre d’itérations nécessaires pour obtenir le meilleur modele (évalué selon

les criteres de taille et de perplexité) ;

— le parameétre «y intervenant dans le recalcul des cotits des opérations d’édition.

Les résultats sont restitués pour les trois corpus étudiés.

Langage Lg

900 T T T T T T T T T 1700 T T T T T T T T

T
moyenne ——

850 | 4 1600

1500

1400

Nombre d'etats

Nombre de transitions

1300 - B

1200 4

600 L L L L L L L L L 1100 L L L L L L L L L
2 4 6 8 10 12 14 16 18 20 2 4 6 8 10 12 14 16 18 20

Nombre diterations Nombre d'iterations

FiG. 4.4: Corpus Lg : nombre d’états et de transitions créés par ECGI itératif.
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En observant les courbes de la F1G. 4.4, on constate que les trois premiéres itérations
font diminuer sensiblement la taille du modele. On remarque que les variations du
nombre d’états et du nombre de transitions sont corrélées.

4 T T T T T T T T
moyenne —— moyenne —+—
y=0.005 --x--- premiere iteration -----

38 4 38

36 [ B 36 [

Perplexite
Perplexite

Nombre diiterations Valeur de y

Fia. 4.5: Corpus Lg : perplexité moyenne du modele inféré par ECGI itératif. A gauche :
les courbes correspondant a des valeurs de «y. A droite : les courbes correspondant a la
perplexité moyenne et a la perplexité la plus faible obtenues pour la premiére itération.

La courbe de gauche de la F1G. 4.5 montre les variations de perplexité en fonction
du nombre d’itérations. Elles sont tres faibles, la perplexité la plus basse est atteinte
des la premiére itération. La courbe de droite permet de déterminer le valeur optimale
de «y utilisée pour le recalcul logarithmique des cotits. Elle est estimée ici & 0.005.

Corpus AGS

. 13000 — T T T T T T T T
moyenne —+— moyenne —+—
y=0, Y =0.005--%---

8000 — T T T T T T T
005--x——-

7800 B

7600 | | 12500 ¢

7400 [

i 12000
7200 |

Nombre d'etats
Nombre de transitions

7000

11500 4
6800 B

6600 B

L L L L L L L L L 11000 L L L L L L L L L
2 4 6 8 10 12 14 16 18 20 2 4 6 8 10 12 14 16 18 20

Nombre diiterations Nombre d'iterations

F1aG. 4.6: Corpus AGS : nombre d’états et de transitions créés par ECGI itératif.

L’observation des courbes de la F1G. 4.6 permet de voir que la premiére itération
donne un impact & la taille du modele (environ 7 000 états et 11 700 transitions pour le
plus petit modele), les itérations suivantes étant des oscillations autour de cette valeur.
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moyenne —+—
y=0.

005 -~

Perplexite

Perplexite moyenne
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&
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455 - ¥ B
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24 1 1 1 1 1 1 1 1 1 24 1 1 !
2 4 6 8 10 12 14 16 18 20 0.0001 0.001 0.01 0.1
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F1a. 4.7: Corpus AGS : perplexité moyenne du modéle inféré par ECGI itératif. A gauche :
les courbes correspondant a des valeurs de «y. A droite : les courbes correspondant a la
perplexité moyenne et a la perplexité la plus faible obtenues pour la premiére itération.

La valeur de « optimale est estimée ici également & 0.005 (F1G. 4.7). La perplexité
du modele pour cette valeur est la plus faible apres la premiere estimation des cofits.

Corpus ATIS

Le nombre d’itérations sur le corpus ATIS a été reduit & 5. En effet, les expériences
sur les corpus précédents (un corpus artificiel et un corpus réél) montrent que seules
les premiéres itérations ont une influence notable sur la qualité du modele.

28000 T T T T T T T 45000 T T T T T T T

27500 44500 | B

44000

27000

26500 43500

Nombre moyen d'etats
Nombre de transitions

26000 43000

25500 B 42500

15 2 25 3 35 4 45 5 1 15 2 25 3 35 4 45 5
Nombre d'iterations Nombre d'iterations

25000 L L L L L L L 42000 L L L L L L L
1

F1G. 4.8: Corpus ATIS : nombre d'états et de transitions créés par ECGI itératif.

L’évolution de la taille du modéle (F1G. 4.8) — sont représentées uniquement les
valeurs moyennes calculées pour différentes valeurs de v : voir F1a. 4.9) confirme I'im-
portance de la premiere itération. Il serait intéressant alors d’analyser les variations des
valeurs des matrices de cotits obtenues lors des itérations suivantes. Cette étude reste
cependant & faire.
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F1a. 4.9: Corpus ATIS : perplexité moyenne du modele inféré par ECGI itératif. A gauche :
les courbes correspondant a des valeurs de «y. A droite : les courbes correspondant a la
perplexité moyenne et a la perplexité la plus faible obtenues pour la premiére itération.

La valeur optimale de v (F1G. 4.9) est 0.1. Cependant les variations de la perplexité
en fonction de 7 sont tres faibles (elles ne dépassent pas I'unité). L’étude plus complete
de I'influence de ce parametre reste a faire mais n’est pas essentielle pour cette approche.

4.4.3.3 Commentaires sur ’expérience

On constate expérimentalement sur un corpus non trivial, issu du langage Lg de
Feldman [Feldman et al., 1990] une convergence du processus au bout de quelques
itérations. Elle s’accompagne de la réduction en taille de la grammaire apprise (nombre
de regles et de non-terminaux en décroissance).

Pour des corpus issus des taches réelles (AGS et ATIS), les résultats expérimen-
taux indiquent que la premiére itération réduit sensiblement la perplexité et la taille
du modele (en nombre d’états et de transitions), les suivantes n’ayant que peu d’impact.

La similitude de principe entre cette méthode et ’algorithme d’ “Estimation-Maxi-
misation” (EM : [Dempster et al., 1977]) nous a amené a appeler “ECGI EM-like”. La
preuve théorique de sa convergence est non-triviale. La démonstration de convergence
de 'algorithme “EM”, par exemple pour les HMM, s’appuie sur le fait que ’on réestime
les probabilités sur une structure qui ne change pas lors des itérations, ce qui n’est
pas le cas ici. Remarquons cependant que 'algorithme ECGI infere des modeles des
langages finis. La longueur maximale de phrases est donnée par la profondeur du treillis
(graphe orienté acyclique) appris. Il est possible, pour les besoins de la preuve, de
considérer un treillis complet, formé des transitions apprises et celles non-vues au cours
de lapprentissage (voir section 5.3.1, page 90). Un autre moyen de s’appuyer sur une
preuve de convergence déja existante consiste a considérer chaque état de 'automate
inféré comme émetteur d’une suite de symboles et en ceci I'assimiler & un modele
markovien. Cette preuve théorique reste cependant & faire.
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4.5 Conclusion

Dans ce chapitre nous avons présenté la méthode choisie pour construire des modeles
syntaxiques. Nous avons enrichi cet algorithme par le paramétrage des poids des opé-
rations d’édition, approche qui nous a paru pertinente et théoriquement satisfaisante.
Deux méthodes d’estimation des cotuts de ces opérations ont alors été proposées : une
fondée sur les connaissances linguistiques a priori, une autre purement statistique.
Validées par les expérimentations, elles donnent des résultats meilleurs que I'algorithme
dans sa version simple. Par ailleurs, la matrice de fréquences introduite ici est un objet
statistique dont la manipulation est & la base des travaux présentés dans le chapitre
suivant.



Chapitre 5

Lissages des grammaires
régulieres stochastiques

En Traitement de la Langue Naturelle, les données d’apprentissage sont logiquement
constituées par des phrases prononcées ou écrites. Etant donnée la richesse de ce type
de langage, il n’est pas raisonnable d’espérer retrouver dans les modeles appris toutes
les constructions syntaxiques, méme en utilisant les corpus de grande taille comme la
Bible, les articles de journaux, les ceuvres de Shakespeare etc., ou ceux représentatifs
d’un domaine particulier (par exemple les corpus ATIS ou AGS). Pour remédier &
I'insuffisance des données, on fait alors appel aux techniques de lissage. Ce chapitre en
présente quelques unes, appliquées a des modeles N-grams. Plus loin, nous abordons
le probleme de lissage des grammaires réguliéres et nous introduisons une nouvelle
technique de lissage par probabilisation des opérations d’édition.

5.1 Lissages des modeles N-grams

Lors de la construction des modéles N-grams & partir des corpus de la langue na-
turelle, on observe une part trés importante des N-uplets ayant une fréquence nulle,
ce qui entrave la modélisation de certaines phrases syntaxiquement correctes. Les tech-
niques qui permettent de réévaluer les probabilités de ces événements non-vus et de leur
attribuer une probabilité non-nulle portent le nom de “lissage”. Elles sont regroupées
essentiellement en deux familles :

— le discounting, qui consiste a redistribuer une certaine masse de probabilités entre
les valeurs nulles de N-grams en I’enlevant de la masse totale de probabilités des
événements rencontrés dans le corpus d’apprentissage.

— Dinterpolation, qui fait appel & la hiérarchie des modeéles N-grams : si un N-uplet

(wk,(N,l), .., Wg_1,wg) N'a pas été vu lors de la construction du N-gram on
peut estimer la probabilité p(wy|wy_(n—1), ..., wg—1) & I'aide de la probabilité du
modele hiérarchiquement inférieur (N — 1)-gram : p(wg|wp—_(n-2);-- -, Wk—1)-

85
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Les techniques de lissage des modéles N-grams ont fait ’objet de nombreux travaux
durant les derniéres décennies (les travaux remontent jusqu’en 1953 avec 'algorithme
de Good-Turing : [Good, 1953]). Les lissages proposés aujourd’hui sont trés complexes,
en contraste avec la relative pauvreté d’expression syntaxique des N-grams : il est
discutable et discuté de ne représenter des dépendances syntaxiques qu’avec un nombre
de mots fixé a priori.

5.2 Lissage des grammaires régulieres non-stochastiques

Le lissage est une technique propre aux modeles probabilistes : le résultat souhaité
est d’obtenir un modele qui prédise de la maniére la plus fiable possible les phrases d’un
langage. En particulier, en fonction d’un contexte (et le plus couramment : des mots
déja prononcés, ou encore d'un préfize) un modele stochastique doit pouvoir prédire
le mot suivant (i.e. fournir le mot le plus probable). Ce n’est bien sur pas le cas des
modeles non-probabilistes. Ceux-ci, sont au mieux capables de proposer un ensemble
(équiprobable) de mots étant donné ce méme contexte.

L’utilisation des techniques de correction d’erreurs ameéne & pondérer ce discours.
Comme nous l'avons vu dans les chapitres précédents, le calcul de distance entre une
grammaire et une phrase (séquence) permet d’obtenir une valeur interprétable comme
une mesure d’“adéquation” de la phrase & la grammaire. Ceci nous ameéne a faire le
parallele entre ce calcul et une technique de lissage : les deux visent & fournir une
valeur calculable pour toute séquence définie sur un alphabet donné et qui peut étre
transformée en un score d’adéquation au modele. En termes de poids (ou de nombre)
des opérations correctives, si parmi deux phrases une est plus “proche” que l'autre
d’une grammaire donnée, on pourra dire qu’elle a “plus de chances” d’appartenir au
langage modélisé. 11 est possible de cette fagon de prédire le mot suivant en fonction des
valeurs pondérées des opérations d’édition, ou d’évaluer le degré de généralisation d’une
grammaire. La premiére observation est a l’origine des techniques de lissage proposées
dans la section 5.3 et les suivantes; nous détaillons la deuxiéme ci-dessous.

5.2.1 Distance entre un corpus et un modele syntaxique.

Définition 38 Soient C' un ensemble de séquences (un corpus) {z1,...,z7} construit
sur un alphabet X et G une grammaire définie par le quadruplet (N, %, R, S). La distance
entre le corpus C et G est la somme des distances entre G et chacune des séquences

T

D(G,C) =) _d(G,z)

=1

Cette distance est calculable pour tout corpus constitué de séquences construites
sur X et peut étre utilisée avec les poids unitaires ou les poids pondérés, obtenus par
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exemple par les méthodes vues dans le chapitre précedent.

Elle mesure uniquement le degré de généralisation du modele et en ceci elle est plus
faible que la mesure de perplexité pour les modeles stochastiques qui estime également
le degré de sur-généralisation.

Elle peut étre utilisée de plusieurs fagons pour analyser un corpus :

— Avec une valeur unique : elle évalue la distance entre le corpus et le modele, ce
calcul pouvant étre interpreté de la méme facon que la perplexité d’'un modéle
stochastique (par comparaison des distances entre plusieurs modeles et un corpus
de test particulier).

— Par seuil : des seuils prédéfinis de distances affinent ’analyse précédente : il est
possible de dire le nombre de séquences reconnues & la distance d’un seuil donné.
Par exemple, en utilisant les poids unitaires, dire qu’il y a 50 séquences reconnues
a distance 1 équivaut & dire qu’il a 50 séquences qui ne difféerent du modeéle que
par une opération d’édition. De méme, dire que 100 séquences sont reconnues a la
distance 0 est équivalent a dire qu’il y a 100 séquences reconnues par le modele.

— Par cumul : cette analyse dérive de la précédente : pour un seuil fixé on donne le
nombre de séquences qui ont été reconnues avec la distance inférieure ou égale au
seuil. Ainsi un modele qui reconnait 100 séquences d’un corpus de test avec une
distance de 3 ou moins est plus général qu’'un modele qui n’en reconnait que 50.

Bien sur, comme nous I'avons mentionné plus haut, il n’est pas possible d’évaluer le
degré de sur-généralisation, ce qui est un désavantage considérable de cette méthode.
Dans le cas ou les exemples négatifs sont disponibles, la mesure du taux de rejet des
séquences invalides peut appuyer cette méthode. Il est rare de disposer en pratique
du modele du langage cible. Cependant la combinaison des deux calculs — celui de la
distance de la Définition 38 et du celui du taux de rejet — peut étre utile si on compare
plusieurs méthodes de construction de modeles, auquel cas on peut avoir recours aux
grammaires artificielles.

L’exemple d’utilisation du critére de la distance entre un modele et un corpus figure
dans la section suivante.

5.2.2 Application

Au cours de I'application de la méthode proposée ci-dessus, nous avons utilisé deux
corpus : le corpus AGS original (voir Annexe A) et un corpus créé suite a la Remarque 15
(page 140). Pour ce second corpus, nous avons réuni les corpus d’apprentissage et de
test constituant le corpus AGS original, nous les avons brassés aléatoirement, puis cet
ensemble a été redivisé en gardant les proportions d’origine. Ce corpus sera noté AGSy;s.
Les résultats présentés pour ce corpus sont une moyenne des résultats obtenus sur 10
corpus ainsi construits (voir également [Chodorowski & Miclet, 1998]).

Lors de l'inférence, nous avons utilisé la version non-stochastique de ’algorithme
ECGI en appliquant les couts unitaires. Les modeles appris ont alors été évalués selon
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quatre critéres : les trois criteres fondés sur les distances d’édition et la perplexité
(calculée selon la méthode proposée dans la section et donnée ici & titre indicatif). De
plus, nous avons ajouté l'évaluation du PT'A (modele appris “par coeur”) construit
sur le méme corpus AGS, afin de mettre en évidence la capacité de généralisation de
lalgorithme ECGI.

1. Corpus AGS

D(A\cs AGS) —+— ) D(ApcaAGS) ——
D(PTANGSAGS) —-x-—- D(PTArGSAGS) —-x-—-

Nombre de sequences reconnues
Nombre cumule de sequences reconnues

F1a. 5.1: Corpus AGS : distance entre le corpus de test AGS et une grammaire construite
sur le corpus d’apprentissage AGS. A gauche, évaluation par seuil. A droite, évaluation par
cumul.

Sur la F1G. 5.1, la courbe de gauche se lit (par exemple) : “l y a (environ) 400
séquences (pour rappel : sur un total de 724) reconnues par l'automate A appris par
Ualgorithme ECGI sur le corpus AGS”, ou encore : “il y a (environ) 25 séquences dont
la distance a [’automate vaut 4”. Plus la pente de la courbe descendante est prononcée,
plus la capacité de généralisation du modele est grande. La courbe de droite se lit (par
exemple) : “il y a (environ) 550 séquences qui sont a la distance de 1 au plus de l'au-
tomate appris”. Plus la pente de la courbe (forcément) montante est prononcée, plus
la capacité de généralisation du modele est grande. Cette courbe met également en
évidence la généralisation du modele appris par principe d’induction par rapport au
modele appris par ceeur.

La distance entre le corpus de test et le modéle appris par ECGI vaut :
D(A(AGS), AGSiest) = 732

Puisque les cotits unitaires ont été utilisés pendant ’apprentissage, cela équivaut a dire
qu’il y a 732 modifications élémentaires a appliquer sur les 724 séquences du corpus de
test pour qu’elles soient acceptées par A(AGS). Pour comparaison, la distance du PTA
au méme corpus vaut :

D(PTA(AGS), AGSiest) = 1 230
La perplexité de A(AGS) vaut : PP(A(AGS)) = 47.6.



Lissages des grammaires régulieres stochastiques 89

2. Corpus AGSp;s

T v T v
D(ApGs,, AGSpis) —— D(Apgs, . AGSpie) ——
DPTALGoACSD) - D(PTARGar AGSys) —x-—

700 |

600 [

s00 |/
400}

300 [

Nombre de sequences reconnues
Nombre cumule de sequences reconnues

200 |

100 |

== = 0 L L L L L
6 8 10 12 0 2 3 6 8 10 12
istance Distance

F1a. 5.2: Distance entre le corpus de test AGSy;s et une grammaire construite sur le corpus
d'apprentissage AG Sp;s. A gauche : évaluation par seuil, a droite : évaluation par cumul.

Les évaluations effectuées sur le corpus AGSp;s ont suivi le méme protocole. On
remarque alors (F1G. 5.2) que le modele appris par cceur reconnait (environ) 400 phrases
contre (environ) 300 pour le corpus AGS original. Le modele inféré reconnait environ
550 phrases contre 400 pour le corpus précédent. Il est plus proche du corpus de test :

D(A(AGS()ZS)’ AGSbiStest) = 379

et :
D(PTA(AGSb’LS)7 AGSbistest) = 810

Ces résultats montrent que les corpus AGS originaux (apprentissage et test) sont sta-
tistiquement invalides, il semble que les conditions dans lesquelles ils ont été concus
(comportement des locuteurs) ne soient pas identiques. La valeur de perplexité :

PP(A(AGS);)) = 16.3

(cf. section 5.5 & la page 103) confirme cette constatation.

5.3 Lissage des grammaires régulieres stochastiques

Rappelons brievement qu’un automate fini peut voir ses transitions affectées de va-
leurs réelles positives, sous condition que la somme des valeurs sur les transitions par-
tant d’un état soit égale a 1. L’automate stochastique ainsi construit est alors consistant
(voir paragraphe 1.2.2.3).

Dans le cas général, étant données une grammaire stochastique G et une séquence
z, il est possible de calculer la probabilité pour que z soit générée par G. Cette proba-
bilité peut valoir zéro, seulement si la syntaxe de la séquence n’est pas reconnue par la
grammaire (la probabilité d’aucune régle de G n’étant égale & zéro). Cependant, pour
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pallier le manque de données d’apprentissage, qui conduit & une mauvaise estimation
statistique du modele, on doit lisser ses parametres. Ce lissage permet en outre que
toute chaine puisse étre engendrée par le modeéle avec une probabilité non nulle.

Les lissages évoqués dans la section 5.1 sont naturellement une source d’inspira-
tion pour les techniques de lissage des grammaires stochastiques. Nous nous proposons
de faire une breve étude de deux approches — lissage par discounting et lissage par
interpolation — dans les paragraphes qui suivent.

5.3.1 Lissage par discounting

Dans le cas des N-grams, le lissage par discounting consiste a estimer les probabi-
lités des événements (N-uplets) non-rencontrés dans le corpus d’apprentissage. Par une
démarche équivalente, nous observons qu’en apprentissage des grammaires réguliéres
probabilistes les événements non-vus sont des composantes de ces modeles : les regles
probabilisées. Ainsi, dans le cas de figure extréme, une grammaire lissée comporterait
I’ensemble des regles de la forme :

VX,VY € N

X —>zY et X — 2, Yz €5

Informellement, ceci revient & ajouter aux régles déja apprises! le reste de toutes les
régles constructibles sur les ensembles N et 3. Les probabilités de ces regles devraient
étre, comme dans le cas des N-grams, réestimées pour former un modele consistant.

Remarque 9 Une telle grammaire introduit des boucles (cas : X =Y ) sur les régles,
ce qui complique a priori l'alignement des séquences sur le modéle. Nous verrons a la
page 96 que cela n’est pas en conflit avec 'approche que nous avons adoptée. O

En représentation équivalente des grammaires régulieres stochastiques par Auto-
mates Finis Stochastiques (AFS), cela consiste & construire et probabiliser des tran-
sitions allant d’un état vers chacun des états de I’AFS et cela pour chaque lettre de
lalphabet, ainsi qu’estimer la probabilité (a priori non-nulle) pour chaque état d’étre
un état d’acceptation. Il est facile de voir que cette approche impose un nombre de pa-
rametres qui croit rapidement avec la taille du lexique et le nombre de non-terminaux
construits pendant 'apprentissage : si |N| est le nombre de non-terminaux et |X| le
nombre de symboles dans la grammaire apprise, alors le nombre de regles qu’il est pos-
sible de construire est : | N||S|(|N| + 1). A titre d’exemple, le lexique du corpus ATIS
comporte environ 1 000 mots et la grammaire apprise par algorithme ECGI & partir
de ce corpus comporte environ 30 000 non-terminaux. Lisser cette grammaire en utili-
sant une telle approche impliquerait la construction de quelque 10'? régles. Il n’est pas,
bien entendu, envisageable de manipuler un objet de cette taille dans le cas pratique.
Il est cependant possible de réduire ce nombre sous certaines conditions. Dans cette

!munies de probabilités non-nulles, déduites du corpus d’apprentissage.
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optique, la section 5.4 décrit une nouvelle approche de lissage de grammaires réguliéres
stochastiques, fondée sur les probabilités des opérations d’édition.

5.3.2 Lissage par interpolation

Cette technique fait appel & une hiérarchie de modeles. Il convient donc en premier
lieu de définir une relation d’ordre dans le cadre d’utilisation des grammaires réguliéres
stochastiques. Les résultats théoriques présentés dans la section 2.2.2 fournissent na-
turellement une hiérarchie d’automates? et définissent 1'élément le plus spécifique (le
PTA) et le plus général (automate universel : AU). Ainsi, il est possible de faire ap-
pel & un modele plus général lorsque le modele courant est incapable de reconnaitre
une séquence. La difficulté majeure de cette technique, dont une étude prospective est
donnée dans [Thollard & Higuera (de la), 1998], consiste dans le choix des modeles plus
généraux : en effet dans le cas des N-grams il n’y a qu'un modeéle d’ordre N — 1 qui est
plus général. Dans le treillis théorique d’automates, N peut étre assimilé au nombre
d’états, or le nombre d’automates correspondant & un nombre d’états donné y est a
priori supérieur & un (sauf pour le PTA et le AU). Cette technique doit donc proposer
le critére de choix du modele plus général. De plus, d’'un coté pratique, il n’est pas
raisonnable d’envisager de construire physiquement le treillis complet d’automates, un
moyen efficace de parcours de cette hiérarchie devrait étre inclus dans ce type de lissage.

Cette technique faisant appel aux algorithmes basés sur la fusion d’états (comme
par exemple RPNI, cité dans le paragraphe 2.4), son étude n’est pas abordée dans ce
document.

5.4 Lissage par estimation des probabilités des opérations
d’édition

Comme il a été mentionné plus haut, la technique de lissage par discounting consiste
a créer les transitions manquantes et & leur redistribuer une partie des valeurs des pro-
babilités des regles existantes. Nous proposons une telle technique dans les paragraphes
qui suivent.

5.4.1 Estimation des parametres du lissage

Dans la section 5.3.1, nous avons montré que le nombre de regles qu’il est nécessaire
d’ajouter pour effectuer un lissage de type “discounting” de grammaires probabilistes
peut étre tres grand. Nous proposons ici une méthode qui, tout en réduisant ce nombre,
détermine la probabilité des regles manquantes sous contrainte essentielle de conserva-
tion de la consistance du modele. Sa particularité réside dans le fait qu’elle ne construit
pas explicitement l'intégralité du modele, mais calcule une distribution de probabilités
qui, avec un algorithme de programmation dynamique adapté (de type Viterbi), permet

2pour le rappel : le Théoréme 4 définit un espace de recherche avec la relation d’ordre adjointe : C
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d’attribuer une probabilité & toute séquence construite sur le méme alphabet que ce
modele. Sa description est divisée en trois étapes étapes :

1. Définition d’une grammaire augmentée capable d’estimer toute séquence sur .

2. Proposition d’une méthode d’estimation des probabilités des regles de cette gram-
maire.

3. Proposition du calcul des probabilités des opérations d’édition nécessaires a 1'es-
timation mentionnée plus haut.

5.4.1.1 Grammaire augmentée G’

Soit G = (N,X,R,S) une grammaire apprise par l'algorithme ECGI étendu au
cas stochastique. Soit G’ = (N, Y, R, S) la grammaire G augmentée par les régles de
correction d’erreurs définies ainsi :

Insertion (de a) : A—aA, YV(A—-bB)ER Va€eX
Substitution (de b par a) : A = aB, V(A —bB)E€R VYa€eX
Suppression (de b) : A— B, VY(A—bB)ER

La probabilité pour que z € $* soit générée par G est :

plG)= > J[ »:)

VD, (z) Vr;€Dy(z)

N ! . . . 7’ . .
ol D (z) est une dérivation correctionnelle (non-nécessairement optimale) de G pour
engendrer z.

Une telle grammaire doit conserver la consistance du modele. Autrement dit, elle
doit munir ¥* d’une distribution de probabilités en respectant la relation :

> p@l@) =1 (5.1)

TEXN*

La F1G. 5.3 montre I’AFS équivalent & une grammaire G (traits continus) & laquelle
on a adjoint toutes les régles d’erreur (traits pointillés). Le mot vide e (équivalent de la
régle de suppression) est ici représenté par le caractére ~. Remarquons qu’une séquence
peut étre acceptée de plusieurs fagons.

A la vue des arguments présentés dans la section 5.3.1, I’avantage de cette approche
est le nombre en général réduit de nouvelles regles introduites pour reconnaitre la syn-
taxe des séquences de ¥*. Ici, pour toute régle de forme A — zB on n’ajoute que des
regles qui ont les mémes non-terminaux du coté droit et du coté gauche de la regle,
ainsi que des regles qui ont le méme non-terminal des deux cotés.

Au total, le nombre de régles dans G’ est donné par : |Z||N| + |Z||R| + |R|, avec :
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FIG. 5.3: Grammaire étendue G'.

|X||N| nombre de regles correspondant a I'opération d’insertion,

|2||R| nombre de regles correspondant a 'opération de substitution,

| R| nombre de régles correspondant & I'opération de suppression.
Le nombre de régles dans G (noté ici : |R|) est compris entre |[N| — 1 et |[N|(|N| — 1)
(c’est également le nombre de transitions dans 'automate équivalent).

On peut également raisonner en termes de densité de ’AFS équivalent. On définit
Tmoy * la densité moyenne d’un automate comme le nombre moyen de transitions sortant
de chaque état du AFS :

N

Ainsi la taille de G' (en nombre de régles) est donnée par : |Z[|N|(27mey + 1).

Généralement 7,,,, est plus petit que |[N| (si 70y = |N| alors automate est dit
complet et reconnait toute séquence sur ¥*). A titre d’exemple, une grammaire apprise
par ECGI sur le corpus ATIS comporte environ 30 000 états (|N| = 30 000) et 40 000
transitions (|R| = 40 000) ; ici Tyney vaut 1.33 et peut donc étre négligé devant |N|.

5.4.1.2 Calcul des probabilités des régles de G

En supposant que I'on connait les probabilités des opérations correctionnelles p(z; —
x;), nous pouvons écrire :

Vi, x; € {EUe}, VA = z;B € R p(A— z;B) =p(A = ;B € R)xp(x; = z;) (5.2)

Pour que le modele reste consistant (i.e. pour qu'’il vérifie (5.1)), il est nécessaire que
la somme des probabilités des régles dont la partie gauche est constituée d’un méme
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non-terminal soit égale & 1 :

> p(A—z;B)=1,YAe N
Vz;€{XZUc},VBEN|IA—a; BER

Nous satisfaisons cette condition en ajoutant la contrainte :

> plzi = @) =1,Vz; € {SUe} (5.3)
Vr;e{ZUe}

Le probléme revient alors a calculer les probabilités des opérations correctionnelles en
respectant (5.3).

5.4.1.3 Estimation des probabilités des opérations correctionnelles

Nous pouvons déduire les probabilités des opérations d’édition a partir de la matrice
MEgceqr introduite dans le paragraphe 4.4.3 en la normalisant ligne par ligne. En effet,
apres la normalisation d’une ligne correspondant a un symbole x;, la somme des valeurs
assignées aux opérations (r; — x;) vaut 1 pour tout z; € {3 U €}, ce qui répond a la
contrainte (5.3). Deux problémes se posent alors :

1) Probabilités nulles des opérations (z; — x;). Nous obtenons les probabilités
nulles pour les opérations d’édition qui n’ont pas été vues pendant 'apprentissage. Pour
y remédier nous utilisons la technique de lissage d’Absolute Discounting [Ney & Essen,
1993] utilisée pour lisser des modeles de type N-grams que nous adaptons au lissage
des probabilités d’édition de la maniere suivante :

MEgcagr(zizj)—A : g
r 2 Ve e{zuc} MECJGI(IMJ‘) st Mpcar(i, zj) > 0
Ax(|¥]|—ng+1) 4 - . ) —
p(5s o 2) = 4 Soetsn MecorGim) * Og,(z;) st Mpoar(zi # €,3j) =0
! I Ax(|%[—no) « O () M (e,2;) =0
ZszG{EUe} Mgoar(e,z;) e\Tj 81 MECGI\E Xj) =
| O (z)) $1) v, ex Mpcar(zi, zj) = 0
Avec :

ng : nombre de valeurs nulles sur une ligne de Mpcar

Oy, (x;) : pourcentage du nombre d’opérations (x; — ;) correspondant aux valeurs
nulles de Mpcar(zi, zj) :

Z O () =1

zj|Mpcar(zi,x;)=0

Le calcul de ©,,(z;) est fait séparément pour chaque ligne de Mpcgr : il remplace
1 - . . .

le facteur - (spécifique pour chaque ligne) présent dans la technique Absolute

Discounting classique. C’est une valeur heuristique, on l'interpréte comme 1’'im-

portance des insertions des z; a la place d’autres lettres. On la calcule comme
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suit :
Pour chaque valeur nulle Mgcgr(zi, ;) sur une ligne correspondant & z; on

considere :
substy,; (1) = Zxkezﬂk#ﬁj MEgcar(Tk, ;)
SUBST,, =5, )0 Substy, (z;)

substy; () est ici la fréquence de substitution de tout symbole de YU {e} par z;,
a l'exception de z; lui-méme, SUBST,,, est la somme de ces fréquences. Alors,
Oy, (z;) est donnée par :

zj|Mpcar(zi,x;

substy,; (x;)
SUBST,,

si aucune valeur de substy, (z;) est nulle, par :

@Ii ($]) =

substy; (1;)—X
SUBST,
®£E,' (mj) = )\(n’fn:))
SUBSTy;ny,

. ! . !
s'il y a ng valeurs nulles parmi n valeurs de substy,(z;), ou par :

1
®Ii($j) =7

n

si toutes les n' valeurs de subst,, (z;) sont nulles.

Note 1 : Nous utilisons la méme valeur X pour le lissage des valeurs Mpcar(xi, ;)
et pour le lissage des valeurs ©y;(x;). Un paramétrage plus fin consisterait a uti-
liser une valeur distincte dans chaque partie de ce calcul. O

Ce calcul (illustré sur 'Exemple 1, page 97) permet alors d’estimer, avec une valeur
non nulle, la probabilité de chaque opération (z; — z;). Il garantit la satisfaction de la
contrainte (5.3) : les probabilités des opérations (z; — z;) somment a 1 pour tout z;.

2) Probabilités nulles des régles d’insertion. Dans la grammaire apprise G, iln’y
a pas de regles correspondant aux opérations d’insertion (A — z;A). Par conséquent, la
relation (5.2) leur attribue une probabilité nulle. La solution consiste & enlever une frac-
tion 8 de probabilités a chacune des regles A — z,B € R’ et Dattribuer ap(A—m:jAeR')
par :

p(A—2;,AeR)=pB+p(A—z;BER)*ple = x;) VB # A, Vaj,x; € ¥

5.4.1.4 Calcul final des probabilités des régles de G

Chaque régle appartenant a R’ se voit attribuer alors une probablité calculée selon :

p(A—>ijBER’):(1—6)><p(A—>a:Z~BER)><p(g:Z~—>g;j) . |
p(A—)xjAGR') =B xp(A— ;B € R) x ple = z;) Vi; € ¥,Vr; € {E Ue}
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Le modéle reste consistant :
VA, BE NJA#B :

> Y pA—wmBeR)+p(A—>eBER)+pA—zAER) =
Vr;€eX Vz;eX

> ovaies 2ovajes (1= B) xp(A = z:B € R) X p(z; — z;)
(1-p8)xp(A— z;B€R)xplx; e
B xp(A— ziB € R)Xp(e = x;)

Dovaes (1 =B) xp(A—= ziB € R) x )y, cx(p(zi = z5) +p(zi =€) +
Dvrer BXPA =B € R) X3y, exple = 7)) —

(1-B+B8)x Y p(A—>z,BER)=1
Va;EX

I+ +

\ . 7 ! . \ .
car G est un modele consistant. En conséquence G est aussi un modele consistant.

La complexité de I'algorithme utilisé pour le décodage correctionnel probabiliste
des séquences n’est pas modifiée : elle correspond a la complexité des algorithmes
présentés dans le Chapitre 3. Le surcoiit est constant, il est occasionné par les opérations
arithmétiques de calcul des probabilités des regles R. L’ajout de regles introduisant des
boucles (ainsi que le calcul des probabilités associées) est effectué au cours de 'analyse
corrective : uniquement des régles qui interviennent dans le décodage sont créées et
estimées (cf. Remarque 9, page 90).

Nous obtenons ainsi un systéme complet d’inférence et d’évaluation des grammaires
stochastiques par utilisation des techniques correctives. Remarquons que cette méthode
s’applique également avec 'algorithme ECGI itératif, puisque le calcul des p(z; — z;)
intervient uniquement aprés I'itération finale.

5.4.2 Probléme du mot inconnu

Les travaux exposés plus haut supposent que ’on travaille avec un lexique fermé :
tous les symboles présents dans le lexique du corpus d’apprentissage et dans le corpus
de test sont représentés dans la matrice lissée. Le lissage des valeurs non-vues (les lignes
de la matrice qui correspondent aux éléments du lexique présents dans le corpus de test
et absents du corpus d’apprentissage) est assuré par la valeur ©,,(z;). Il est facile de
passer de cette méthode vers la généralisation du traitement des mots nouveaux (ou les
“mots inconnus”). Tl suffit pour cela de n’utiliser que les symboles présents dans le cor-
pus d’apprentissage pour construire la matrice de comptage de fréquences d’opérations
d’édition, et d’y ajouter un symbole de mot inconnu. Si |¥| est la taille de 'alphabet du
corpus d’apprentissage, alors la taille de la matrice construite devient : (|%]+2)? (ajout
de la lettre vide et du mot inconnu). La matrice est lissée selon la méme procédure.
Lors du décodage, un mot hors-vocabulaire est étiqueté comme mot inconnu (codé par
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UNK), les valeurs pf(UNK — z; € ¥) et p(xz; € ¥ — UNK) sont déduites de la valeur
Ounk(z;) par le calcul présenté dans le paragraphe précédent (voir Exemple 1).

Il est possible d’affiner la modélisation du mot inconnu par une approche semblable
a la cross-validation qui consiste a diviser le corpus d’apprentissage en n paires de
corpus (apprentissage et test). La différence entre le lexique du corpus d’apprentissage
et le corpus de test constitue le lot des “mots inconnus”. Les fréquences d’opérations
d’édition impliquant ces mots au cours de ’apprentissage sont ensuite utilisées lors du
lissage de la matrice (somme des n matrices obtenues lors des n procédures d’apprentis-
sage). Le protocole expérimental et le comparatif des résultats (“lexique fermé” versus
“modélisation du mot inconnu”) figure dans la section 5.5.

L’exemple qui suit récapitule ’ensemble des techniques proposées dans dans cette
section.

Exemple 1 :

Le corpus d’apprentissage utilisé dans cet exemple est : {ab, ab, ab, ab, bb, a}.

Lors de l'exécution de I'algorithme ECGI, le modeéle est initialisé avec la premiere
séquence, puis les fréquences des opérations d’édition (initialisées au départ a 0) sont
déduites au cours de 'apprentissage :

ab: ®la—a)=1 ®b—b) =1
ab: ®(a—a)=2 Pb—b) =
ab: ®(a—a)=3 ®b—b) =3
bb: ®la—b)=1 ®b—b) =
a: ®la—a)=4 Pb—e)=1

La grammaire inférée G est représentée sous forme d’un automate sur la Fig. 5.4 en
traits continus. Les régles ajoutés par le lissage sont en traits pointillés. Remarquons
que pour les états puits il n’est pas nécessaire de représenter les regles d’insertion : la
masse de probabilités enlevée des transitions sortantes est nulle.

L’alphabet {a, b} est enrichi par le symbole UNK (|X| = 3). La matrice Mgcqr est
déduite des valeurs présentés plus haut :

Lettre remplacante
Lettre remplacée || € | a | b | UNK

oo 0
Mrcar = 041 0
b 1104 0
UNK 0100 ;

Le parametre de lissage \ est fixé a 0.6

1. Ligne ‘¢’

Pour cette ligne, les fréquences des événements (e — a) et (e — b) et a fortiori de
(e » UNK) sont nulles, la méthode impose le calcul de O(a), ©(b) et de O, (UNK) :
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UNK

F1Gc. 5.4: Grammaire lissée.

subste(a) =0 (le symbole a n’a jamais été utilisé pour remplacer un autre que lui
méme) ;

subste(b) =1 (le symbole b a été utilisé 1 fois au cours de I'apprentissage pour en
remplacer un autre) ;

substc(UNK) =0 (le symbole UN K n’est pas utilisé pendant 'apprentissage) ;

D’ou: SUBST. =1;

() )\(32_03

1x2
0.(8) = 5 = 0.4
O.(UNK) =222 — o3

Toutes les valeurs de la ligne epsilon de la matrice étant nulles, les probabilités des



Lissages des grammaires régulieres stochastiques 99

opérations correctives sont directement déduites des valeurs O :

ple = a) = Oc(a) = 0.3
ple > b) = 0O.(b) =04
ple 5 UNK) = O (UNK) = 0.3

2. Ligne ‘a’
Les événements (a — €) et (a - UNK) ont des fréquences nulles, on calcule alors les
valeurs de ©,(¢€) et de ©,(UNK) :

substy(€) =1 (le symbole € a été utilisé 1 fois au cours de I'apprentissage pour en
remplacer un autre) ;

subst(UNK) =0 (le symbole UN K n’est pas utilisé pendant 'apprentissage) ;
SUBST, =1;
Oae) =152 =04

0, (UNK) =221 — 0.6

Les probablilités des opérations correctives sont calculées comme suit :

pla — ¢) = 23221 509, () = 0.09
pla = a) = % = 0.68
(a — b) =122 =0.08
pla = UNK) = 282280 » 9 (UNK) = 0.14

3. Ligne ‘¥’

Les événements avec des fréquences nulles sont : (b — a) et (b = UNK). Les valeurs
de Oy(a) et de Oy(UNK) sont calculées par :

substy(a) =0 ;

substy(UNK) =0 ;

On en déduit : SUBST, = 0, donc Oy(a) = £ et O,(UNK) = 1. Les probabilités des

opérations correctives sont calculées comme suit :

p(b—€) = 22 =0.08
p(b— a) = 2821 @, (a) = 0.12
(b—b) =22 =068

(

4. Ligne ‘UNK’
Son calcul est similaire & celui de la ligne ‘¢’ (ici I'opération (UNK — UNK) n’est
pas prise en compte) : substynk(e) = 1, substynk(a) = 0, substynr(b) = 1 et
SUBSTUNK = 2;

Ounk(e) =52 =02
Ounk(a) = A(23;11) =0.6
Ounk(b) =152 =0.2



100 Evaluation expérimentale des modeles lissés

Les probabilités des opérations correctives sont déduites directement des valeurs Oy yx :

p(UNK — E) = @UNK(E) =0.2
p(UNK — a) = G)UNK(G) = 0.6
p(UNK — b) = @UNK(b) =0.2

Nous nous proposons alors de trouver le meilleur décodage probabiliste de la séquence
ac (qui ne fait pas partie du langage modélisé par 'automate appris). Le symbole ¢
ne figure pas dans l'alphabet du modele, il est remplacé par I'étiquette UN K. Les
dérivations correctives possibles par rapport au modele inféré sont :

1. (a—a) (b—UNK)

2. (e—a) (e>UNK) (a—e€) (b—e)
3. (a—a) (e—>UNK) (b—e)

4. (b—a) (b— UNK)

5. (e—>a) (e—=>UNK) (b—e€) (b—e)
6. (b—a) (e—>UNK) (b—e)

La plus forte probabilité de la séquence aa est donnée par la premiere dérivation :

plac|G) = (1—p5) x p(A — aB) x p(a — a)

X
(1-p8)xp(B—=bC)xpb—UNK)
X
p(C =€)
En prenant 5 = 0.05 :
plac|G) = 0.95 x 1.0 x 0.68
X
0.95 x 0.8 x 0.12
X
1.0 =
= 0.059

5.5 Evaluation expérimentale des modeles lissés

Nous regroupons dans cette section les résultats obtenus par I'approche proposée
ci-dessus. L’évaluation a été menée sur les modeles appris sur les trois corpus figurant
dans ’Annexe A. La premiére partie (5.5.1) décrit les expériences effectuées avec un
lexique fermé, la deuxiéme (5.5.2) montre les résultats obtenus en prenant en compte
la modélisation du mot inconnu. Enfin dans la troisieme (5.5.3) nous comparons 1'effi-
cacité des modeles ainsi congus avec les modeles bigrams .

La méthode de lissage des grammaires régulieres par estimation des probabilités des
opération d’édition fait intervenir deux parametres :
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A : la masse de probabilités soustraite & une régle r et ajoutée aux régles non vues,
possédant les mémes non-terminaux que r.

B : la masse de probabilités soustraite & un ensemble de régles avec le méme non-
terminal & gauche et ajoutée aux regles d’insertion, possédant ce méme symbole
non-terminal & droite et a gauche de la regle.

Les courbes présentées dans cette section montrent la perplexité calculée pour chaque
variation de ces deux parametres. Les valeurs optimales de A et de [ sont obtenues
pour les valeurs de perplexité les plus faibles.

5.5.1 Lissage a lexique fermé

La matrice de fréquences (notion introduite dans la section 4.4.3, page 78) est
construite a partir du vocabulaire du corpus d’apprentissage, augmenté des symboles €
(mot vide) et UNK (mon iconnu). Sauf contre-indication, elle est obtenue & partir de
la premiere itération du processus d’inférence initialisé avec les cotlits unitaires (choix
fait au vu des résultats montrés dans la section 4.4.3).

Langage L

Les corpus d’apprentissage et de test pour ce langage ont été construits & partir de
la grammaire présentée dans I’Annexe A sur la F1G. A.1 (page 142). La taille des corpus
d’apprentissage et de test est respectivement 10 000 et 1 000 séquences. Les résultats
présentés sont une moyenne obtenue sur 10 corpus générés.

38
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32
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0 0.2 0.4 0.6 08 1 0 0.05 01 015 0.2 0.25 0.3 0.35 04 0.
Valeur de A Valeur de B

Fia. 5.5: Corpus Lg : a gauche : courbes de perplexité en fonction du parameétre A a
fixe, a droite : courbes de perplexité en fonction du parameétre 5 a X fixe (les courbes sont
superposées).

Ces courbes (F1G. 5.5) sont relativement peu significatives. Le lissage revét ici peu
d’importance car plus de 99% de séquences du corpus de test sont reconnues par des
grammaires inférées. Ainsi la valeur optimale de 8 vaut 0 ce qui veut dire que les régles
d’insertions ne sont quasiment pas utilisées lors du lissage. L’influence du parameétre
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A est également tres faible (on le voit en particulier sur la courbe de gauche) car les
regles non vues au cours de 'apprentissage sont rarement utilisées.

Corpus AGS

1. Corpus original. Pour lisser le modele appris, nous avons utilisé deux matrices
de fréquences obtenues apres une itération :

M}é?}g ; — en initialisant I'inférence avec les cotits unitaires;

Mggg ; — en initialisant I'inférence avec les cotits déduits des catégories grammaticales

des mots (cf. section 4.4.2).

Perplexite
@
g
T
Perplexite

45 |

Valeur de A Valeur de A

F1a. 5.6: Corpus AGS original : courbes de perplexité en fonction du parameétre X a (3 fixe.
A gauche : lissage avec MuiL & droite : lissage avec MESE,.

Perplexite

Perplexite
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45 |
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0 0.05 0.1 015 02 025 03 035 0.4 045 05 0 0.05 0.1 015 02 025 03
Valeur de B Valeur de B

L
0.35 04 0.45 05

F1a. 5.7: Corpus AGS original : courbes de perplexité en fonction du paramétre 5 a A fixe.
A gauche : lissage avec MEL, 4 droite : lissage avec Mggg}

Les figures 5.6 et 5.7 permettent de déterminer les valeurs optimales de A et .
Pour la valeur de perplexité la plus basse, dans les deux cas (coiits unitaires et cotits
“linguistiques”) Aoptimar = 0.6 (valeur caractéristique pour le lissage de type discounting
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des modeles N-grams), Boptimai = 0.05. Cette derniére valeur indique qu’en moyenne
Popération d’insertion est utilisée avec un taux de 5% au cours du décodage.

Par ailleurs, la comparaison des deux paramétrages par coiits des opérations d’é-
dition, montre la pertinence d’utilisation des couts obtenus & partir des catégories
grammaticales de la langue francaise. Ce résultat a été mentionné dans la section 4.4.3.2.

2. Corpus brassé. La Remarque 15 (page 140) et I’étude menée dans la section 5.2.2
sont a origine de résultats présentés ci-dessous. La création du corpus brassé AGSy;s
a suivi le méme protocole que celui décrit dans la section 5.2.2.
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0.1 02 03 0.4 05 06 07 08 09 001 0.02 0.03 0.04 005 0.06 0.07 0.08 0.09 01
Valeur de A Valeur de p

Fia. 5.8: Corpus AGSp;s : a gauche : courbes de perplexité en fonction du parameétre A
pour un [ fixe, a droite : courbes de perplexité en fonction du parametre S a A fixe.

La F1a. 5.8 indique que la perplexité la plus faible (PP(A(AGSys)) = 16.3) est
obtenue pour Apptimar = 0.3 et Boptimar = 0.05. Ce résultat a été mentionné dans la
section 5.2.2.

Corpus ATIS

Les résultats obtenus avec le corpus ATIS sont représentés sur la FiGg. 5.9. La
perplexité la plus basse PP(A(AT1S)) = 29.7) correspond a des valeurs A\,ptima = 0.3

et /Boptimal = 0.1.

Remarque 10 Les parametres Aoptimar €t Boptimal, déterminés ici par voie expérimen-
tale, peuvent étre également estimés automatiquement, par exemple par des techniques
de type “Leaving-one-out” ([Ney & Essen, 1993]). O

5.5.2 Lissage avec modélisation du mot inconnu

L’expérience décrite ici illustre la méthode de modélisation des mots inconnus pro-
posée dans la section 5.4.2.
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Perplexite
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F1a. 5.9: Corpus ATIS : a gauche : courbes de perplexité en fonction du parameétre A a (3
fixe, a droite : courbes de perplexité en fonction du parametre 8 a A fixe.

Protocole expérimental

Modéliser les mots inconnus consiste a attribuer des probabilités & des opérations
(x = y)et (y — z)avec z € LU {e} et y ¢ L U {e}. Pour estimer ces probabilités nous
divisons un corpus d’apprentissage C en 11 parties égales C1, ..., ;. Chaque corpus
C; devient alors un corpus de test, les corpus restants étant réunis pour former les
corpus d’apprentissage. Nous disposons alors de 11 couples de corpus : apprentissage :
Cépp = U{C;} Vj € [1.11], j # i et test : C},,, = C;, leur proportion en taille (en
nombre de phrases) est de 10/1. La matrice Mgcogr est construite sur X¢ (le lexique
du corpus C) : Mpegr = [2c U{e, UNK}| x |Xc U {e, UNK}|. Les valeurs de Mgcar
sont initialisées & 0. Les 11 grammaires GG; sont inférées sur les corpus Cgm, (avec
les cotuits unitaires), les fréquences des opérations d’éditions sont comptabilisées dans
Mgcqr selon la procédure décrite dans la section 4.4.3. Ensuite, une analyse corrective
est menée pour chaque corpus C},,,, les mots du corpus de test qui ne figurent pas dans
le corpus d’apprentissage sont utilisés pour mettre a jour les fréquences des opérations
(x - UNK) et (UNK — z). La matrice résultante est alors utilisée pour lisser la

grammaire construite sur C.

Langage Lg

Ce langage possede 25 éléments terminaux, tous figurant dans les corpus d’appren-
tissage et de test (possédant respectivement 10 000 et 1 000 séquences). Il n’est pas
pertinent de modéliser un mot inconnu dans ce cas (d’autant plus que les valeurs de
perplexité ne varient pas de fagon significative pour le lissage sans cette modélisation).

Corpus AGS

Les caractéristiques de 11 corpus construits & partir du corpus d’apprentissage AGS
sont regroupées dans le tableau ci-dessous (les tailles de lexiques sont exprimées en
nombre des mots
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Numéro du corpus Taille du lexique Taille du lexique | Nombre de mots absents

du corpus d’apprentissage | du corpus de test | du corpus d’apprentissage
1 804 378 17
2 806 372 15
3 805 408 16
4 799 407 22
) 799 414 22
6 801 391 20
7 806 369 15
8 800 402 21
9 802 413 19
10 807 408 14
11 800 390 21

La comparaison des résultats du lissage des grammaires sans et avec la modélisation
du mot inconnu dans le corpus AGS est présentée sur les figures 5.10 et 5.11. La
perplexité baisse de fagon significative : PP(A(AGS)) = 42.4 (avec Aoptimar = 0.4 et
Boptimal = 0.05) contre une valeur de 47.2 pour le lissage a “lexique fermé”.

60
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F1a. 5.10: Corpus AGS : courbes de perplexité en fonction du paramétre A 3 3 fixe. A
gauche : lissage a lexique fermé, a droite : lissage avec modélisation du mot inconnu.

Corpus ATIS

Les caractéristiques de 11 corpus construits & partir du corpus d’apprentissage ATIS
sont regroupées dans le tableau ci-dessous :
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Fia. 5.11: Corpus AGS : courbes de perplexité en fonction du parametre 8 a A fixe. A
gauche : lissage a lexique fermé, a droite : lissage avec modélisation du mot inconnu.

Numéro du corpus Taille du lexique

du corpus d’apprentissage

Taille du lexique

du corpus de test

Nombre de mots absents

du corpus d’apprentissage

1116
1128
1133
1136
1135
1115
1122
1132
1135
1131
1130

© 00~ O Ui W N -

[
—_— O

963
549
951
542
927
579
549
o937
048
041
548

46
34
29
26
27
47
40
30
27
31
32

La comparaison des résultats du lissage des grammaires sans et avec la modélisation
du mot inconnu dans le corpus ATIS est présentée sur les figures 5.12 et 5.13. La per-
plexité baisse de fagon moins importante que dans le cas du corpus précédent, passant
de PP(A(ATIS)) = 29.7 pour le lissage & “lexique fermé” & PP(A(ATIS)) = 28.4 pour
le lissage avec modélisation du mot inconnu (avec Agptimal = 0.3 et Boptimar = 0.1).

Commentaire

On constate une nette baisse de la perplexité lors de lissage de modele avec la
matrice qui prend en compte les fréquences d’utilisation des mots hors-vocabulaire.

Nous l'interprétons de deux facons :

— L’apport de 'information sur le comportement du mot inconnu, c¢’est a dire sur les
opérations : (z - UNK) et (UNK — z) avec z € ¥ U {e} améliore la qualité du
modele. Certains mots du vocabulaire ont plus de chances que d’autres de jouer
le réle (au sens syntaxique) du mot que le modele acoustique a estimé comme
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F1a. 5.12: Corpus ATIS : courbes de perplexité en fonction du parameétre A pour un 3 fixe.
A gauche : lissage a lexique fermé, a droite : lissage avec modélisation du mot inconnu.
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Fi1G. 5.13: Corpus ATIS : courbes de perplexité en fonction du parameétre 8 pour un A fixe.
A gauche : lissage a lexique fermé, a droite : lissage avec modélisation du mot inconnu.

“inconnu” (par exemple en revoyant une étiquette associée a cet événement).

— L’estimation des probabilités des opérations (zr — y) avec z,y € ¥ U {e} est
meilleure. Les fréquences des opérations correctives les plus significatives sont
renforcées par I'application itérative du calcul de la matrice Mgcar.

5.5.3 Grammaires Stochastiques versus Bigrams

Nous comparons ici les perplexités des modeles bigram et des grammaires régulieres
stochastiques sur les trois corpus décrits en Annexe A.

Lors du calcul de la perplexité, les bigrams ont été lissés par une technique “Absolute
Discountig”, et les grammaires par celle proposée dans le Chapitre 5, issu de cette méme
technique. Le parametre ) est variable pour le lissage des bigrams et des grammaires, le
parametre 3 est choisi en fonction des résultats obtenus dans les sections 5.5.1 et 5.5.2 :
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Boptimai = 0 pour le langage Lo, Boptimar = 0.05 pour le corpus AGS et Bopima = 0.1
pour le corpus ATIS.

Langage L,

La comparaison faite sur les modeles appris sur un corpus du langage Lg (cf.
F1a. 5.14) donne des résultats peu significatifs vu la facilité de la tache (la grammaire
symbolique inférée reconnait pratiquement toutes les phrases du corpus de test). Re-
marquons cependant que les grammaires lissées sont au méme niveau de performances
(voir legérement supérieures) que les bigrams sur un langage non-trivial (malgré sa pe-
tite taille, la grammaire de Lg est capable de générer environ quinze millions de phrases
différentes). 11 est raisonnable d’espérer qu’en présence d’un corpus de taille statisti-
quement satisfaisante, les grammaires seraient capables de rivaliser avec les modeéles
N-grams.
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F1G. 5.14: Perplexité du bigram wversus perplexité d’'une grammaire stochastiques réguliere
apprise sur le corpus artificiel issu du langage L.

Corpus AGS

Pour le corpus AGS, la perplexité de la grammaire est environ deux fois plus grande
que la perplexité du bigram (Fi1a. 5.15, courbe de gauche), ce qui est un résultat
décevant. Les tests effectués sur un corpus construit & partir du brassage des séquences
du AGS original (voir section 5.2.2) montrent que cette différence diminue de maniere
significative (F1a. 5.15, courbe de droite). Cela montre une sensibilité plus importante
des grammaires & la représentativité statistique des données® : les grammaires étant
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des modeéles mixtes, symboliques et statistiques, ’absence de constructions syntaxiques
importantes dans le corpus d’apprentissage pénalise fortement la qualité du modele.
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F1G. 5.15: Perplexité du bigram versus perplexité d'une grammaire stochastique réguliére
apprise sur le corpus AGS. A gauche : perplexité calculée sur le corpus de test original, a
droite perplexité calculée sur le corpus AGS brassé.

Corpus ATIS

Les résultats obtenus sur le corpus ATIS (F1G. 5.16) sont comparables & ceux obte-
nus sur le corpus AGS brassé en termes de performances des bigrams (PP = 20) versus
les celles des grammaires (PP = 30). La tache ATIS semble cependant étre plus diffi-
cile : le nombre de phrases distinctes est deux fois plus important, les séquences sont en
moyenne deux fois plus longues, le lexique du langage représenté est plus riche. A lexa-
men, ce corpus semble également contenir un nombre de constructions syntaxiques plus
riche. Cela explique la taille des grammaires apprises (environ 28 000 états et 42 000
transitions contre 7 500 états et 11 000 transitions en moyenne pour les grammaires
apprises sur le corpus AGS).

5.6 Conclusion

Le lissage d’automates stochastiques, en particulier obtenus par inférence gram-
maticale, est un probléme nouveau, dont I'importance a été montrée notamment dans
[Thollard, 2000]. Nous avons proposé dans ce chapitre une méthode de lissage basée
sur l'utilisation de la distance corrective. Ceci permet de quantifier la qualité de la
généralisation obtenue en mesurant la perplexité de la grammaire sur ’ensemble de
test. Cette méthode possede la caractéristique d’étre homogene avec la méthode d’ap-
prentissage : il nous semble que traiter par un concept commun (la correction d’erreur)
I’apprentissage de I’automate, la réestimation des poids, I'affectation de probabilité aux
régles apprises, puis le lissage? de 'automate appris est non seulement satisfaisant d'un

3ce qui est, en fin de compte, rassurant...
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F1a. 5.16: Perplexité du bigram wversus perplexité d’'une grammaire stochastique réguliere
apprise sur le corpus ATIS.

point de vue de principe, mais donne des résultats intéressants sur un corpus réel de
langue naturelle.

‘Par communication interne au cours d’un séminaire informel (St-Etienne, 17 janvier 1999), nous
avons appris I’existence de travaux similaires sur le lissage des automates stochastiques par correction
d’erreurs. Les auteurs sont arrivés par une voie indépendante a des résultats analogues, en généralisant
la méthode de lissage a des automates cycliques. Depuis, cette technique a fait sujet d'une publication :
[Dupont & Amengual, 2000], elle est legérement ultérieure & la publication de notre approche dans
[Chodorowski & Miclet, 1999].



Chapitre 6

Modeles de langage a base de
classes

Dans les applications TALN/TALP, sur les taches réelles, il n’est pas rare de ren-
contrer des lexiques de taille importante (au dela de 1 000 mots). Cela suscite des
problemes & différents niveaux :

— Validité statistique : le chapitre précédent explique la nécessité du lissage du fait
de lexistence d’événements non-vus. La taille du lexique influe directement sur
leur nombre : 4 taille égale, le corpus avec le lexique plus grand est statistiquement
moins “informatif”.

— Probléme calculatoire : la taille des modeles vus dans les chapitres précédents
croit exponentiellement avec la taille de I’ensemble de symboles sur lequel ils sont
construits. Ceci peut poser un probléme pratique dans la gestion du compromis
espace de mémoire — temps de traitement, particulierement crucial en traitement
de la parole.

Un des moyens de pallier ce probleme est de réduire le nombre de symboles en les
regroupant en classes. Dans ce chapitre, nous verrons comment construire et utiliser
les classes de mots dans les modeles de langage, en particulier ceux utilisés pour la
reconnaissance de la parole. Ainsi, la premiére partie du chapitre traite des N-grams
a base de classes. Cette étude est suivie par 'application des techniques semblables en
utilisant les grammaires stochastiques régulieres : nous détaillons 1'usage des classes
dans les AFS et discutons d’une technique de construction des groupes de mots en
employant ces mémes modeles dans le critere de classement.

6.1 Utilisation des classes dans les modeles de langage

Nous écartons préalablement de notre étude le cas dans lequel un mot peut apparte-
nir & plusieurs classes : il a été montré dans [Jelinek, 1998] que le processus de décodage
a employer est complexe car il impose de supposer que le mot courant peut appartenir
& chacune des classes et considérer I’ensemble de I’historique. Le nombre d’éléments

111
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estimer est trop important pour pouvoir utiliser cette approche de facon avantageuse.

Dans la suite de ce chapitre, nous utiliserons une surjection! z; — Cj, avec x; €
Y et Cj € Y¢, ot ¥ est un ensemble de symboles représentant des classes. On a
donc : [¥] > |X¢]|. On accumule de cette maniere certaines fréquences des événements
impliquant les symboles de méme classe, fournissant une information statistique plus
satisfaisante, tout en réduisant le nombre de parameétres & estimer. Le probléme est
réorienté vers le choix des méthodes de classifications ainsi que vers 'estimation des
probabilités p(z; — Cj).

6.1.1 Les N-grams

Les N-grams a base de classes sont un cas particulier des N-grams traditionnels : ils
utilisent les fréquences de succession des classes de mots. La probabilité conditionnelle
d’un mot w,, est définie par deux facteurs : la probabilité d’une classe étant données
les classes précédentes et la probabilité du mot étant donnée une classe :

p(wg | wr—Ny1- - wp—1)2p(wg|Cr)p(Ck|Cr—N1- - .Cr—1)

Ces deux facteurs sont déduits du corpus par 'estimation du maximum de vraisem-

blance :
nocc(wk)

p(wk|0k) - nocc(Ck)

nOCC C — .. -C — C

Yoict Moce(Cr—n1--.Cr—1C5)

La fonction myec(z) retourne le nombre d’occurrences de I’événement x dans le corpus
d’apprentissage.

Plusieurs travaux ([Ney & Knesser, 1993; Jelinek, 1990; Samuelsson & Reichl,
1999]) montrent que l'utilisation des N-grams & base de classes s’avere efficace dans la
réduction de la perplexité et du taux d’erreur de reconnaissance. Ce constat nous a in-
cité a utiliser les classes de symboles avec les grammaires stochastiques. La description
de la méthode est contenue dans les paragraphes suivants.

6.1.2 Les grammaires régulieres

Quasiment la totalité des travaux sur I'utilisation des classes dans les modeles de
langage se rapporte aux modeles N-grams, présentés dans la section précédente. Des tra-
vaux récents ([Dupont & Chase, 1998]) se sont intéréssés a I’'emploi des classes de mots
avec les grammaires réguliéres, en montrant qu’il est possible par ce biais d’améliorer
la qualité d’une grammaire apprise. Nous nous proposons de formaliser ici ce type
d’approche, puis de I'associer aux résultats du chapitre précedent.

nous employons également le mot anglais “mapping”.
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6.1.2.1 Construction du modeéle

Dans cette partie du chapitre, nous supposons disposer d’une fonction fo : z; — C}
qui associe a un symbole z; une seule classe C;. Le modele est appris de maniere habi-
tuelle (ici : avec I'algorithme ECGI) sur les séquences composées sur 3. En pratique,
cela consiste a étiqueter le corpus d’apprentissage par les symboles de ¢ selon le
mapping fc. La grammaire ainsi apprise contient a priori moins de régles : des sous-
séquences différentes sur ¥ sont remplacées par une suite de symboles identiques sur
Y.¢, comme le montre 'exemple suivant :

Exemple 1 :
Soient :
Y. = {je, 7', il,lis, apprends, apprend, un, le, poeme, jeu},
Yo = {Na V, D}
et
(je— N )
j'—= N
il — N
poeme — N
) jeu— N
fo apprends — V
apprend — 'V
lis—V
un — D
\ le— D )

Soit le corpus d’apprentissage :

je lis un poeme
Iy = ¢ 7' apprends le poeme
il apprend un jeu

L’application de f¢ sur les éléments des séquences de Iy donne un nouveau corpus :

NVDN
Iy,={ NVDN
NVDN

Les grammaires G et G'¢ apprises respectivement sur I, et sur Ix, sont :

apprend

lis >

(N

/

s apprends () le
_/

Grammaire G
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Grammaire G¢

Dans cet exemple trivial, nous avons attribué implicitement des catégories gramma-
ticales aux éléments de YX¢ : V = verbe, N = nom, D = déterminant. La simplicité des
constructions syntaxiques présentes dans Iy, est mise en relief par la grammaire apprise
sur Iy,,. O

L’obtention des classes des mots est discutée plus loin dans ce chapitre.

6.1.2.2 Décodage des séquences

Soit une séquence x = x1x9x3 ... x7 € L*. Le décodage probabiliste d’une séquence
est fait de facon suivante :

T
P|Ge) = > (J]p(fel@)pilfe(@:)))

d(z)e{d} i=1

ou :
d(z) est une dérivation de z par G (définie dans la section 1.2.2.3).
p(feo(xzi)) est la probabilité de la régle qui consomme le symbole fo(z;).
p(zi|fo(zi)) est la probabilité d’appartenance du symbole z; a la classe que lui at-
tribue le mapping fc

Remarque 11 Dans le cas des grammaires déterministes, il n’y a qu’une seule déri-
vation d(x), le terme Zd(z)e{d} est présent ici pour prendre en compte les modéles
non-déterministes. O

Les probabilités p(fc(x;)) sont calculées lors de I'apprentissage, les valeurs de p(x;]
fo(zi)) sont estimées de la méme fagon que dans le cas des modeéles N-grams. Nous
notons :

C; :laclasse de I'élément z;, donnée par fc;

\Cj| : nombre d’éléments différents que contient la classe Cj ;

|C;]| : nombre d’occurrences d’éléments dans la classe Cj :

1511 = i moce (i), 2605
Alors :
nocc(xi)

p($i|Cj) = W
J
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6.1.2.3 Constructions syntaxiques non vues

Bien que, comme nous ’avons vu plus haut, I'utilisation des classes de mots permet
de faire une premiere généralisation sur les regles de construction des phrases, il est rare
d’observer dans un corpus d’apprentissage réel tous les agencements possibles entre les
catégories syntaxiques (ceci dépend bien stir du nombre de classes choisies : dans le cas
le plus extréme, une seule classe peut rassembler ’ensemble de mots — ceci revient
4 construire un unigram). De méme, dans le cas pratique, la généralisation faite par
I’algorithme d’apprentissage n’est pas suffisante pour construire un modele capable de
reconnaitre tout le langage ciblé. La solution consiste ici encore a lisser la grammaire
des classes. La méthode décrite dans le Chapitre 5 peut étre directement appliquée dans
ce cas. La possibilité d’occurrence d’'un mot inconnu nécessite cependant la redéfinition
de la fonction fc.

Traitement du mot inconnu Le probléeme de décodage des séquences avec des
symboles nouveaux a été traité dans la section 5.4.2. L’extension de cette méthode
au cas des grammaires apprises sur les classes de symboles est effectuée comme décrit
ci-dessous.

Pour prendre en compte des symboles absents du corpus d’apprentissage nous ajou-
tons a I'ensemble des classes une classe supplémentaire, notée Cy g comportant un
seul symbole UNK. Les probabilités des regles de correction impliquant cette classe
sont estimées selon la méthode que nous avons proposée dans le chapitre précedent.
Au cours du décodage des phrases, chaque mot hors-vocabulaire est remplacé par le
symbole UN K. Afin de conserver la consistance du modele, ce symbole est attribué a la
classe Cyn ki avec une probabilité de 1 (car : |[Cyny k| = 1 : voir Remarque 12 ci-dessous).
C’est un biais heuristique : on considére que chaque “mot inconnu” se comporte de la
méme maniere dans le méme contexte, ce qui est, bien siir, une approximation tres
arbitraire.

Remarque 12 La formule de Bayes relie la probabilité conjointe d’un symbole x; et
de sa classe Cj a leurs probabilités conditionnelles :

p(zi, C;) = p(z:|Cy)p(C;)) = p(Cjlzi)p(wi)

d'ou
(Cjlzi)p(zi) _ plw:)
p(C;) p(C})

car p(Cjlzi) =1 : un mot n’appartient qu’a une seule classe. Or :

p
p(zi|Cy) =

nocc(xi) HCJH
pri)==—"7~7 ¢t pC) = =~
S 161 P TS G TG
done :
p(ri|Cy) = o2

Gl
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Dans le cas particulier ot il n’y a qu’un symbole dans une classe (|Cj| = 1) on a :
Noce(®i) = G5 et done p(xi|Cj) = 1. =

Formellement, le calcul de la probabilité d’un symbole z; € {3 U UNK} connaissant
sa classe C se présente comme suit :
1. La fonction fo est remplacée par une fonction flc telle que :

f/c(fﬁz):{ fc six; € X

Cunk sinon.

2. La valeur p(z;|C};) est calculée par :

Roce(Zi) o r; € 2

p(xl\C]) = { 1H 5l

sinon.

Ce calcul est illustré dans 'exemple ci-dessous :

Exemple 2 : Soient C = {a,b,c}, Cy = {d,e} et Cynx = {UNK}. Les probabilités
d’occurrences des symboles dans un corpus sont distribuées (de fagon arbitraire dans
cet exemple) comme suit :

p(a) =0.1
p(b) = 0.2
p(e) = 0.1
p(d) =0.2
p(e) =0.3

Une fraction de probabilités, égale & 0.1, est assignée & la classe Cyyg d'ou :
p(UNK) =0.1

Cette distribution satisfait :

Z pz;) =1

IiE{ClUCQUCUNK}

Le résultat du calcul des valeurs de p(x;|C}) est alors resumé dans le tableau suivant :

‘ Cj ‘ p(Cj) ‘ T; ‘ p(xz) ‘ p(mz|Cj) ‘

Ci 0.6 a 0.1 0.17

b 0.2 0.33

c 0.3 0.50

Cs 0.3 d 0.1 0.33

e 0.2 0.67

Cunk | 0. |UNK | 01 1.00
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6.2 Détermination des classes

Lorsque I'’ensemble des symboles utilisés pour 'apprentissage est constitué par les
mots d’un langage naturel, on peut bénéficier des connaissances a priori sur les classes
grammaticales (verbe, nom, adjectif, etc.). Une telle approche est discutée dans la
section 6.2.1. A I'opposé, il existe des méthodes statistiques pour construire des groupes
de symboles, uniquement & partir de I'information contenue dans le corpus. Elles seront
présentées dans la section 6.2.2. En fin de cette étude, nous discutons I'utilisation des
grammaires stochastiques réguliéres dans le critere de classification automatique.

6.2.1 Classes de la langue naturelle

Les études sur les grammaires modernes des langues naturelles menées depuis plu-
sieurs décennies ont abouti & une catégorisation précise de chacun des mots présents
dans le lexique d'une langue donnée. Dans leur généralité les catégories grammaticales
sont communes & toutes les langues®. La langue francaise en comporte neuf : nom,
article, adjectif, pronom, verbe, adverbe, préposition, conjonction, interjection; les cinq
premieres étant des catégories variables c’est-a-dire susceptibles d’étre modifiées selon le
contexte (par déclinaison, conjugaison, accord, . ..). Ce nombre est souvent enrichi par
lajout (ou affinement) d’autres catégories comme des noms propres, des onomatopées,
etc.

L’étude des catégories grammaticales (en anglais : Parts-of-Speech) est un domaine
tres actif du TALN, il existe notamment un nombre important d’outils linguistiques
destinés a assigner automatiquement des étiquettes grammaticales & des mots d’un cor-
pus (cf. notamment [El-Beze & Mérialdo, 1999]). Cependant, comme il a été mentionné
plus haut, I'attribution des catégories grammaticales de la langue naturelle est souvent
sujette aux ambiguités qui ne peuvent étre résolues qu’en fonction du contexte (par
exemple, le mot cours peut étre un nom masculin mis au singulier, un nom masculin
mis au pluriel ou un verbe mis en troisieme personne en singulier). Leur utilisation est
alors trop coiiteuse dans le traitement de la parole (voir début de la section 6.1). Par
ailleurs, le nombre de catégories grammaticales est figé, I'affinement n’est possible que
par le biais des traits, par exemple des traits d’accord. Le lecteur peut consulter dans
I’Annexe B une classification obtenue avec I'étiqueteur de Brill ([Brill, 1992]) sur les
mots du corpus AGS.

6.2.2 Calcul automatique des classes

L’approche consistant en un apprentissage d’un nombre arbitraire de classes de mots
& partir d’un corpus porte le nom du clustering. Elle consiste & partitionner ’alphabet
3 sur lequel ce corpus est défini. La distribution des mots entre les classes est effectuée
selon un critéere purement statistique. Le résultat du classement est une surjection : un
mot ne peut appartenir qu’a une seule classe. C’est la fonction fc, introduite dans la

23 notre connaissance et tout au moins dans la famille des langues indo-européennes.
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section 6.1.2.1.

Algorithmes de catégorisation des mots

Deux algorithmes ont été utilisés pour obtenir les partitions de ¥ : 'algorithme de
Ney ([Ney & Knesser, 1993]) et 'algorithme de Brown ([Brown et al., 1992]).

Algorithme de Ney. L’algorithme de Ney est une approche gloutonne. Il part d’un
nombre de classes K fixé a priori et d’une assignation initiale mot-classe faite de facon
arbitraire3. Il consiste & essayer de déplacer chaque mot d’une classe & une autre. Le
mot est assigné au final a la classe pour laquelle la perplexité du N-gram & base de
classes est la plus faible. Ce processus est réitéré tant que la différence de la perplexité
ne descend pas en dessous d’un certain seuil.

Algorithme de Brown. L’algorithme de Brown differe de l'algorithme précédent
par le critere d’optimisation d’'une part et par sa structure hiérarchique de I'autre. En
effet, le point de départ de I'algorithme consiste a associer chaque mot du vocabulaire
a sa propre classe, puis a effectuer des fusions successives jusqu’a un nombre final K
de classes fixé a priori. Le critére de fusion des classes dérive de 1’information mutuelle
moyenne entre les classes, définie par :

o O 1og PLCICH)
1(C;, Cy) = ;gp(aoj)l & p(Cp(Cy)

Le fait de fusionner deux classes entraine une diminution de l'information mutuelle
moyenne. Le critére consiste ainsi & fusionner la paire de classes pour laquelle la perte
d’information mutuelle moyenne est minimale.

Utilisation des grammaires réguliéres stochastiques dans le critére de re-
groupement des mots

Les deux algorithmes présentés plus haut permettent d’obtenir une classification
indépendamment de la méthode d’apprentissage du modele final. Si cela est satisfai-
sant du point de vue de la flexibilité de I'approche, il serait intéressant d’utiliser un
critéere de classement homogéne avec le modele appris. Plus précisemment, le critere du
choix d’une classification serait la qualité de la grammaire inférée en utilisant les classes
attribuées successivement & chaque mot. Cependant les méthodes qui permettent de
recalculer rapidement un N-gram a base de classes & partir de la classification faite &
I’étape précédente ne s’appliquent plus lors de 'apprentissage d’une grammaire & base
de classes. Un algorithme “force brute” (ol un pas consiste a inférer la grammaire cor-
respondante sur chaque classification possible) est inexploitable : son cout calculatoire

3en général on assigne K — 1 mots les plus fréquents aux K — 1 premiéres classes, puis tous les mots
restants a la derniere classe.
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est prohibitif pour les corpus dont nous disposons. L’étude d’une approche qui optimise
ce calcul reste a faire.

6.3 Reésultats

Les classes utilisées lors de I'inférence ont été calculées sur le corpus AGS unique-
ment, en utilisant les deux algorithmes cités plus haut :

— algorithme de Brown (F1G. 6.1, courbe de gauche) ;

— algorithme de Ney (F1G. 6.1, courbe de droite).
Les modeles ont été inférés avec les cofits unitaires des opérations (classe; — classe;),
en faisant varier le nombre de classes pour chaque critere. Les calculs de perplexité ont
été effectués en utilisant la technique de lissage présentée dans le Chapitre 5 : la matrice
Mpgear est construite en fonction du nombre de classes utilisées.

90

45

80

70 |

Perplexite

60

50
40

40 |

L L L L L L L L L L L I I L L

100 200 300 400 500 600 700 800 100 200 300 400 500 600 700 800
nombre de classes nombre de classes

Fi1G. 6.1: Perplexité du modeéle appris avec les classes des mots. A gauche : classes obtenues
par algorithme de Brown, a droite : classes obtenues par algorithme de Ney.

La superposition des deux courbes (données ici pour visualiser distinctement le
comportement de chaque modele) est représentée sur la Fia. 6.2. Elle montre que le
classement obtenu par le critére d’information mutuelle converge plus vite et donne un
meilleur résultat. La perplexité minimale (PP,,;, = 39.1) est obtenue pour la gram-
maire inférée avec 300 classes.

6.4 Conclusion

Le modele obtenu avec la méthode décrite dans la section 6.1.2 possede la perplexité
la plus basse obtenue pour le corpus AGS, en comparaison avec d’autres approches pro-
posées dans ce document. Ce résultat prouve que 'apport de I'information statistique
contenue dans le regroupement des mots en classes améliore la qualité du modele. Il
nous est permis de penser qu’en utilisant les grammaires régulieres stochastiques dans
le critere du partitionnement du lexique, il serait possible d’obtenir un modeéle encore
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F1G. 6.2: Superposition des deux courbes précedentes.

meilleur et, sur le plan méthodologique, obtenir une approche tres satisfaisante du fait
de son homogénéité.



Chapitre 7

Réduction de la taille du modele

Le nombre de parameétres qui interviennent dans le processus de décodage proba-
biliste de séquences est d’une grande importance car il conditionne 'efficacité de ce
processus. Une premiere approche visant a réduire ce nombre a fait 'objet du chapitre
précedent, avec la réduction de la taille de ’alphabet de 1’ensemble d’apprentissage.
Dans ce chapitre, nous proposons une étude prospective d’'une méthode originale de
classement des séquences puis de réduction de la taille des grammaires apprises par les
techniques correctives. Elle est basée sur les mesures de similitude des séquences que
nous avons décrites dans le Chapitre 3.

7.1 Motivation

L’apprentissage incrémental par correction d’erreurs présenté dans le Chapitre 4
construit des modeles dont la taille augmente avec le nombre de constructions syn-
taxiques présentes dans le corpus. Cet algorithme ne posséde pas de parametre suscep-
tible de controler la taille du modele appris : il est envisageable uniquement de diminuer
la taille de ’ensemble d’apprentissage et donc de perdre de I'information statistique et
structurelle qui y est contenue. Cette solution est bien stur peu satisfaisante. Cependant,
en traitement de la langue naturelle les corpus d’apprentissage possédent des propriétés
qui peuvent étre prises en compte : d’une part, on dispose souvent de données bruitées
qui sont traitées a égalité avec les données représentatives d’une tache donnée; d’autre
part, certaines formes syntaxiques reviennent plus souvent que les autres, du fait de la
spécificité du domaine traité. Par exemple, dans le corpus AGS, la phrase :

je voudrais un serveur météo
est ce qu’on aurait tendance & appeler un “patron syntaxique” pour toutes les phrases
qui en dérivent comme :

euh je cherche un serveur météorologique

je voudrais la météo de la Bretagne

je voudrais un serveur de la météo locale efc.
11 est facile de constater que certains mots dans ces phrases comme je, voudrais, serveur,
météo sont utilisées pratiquement & chaque fois, tandis que les autres (euh, cherche,

121
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locale, Bretagne, ...)sontdesremplacementsou des insertions greffés sur la phrase
patron. Cela nous amene a faire 'hypothese qu’il existe une séquence qui est la plus
“représentative” d’un groupe de phrases. On peut la définir comme un “centre” : sa
distance moyenne aux autres phrases est la plus petite. Si 'on veut réduire la taille
d’une grammaire en la conservant la plus proche (selon la Définition 38 de la page 86)
du corpus d’apprentissage il faut alors choisir les séquences les plus représentatives dans
ce corpus. Une méthode qui vise & déterminer les séquences centrales dans un corpus
est proposée dans la section 7.2.

Un autre constat vient du contenu des corpus d’apprentissage. Le corpus ATIS, ainsi
que le corpus AGS sont des transcriptions de dialogue. En conséquence, les phrases
qu'on y retrouve forment des groupes dont la syntaxe differe de facon significative.
Ainsi les phrases vues plus haut (qui constituent des requétes des services : ce sont en
général les premieéres phrases prononcées) figurent & coté d’autres éléments de dialogue
comme par exemple des précisions géographiques :

dans les Ardennes
Bretagne
pour le Limousin

des précisions diverses :

out
non
l’autre

ou autres requétes :

pouvez vous Tépéter
au Tevoir
etc.

On peut alors imaginer apprendre un modeéle pour chaque groupe possédant ses propres
constructions syntaxiques. Ce type d’approche a été utilisé avec succes dans la recon-
naissance optique de caracteres ([Lucas et al., 1994])! o le nombre de groupes est
connu (un alphabet latin, des chiffres arabes, etc.). Le choix du nombre de groupes
dans un corpus de la langue naturelle n’est pas évident a priori (il peut étre soumis
a4 des contraintes linguistiques ou des contraintes techniques ...). La section suivante
décrit, en parallele avec la détection des séquences centrales, un critére qui permet
de construire une hiérarchie puis de classer les séquences en un nombre de groupes
souhaité.

Lelle consiste & décomposer chaque symbole en un ensemble de vecteurs, dont les descripteurs forment
des séquences, puis inférer des grammaires correspondant a chaque symbole. Lors de la reconnaissance,
la séquence représentant un caractere est décodée par I’ensemble de grammaires : celle qui le reconnait
exactement fournit la classe du symbole (voir aussi le paragraphe 2.1.3).
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7.2 Classement des séquences

Dans cette section, nous proposons une méthode qui vise a regrouper les séquences
selon le critére de distance d’édition donné dans la Définition 29 (page 50). Tout d’abord
nous expliquons la construction d’un tableau de distances entre les séquences. Nous
montrons que ce tableau peut étre utilisé comme donnée d’entrée d’un algorithme de
classification ascendante hiérarchique. Nous utilisons finalement ’arborescence ainsi
obtenue pour répartir les séquences en groupes par une coupure de ’arbre de classifi-
cation.

7.2.1 Construction du tableau de distances

Nous considérons un ensemble de séquences : C = {z1,...,2;,...,z7} de taille
|C| =T et tel que z;#xz; Yi#j. Pour chaque paire de séquences (z;,z;), nous calculons
la distance d(z;, z;), en utilisant I’algorithme présenté dans la section 3.3.1. Les valeurs
obtenues sont stockées dans une matrice triangulaire M :

d(ﬂﬁl y 332)

My — .d(961,963) .61(117211173)

d(z1,z7) d(ze,zr) ... d(xT_1,27T)

M peut alors étre utilisée avec des méthodes de Classification Ascendante Hiérar-
chique (CAH) classiques.

7.2.2 Classement et création des groupes

Le résultat d’un algorithme de CAH appliqué sur M7 peut étre visualisé sous forme
d’un dendrogramme (cf. F1G. 7.1) dont les feuilles sont constituées des séquences de C
et dont la racine constitue une classe qui correspond a I’ensemble de ces séquences. Une
coupure du dendrogramme & un niveau donné fournit des nceuds correspondants a des
sous-ensembles de séquences dont les distances relatives sont optimales. Pour trouver
les séquences centrales il faut alors effectuer un parcours en profondeur a partir de ces
neceuds vers les feuilles de I'arbre qui sont regroupées par les noeuds du niveau le plus
faible. 11 est également possible de construire une hiérarchie de séquences en faisant un
parcours en largeur de arbre, comme le montre I’exemple 1. Un nombre (maximal) de
séquences par groupe peut étre fixé pour limiter la taille du corpus tout en conservant
les séquences syntaxiquement les plus représentatives.

Exemple 1 : extraction des séquences caractéristiques d’un corpus.
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5 b b b )

S1 S2 s3 s4 S5 s6 s7 sg  S9 S0 sS11 s12

Fia. 7.1: Un dendrogramme obtenu a partir de la CAH appliquée sur une matrice triangu-
laire de distances calculées a partir d'un corpus C = {S1,...,S12}.

S1 S2 S3 S4 S5 S6 S7 S8 S9  S10 S11  Ss12

La coupure statistique de I'arbre : 3 branches ont été choisies sur ce graphique. Les
séquences centrales sont obtenues par le parcours en profondeur de chaque branche.
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580 ﬂ([ 5

Si1 sS4 S7 S8 S9 S10 S11 Ss12

Enrichissement du corpus des séquences centrales : le noeud suivant dans chaque branche
est celui dont la hauteur suit la hauteur du dernier noeud choisi (parcours en largeur
du sous-arbre).

eSOl H[ )

S1 s2 s3 g4 S5 S6 S9 S10 si1 s12

Toutes les séquences ont été choisies : le corpus initial C' est divisé en trois sous-corpus
Cy = {51, 82,83,84,55}, Co = {S6, S7, S8, S9}, C2 = {S10, S11, S12}. 0

7.2.3 Apprentissage des “Grammaires Noyaux”

L’étape précédente a permis de diviser un corpus d’apprentissage en n sous-corpus
selon un critéere de ressemblance basé sur le calcul des distances entre séquences. En
appliquant Palgorithme ECGI (ou tout autre algorithme d’inférence grammaticale) sur
chacun de ces corpus nous obtenons n grammaires représentatives du corpus d’appren-
tissage d’origine : des “grammaires noyaux”.

Remarque 13 Cette démarche semble s’opposer d un des principes de ’apprentissage
automatique : plus de données assure un meilleur modele. Nous remarquons cepen-
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dant que notre approche permet de séparer linformation statistique de linformation
structurelle :

1. 1l est tout a fait possible d’apprendre séparément la matrice des fréquences d’opé-
rations correctionnelles (et donc appliquer la technique de lissage proposée dans
le Chapitre 5) ;

2. Le corpus peut étre probabilisé apres ['apprentissage des régles par ECGI non-
stochastique. La probabilisation peut faire intervenir l’analyse corrective : toute
régle non-erreur (voir Définition 35 page 71) empruntée pour reconnaitre une
séquence du corpus d’apprentissage complet serait comptabilisée dans le calcul
des fréquences (en accord avec la formule de probabilisation des régles présentée
dans la section 4.3).

a

7.2.4 Application sur les corpus rééls
7.2.4.1 Conditions d’expérimentations

La puissance des outils statistiques dont nous disposions (StatLab, version antérieure
4 1996) ne nous a pas permis de traiter ’ensemble des séquences. Nous avons limité nos
expérimentations & 1 000 séquences d’apprentissage distinctes et 500 séquences de test
également distinctes, retirées aléatoirement de chacun des deux corpus. Le tableau sui-
vant montre la proportion des séquences distinctes par rapport au nombre de séquences
au total dans les corpus AGS et ATIS :

‘ Corpus ‘ Nombre total de phrases Nombre de phrases distinctes Pourcentage de phrases distinctes
AGS 9 850 4 443 45%
ATIS 13 044 11 671 89%

Il apparait ici que plus de la moitié de phrases du corpus AGS présentent des répétitions
alors que la majorité des phrases du corpus ATIS sont uniques.

Six corpus d’apprentissage sont construits (& partir du corpus de 1 000 séquences
uniques) : trois avec des séquences choisies et classés aléatoirement (respectivement 100,
500 et 1 000 séquences, pour référence nous les appellerons “aléatoires”) et trois dont les
séquences sont choisies par le parcours de Parbre de classification (respectivement 100,
500 et 1 000 séquences caractéristiques, pour référence nous les appellerons “classés”).
L’ordre de présentation des séquences correspond & l'ordre du parcours de ’arbre.

Les grammaires sont apprises avec I'algorithme ECGI non-stochastique. Elle sont
évaluées par rapport au taux d’acceptation des phrases et par rapport a la distance
cumulée au corpus de test (voir section 5.2, page 86).

7.2.4.2 Résultats

Les résultats présentés ici sont une moyenne réalisée sur 10 expériences suivant le
méme protocole.
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Corpus AGS
‘ H 100 phrases 500 phrases 1000 phrases
Aléatoire 4 40 65
Classé 3 60 93
Classé puis brassé 3 58 64

Ce tableau représente le taux d’acceptation des phrases en fonction de la taille du cor-
pus d’apprentissage. Il met en evidence ’avantage des corpus choisis selon le critere
de distance entre les séquences. Si le corpus de 100 phrases semble étre trop peu
représentatif, celui avec 500 phrases permet de montrer que le choix des séquences
caractéristiques permet d’augmenter d’environ 30% le taux de reconnaissance. Dans
le corpus de 1 000 phrases, la différence constatée montre I'influence de l'ordre de
présentation des exemples de I'algorithme ECGI. Ceci est mis en evidence par I'ajout
de la troisieme ligne au tableau : le modeéle appris sur le corpus classé puis rebrassé
présente sensiblement le méme taux reconnaissance de phrases que le modele appris sur
le corpus aléatoire.
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F1a. 7.2: Distance entre le corpus de test et les “grammaires noyaux” construites sur le
corpus d'apprentissage issu du corpus AGS.

Les courbes de la FiGg. 7.2 montrent que pour les corpus de 100 phrases il n’y a
pas de différence notable entre les distances au corpus des deux modeles. Les modeles
appris sur des corpus “classés” de 500 et de 1 000 phrases sont en revanche plus proches
du corpus de test.

Corpus ATIS
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‘ Corpus H 100 phrases | 500 phrases | 1 000 phrases
Aléatoire 6 33 45
Classé 14 40 51
Classé puis brassé 10 39 45

Ce tableau, similaire & celui décrivant les expérimentations avec le corpus AGS, confirme
les résultats obtenus plus haut. Le taux de reconnaissance moyen, plus faible que celui
constaté sur le corpus AGS est dit au nombre important des séquences uniques présentes
dans le corpus ATIS (et donc & la plus faible représentativité de I’échantillon utilisé
pour l'expérience). L’allure des courbes de la F1G. 7.3 confirme ce constat : la distance
entre les modeles appris et le corpus de test est plus grande (la courbe monte moins
vite). Ce graphique montre également que les modéles inférés sur les corpus classés sont
plus proches du concept ciblé.
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Fi1ag. 7.3: Distance entre le corpus de test et les “grammaires noyaux” construites sur le
corpus d'apprentissage issu du corpus ATIS.

Remarque 14 1l est possible d’appliquer cette méthode récursivement pour traiter
les corpus entiers : il suffit pour cela d’utiliser les corpus constitués des phrases ca-
ractéristiques obtenues a partir des ensembles des phrases caractéristiques des sous-
corpus de taille plus petite. O

7.2.4.3 Commentaires

Les résultats expérimentaux prouvent que les grammaires apprises sur des corpus
construits a partir des séquences caractéristiques généralisent mieux : par rapport a
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des modeles appris sur des phrases choisies aléatoirement, les “grammaires noyaux”
reconnaissent 10% & 30% de phrases en plus. Ils ont permis également de montrer que
I’ordre de présentation des séquences influe sur la qualité de la grammaire apprise par
Ialgorithme ECGI : disposant de la méme quantité et qualité de données d’apprentis-
sage, classer les phrases par la méthode proposée permet d’augmenter de 10% a 30%
le taux de reconnaissance des phrases.

Reste & démontrer l'interét d’apprentissage des “grammaires noyaux” en dehors
d’une application précise qui consiste a diminuer la taille des modeles construits par
I’algorithme ECGI. Cette technique peut étre une aide & I'expert : par exemple, dans
[Amengual, 1999] auteur propose d’enrichir automatiquement des modeles syntaxiques
(grammaires réguliéres) & partir d’'une grammaire construite manuellement par un ex-
pert. Les “grammaires noyaux” peuvent également étre utilisées pour distribuer le calcul
d’analyse syntaxique (avec ou sans diminution du corpus d’apprentissage).

7.3 Conclusion

Comme nous 'avons mentionné au début de ce chapitre, I’étude présentée ici n’est
qu’une premiére revue des possibilités offertes par les techniques des correction d’erreurs
en général et par algorithme ECGI en particulier, pour classer des séquences et pour
modéliser un probleme de fagon approximative.

Cette approche utilise I'algorithme ECGI dans les versions présentées dans ce do-
cument. Une amélioration possible serait de suivre I'ordre de séquences donné par un
parcours en profondeur du dendrogramme. L’algorithme d’apprentissage devrait alors
étre modifié, car le modele courant ne serait plus uniquement amélioré en fonction
d’une séquence, mais également en fonction d’un autre automate rencontré au cours de
ce parcours et correspondant & un noeud regroupant plusieurs séquences.

Une autre approche consiste a appliquer directement le critére défini dans la Défini-
tion 38 (page 86). Un algorithme simple consiste & construire les n modeles Gy, ...,G, &
partir de n séquences les plus représentatives, déterminées selon ce critere. Les itérations
suivantes du processus d’apprentissage consistent alors & améliorer les modeles G; ini-
tiaux selon la procédure ECGI, en respectant l'ordre de présentation des séquences
donné par les distances respectives des séquences aux n modeles courants.
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Conclusion

Le travail que nous avons décrit dans ce document vise & proposer l'utilisation des
grammaires réguliéres comme une alternative aux modeles de type N-gram employés
habituellement dans le cadre de la reconnaissance vocale. Il a été distribué selon quatre
axes :

— Le premier propose l'utilisation d’un algorithme particulier (ECGTA) pour ap-
prendre des modeles de langage & partir des corpus, par le biais de techniques
de correction d’erreurs. Deux paramétrages originaux ont été proposés pour cet
algorithme : 'un fondé sur les connaissances a priori, I'autre sur une approche
entierement automatique.

— Le deuxieme consiste a élaborer une technique de lissage des grammaires ap-
prises. Elle est indispensable & I’évaluation et & l'utilisation de ces modeles dans
le cas d’insuffisance des données d’apprentissage (cas courant). Parallelement,
nous avons élaboré puis utilisé une méthode d’évaluation des grammaires non-
stochastiques, fondée sur les techniques de correction d’erreurs; elle permet de
comparer leur pouvoir de généralisation.

— Le troisieme transpose les techniques de clustering aux modeles étudiés;

— Le quatriéme est une approche originale dont I'objectif est d’extraire et de classer
des séquences caractéristiques d’un corpus.

La présente étude n’a pas apporté des résultats surprenants : les approches pro-
posées ne donnent pas de résultats meilleurs que ceux obtenus avec les modeéles tradi-
tionnels. Ce résultat négatif est nuancé par le fait que lors de I’'évaluation paralléle des
deux types de modeéles dans une tache de reconnaissance vocale, les performances du
systéme mesurées par le tauz d’erreur étaient sensiblement proches?. Par ailleurs, nous
arrivons & trois constats.

Premierement, il apparait que les grammaires réguliéres, dotées pourtant d’un pou-
voir d’expression plus grand que les N-grams, s’avérent moins performantes que ces
derniers sur les corpus de parole spontanée. Cependant, parmi les trois corpus testés,
allant du plus difficile (le corpus AGS, avec des phrases courtes et asyntaxiques) au
plus facile (le corpus artificiel, avec des phrases comportant des régularités syntaxiques
fréquentes et un lexique restreint) la différence de performances s’estompe. Nous en

2ces expériences ont été effectuées trop tard pour étre présentées de facon detaillée dans ce document.

133



134 Conclusion

concluons que, d’'une part, les grammaires réguliéres traitent avec succes les corpus
représentatifs des langages régis par une syntaxe complexe (on le voit en particulier
dans le cas des grammaires artificielles). D’autre part, les méthodes d’apprentissage
des grammaires que nous avons étudiées sont sensibles a la “qualité syntaxique” des
corpus — par ce terme, nous désignons le nombre de constructions grammaticales les
plus représentatives du langage étudié, présentes dans les corpus. Ces deux observa-
tions menent vers une discrimination de I'utilisation des types des modeles de langage :
il n’est pas pertinent d’utiliser des grammaires capables de détecter des dépendances
syntaxiques la ot les modeles simples (de type N-gram) ont prouvé leur efficacité. Une
utilisation conjointe peut étre cependant envisagée : le modele statistique peut déléguer
le décodage du treillis accoustique & une grammaire (en I'occurrence une grammaire
réguliere stochastique) dans le cas ou la syntaxe joue une réle important (des phrases
longues, avec des constructions caractéristiques, comme par exemple 'agencement des
mots pour représenter les dates).

Deuxiéemement, I’abstraction effectuée par I'algorithme d’inférence n’étant pas suffi-
sante — le modele appris n’accepte pas toutes les phrases envisageables — I'importance
du lissage est cruciale. C’est un probléme complexe, non seulement parce qu’il n’a été
abordé que récemment, mais également par le fait qu’il concerne la structure du modele
au méme titre que les valeurs numériques. La présente étude propose une solution qui
hérite des techniques issues du lissage des modeles N-grams et qui, par extension, per-
met de traiter également le probléeme du mot inconnu. D’autre approches doivent étre
envisagées : les grammaires réguliéres sont pourvues d’un cadre théorique fort. L’ex-
ploration de leurs propriétés, comme par exemple une méthode efficace de parcours de
la hiérarchie des modeles compatibles avec le corpus d’apprentissage, peut rendre ce
type de modeéles compétitif face aux approches traditionnelles. Par ailleurs, nous avons
montré que la modélisation du comportement du mot inconnu contribue & 'amélioration
du modele appris. L’approche proposée peut étre améliorée, notamment par 'attribu-
tion d’une classe (connue) & un mot hors vocabulaire (étude abordée notamment dans
[Damnati, 2000]), en cohérence avec les techniques de correction d’erreurs présentées
dans ce document.

Troisiemement, ’étude des “grammaires noyaux”, bien que menée en marge de la
problematique de la reconnaissance vocale, montre que les techniques de correction
d’erreurs peuvent s’appliquer a la classification des séquences. Notre approche permet
alors de découvrir des sous-langages disjoints dans un corpus de phrases. Un probléme
transversal, non-trivial, serait la modélisation des sous-langages, eux-mémes régis par
des régles de composition (le probleme d’enchissement). Les techniques correctives, par
leur capacité du calcul de distances entre les modeles syntaxiques sont particulierement
adaptées pour résoudre ce probléeme.

Ajoutons enfin & ces conclusions celle du bien fondé de la convergence des techniques
issues des domaines strictement formalisés (comme les statistiques et les grammaires
formelles) et de ceux concernant les études du langage naturel. Les connaissances a
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priori des seconds contribuent au renforcement des approches générales et automati-
sables rendus possibles par les premiers, notamment pour traiter les cas particuliers ou,
comme il a été montré dans notre étude, pour initialiser un calcul de modélisation.
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Annexe A

Présentation des corpus
d’apprentissage

A.1 Langage L

Le langage Lg est un langage artificiel défini dans [Feldman et al., 1990], congu & des
fins expérimentales et proche (d’une partie) du langage naturel. Il décrit (en anglais)
trois formes géométriques (triangle, cercle et carré) et leur positionnement relatif. Voici
quelques exemples de phrases qui en font partie :

a square and a circle touch a dark square and a light triangle

a triangle is below a light triangle

a square is far to the right of a circle

a circle and a medium circle are below a large light circle

a small square and a medium dark triangle touch a dark triangle
the square which is to the right of the small circle is removed
the medium triangle is removed

the light triangle which is below the dark square is removed

a light triangle and a circle touch a dark circle

the triangle is removed

Le langage Lg peut étre défini par une grammaire réguliere. Celle qui a servi & nos
exepérimentations (que nous nommons Gp,) est représentée sous forme d’'un AFD sur
la F1g. A.1. Elle posséde 25 éléménts terminaux, 58 non-terminaux et 189 transitions.
Le tableau suivant donne les caractéristiques des corpus d’apprentissage et de test
générés par cette grammaire et utilisés pour les expériences (présentées dans les an-
nexes qui suivent) :

‘ Corpus H Nombre de phrases Taille du lexique Nombre moyen de mots par phrase
Apprentissage 10 000 25 8.73
Test 1000 25 8.76
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A.2 Corpus AGS

Le corpus AGS contient des phrases prononcées dans le cadre d'un dialogue entre
un locuteur humain et un systéme automatique de France Télécom. Seules les requétes
des locuteurs sont transcrites. Les caractéristiques de ce corpus sont regroupées dans
le tableau ci-dessous :

‘ Corpus H Nombre de phrases Taille du lexique Nombre moyen de mots par phrase
Apprentissage 9 850 821 5.03
Test 724 373 4.95

Il s’agit de phrases courtes, souvent agrammaticales. Nous en donnons ici quelques
exemples :

je voudrais des offres d’ emploi pour le métier de 1’hotellerie
quelle région me proposez vous

la métropole

je voudrais le numéro de téléphone du serveur Audiotel

oui pour la région Est

un serveur d’ emploi

I’ hotellerie

la France

non

je voudrais derniers numéros

Remarque 15 Le corpus d’apprentissage et le corpus de test n’ont pas €té concus dans
les mémes conditions : ils ont été enregistrés au cours de sessions différentes, avec des
locuteurs différents et des comportements différents. Ceci nous a incité a brasser les
deux corpus, puis a les rediviser dans les mémes proportions et refaire certains tests
sur les deuz. Les résultats obtenus (cf. section 5.5.1) indiquent la faible représentativité
des données d’apprentissage par le corpus de test original.

A.3 Corpus ATIS

Le corpus ATIS est un des corpus de référence dans la communauté internationale
de TALN/TALP. 11 contient des requétes concernant les services de réservations des
billets des vols :

e WHAT’S THE NUMBER OF THAT U S AIR FLIGHT
e DELTA FLIGHT SIX TWENTY EIGHT PLEASE
e BOOK THAT FLIGHT
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e | WOULD LIKE TO LEAVE TOMORROW NOVEMBER THE SEVENTH
ON A FLIGHT FROM SAN FRANCISCO TO PHILADELPHIA COULD YOU
TELL ME WHAT FLIGHTS LEAVE EARLY IN THE MORNING

¢ PLEASE GIVE ME FLIGHTS FROM ATLANTA TO BOSTON ON WEDNES-
DAY MORNING AND THURSDAY AFTERNOON

¢ WHAT IS GROUND TRANSPORTATION BETWEEN THE SAN FRANCISCO
AIRPORT AND THE CITY

e WASHINGTON TO SAN FRANCISCO WITH A STOPOVER IN FORT WORTH
PLEASE THAT LEAVES IN THE AFTERNOON AND ARRIVES EARLY
EVENING

¢ WHAT TYPE OF AIRPLANE IS USED FROM BOSTON TO ATLANTA AROUND
NINE O’CLOCK IN THE MORNING

¢ SHOW ME ALL FLIGHTS FROM PITTSBURGH TO PHILADELPHIA WHICH
ARRIVE BEFORE EIGHT O'CLOCK A M ON WEDNESDAY

¢ SHOW ME FLIGHTS FROM BALTIMORE TO DALLAS

Ses caractéristiques sont regroupées ci-dessous :

‘ Corpus H Nombre de phrases Taille du lexique Nombre moyen de mots par phrase

Apprentissage 15 019 1259 10.2
Test 1 001 552 11.7
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Annexe B

Classes grammaticales de la
langue francaise du corpus AGS

Les mots figurant dans le dictionnaire ci-dessous sont issus du corpus AGS (corpus
d’apprentissage et de test).

Le lexique complet du corpus (apprentissage et test) posséde 866 éléments. Les
mots de ce lexique ont été marqués par un jeu de 25 étiquettes, codées sur 4 ca-
racteres designant la catégorie du mot. Elles peuvent étre augmentées par deux traits
supplémentaires : le genre (M ou F) et le nombre (P, S, 1, 2, 3, 4, 5, 6). Le tableau qui
suit regroupe ’ensemble des étiquettes :

[ Catégorie [[ genre | nombre | exemple |
ADJE 5] 5] beau = ADJEMS
ADJI 5] 5] chacun = ADJIMS
SUBS ] ] chapeau = SUBSMS
ADVE 0 O peu = ADVE
AUXE ] 5] suis = AUXE1L
AUXA [B] ] as = AUXA?2
CCOO 0 0 donc = CCOO
CHIF 0 O deux = CHIF
CSUB ] 5] que = CSUB
DETR ] ] le = DETRMS
PPOB O O le = PPOBMS
PDEA [B] 5] de = PDEA
PDET ] 5] celles = PDETFP
PHAT 0 O hein = PHAT
PIND 0] 0] aucune = PINDFS
PPAS 5] 5] volée = PPASFS
PPRE [B] ] volant = PPRE
PPER 0 O je = PPERI1
PREL [u] [u] qui = PRELMS
PREP ] 5] sans = PREP
VINF [H] ] manger = VINF
VERB 0 O mangez = VERB5
NPRO ] 5] Paris = NPRO
NE__ ] 5] ne = NE__

PAS_ [B] ] pas = PAS_
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Ci-dessous figure un échantillon extrait de ce lexique :

0
ANPE
BTS
Finisteére
Vosges
a

ben

)

de

étre
fais
gargons
habite
hm-hm
ils

ik

l-on

m’
national
occupe
par
quantité
rappeler
r
technicien
un
vacances

y

NBRE
NPRO
NPRO
NPRO
NPRO
AUXA3
PHAT
PDETMS
PDEA
AUXE
VERBI1
SUBSMP
VERB3
PHAT
PPER6M
PPERIM
PPOBMS
PPOBMS
ADJEMS
VERB1
PREP
SUBSFS
VINF
PREFMS
SUBSMS
DETRMS
SUBSFP
ADVE

VERB2

VERBI1

PPERI1F

VERB3

PREFFS

00
ASSEDIC
Bas-Rhin
Fusey
Yonne

a

bien
cadres
découvrir
ébéniste
fait
général
hiver
hotellerie
importe
jamais

la

ma
nationale
océan
parce_que
quatriéme
rappeliez
s’il-vous-plait
techniques
une

vais

zéro

NBRE
NPRO
NPRO
NPRO
NPRO
PDEA
ADVE
SUBSMP
VINF
SUBSMS
SUBSMS
ADJEMS
SUBSMS
SUBSFS
VERB3
ADVE
DETRFS
DETRFS
ADJEFS
SUBSMS
CSUB
ADJEMS
VERB5
PHAT
ADJEFP
DETRFS
VERBI1
ADJEMS
ADVE

VERB3

VERB1

PPOBFS

ADJEMP

SUBSMS
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listing, 48, 47-49, 65

matrice
de cotits, voir cott, matrice de
de fréquences des opérations d’édition,
78,79, 84, 94, 95, 97, 101, 104,
107, 119
mesure de dissemblance, 54
modele
bigram, voir bigram
de langage, 7-27
a base de classes des mots, 78,
111-120
mot hors-vocabulaire, voir mot inconnu
mot inconnu, 96-100, 106, 115
mot nouveau, voir mot inconnu

N-gram, 8, 17, 17-18, 32, 85, 108, 133,
134
a base de classes, 111-112, 114, 118
lissage, voir lissage, d’un N-gram
N-multigram, 18

opération élémentaire, voir opération d’édition

opération d’édition, 45, 45, 47, 47, 48—
50, 50, 51, 52, 56, 57, 59-62, 64,
65, 75, 76, 79, 87, 93, 106, 107



évaluation du cout de, voir évaluation,
des cotts d’édition

cout, 49, 50, 77, 80, 84, 103

unitaire, 119

fréquence de, 65, 78, 79, 96, 97, 103,
104, 107

ordre de, 45, 48, 49, 65

pondérée, 65, 75, 80, 86

probabilité de, 85, 91-95, 99, 100,
104

perplexité, 26-27, 40, 76, 77, 80-83, 87—
89, 100-109, 112, 118, 119
phrase, 10, 46
décodage d’une, voir analyse, d’une
séquence
désambiguisation statistique, voir dé-
sambiguisation, statistique des
phrases
syntaxiquement correcte, 17
taux d’acceptation, 126, 127
précision, 27
préfixe, 14, 33, 47, 47, 54, 56, 57, 59, 63,
65, 86
productions, voir regle

regle, 11
d’erreur, 71, 71, 72, 92
de correction d’erreurs, 92
non-erreur, 72, 72, 126
rappel, 27
reconnaissance
d’une séquence par un modele de

langage, voir analyse, d’une séquence

de la parole, 3, 7, 8, 22, 24, 27, 29,
49, 52, 69, 111, 133, 134, 159
des formes, 29, 30, 43
statistique, 30
des mots isolés, 70
optique des caracteres, 31, 69, 122
processus de, 8, 159
systeme de, 3
taux d’erreur, 112
taux de, 27, 127-129

158

ressemblance

entre séquences, voir distance, d’édition

séquence, 10, 46
caractéristique, voir séquence, cen-
trale
centrale, 122, 122, 123-128
cible, 47-49
espace des, 46-47
générée par un graphe, 55
initiale, 55
longueur d’une, 26, 46
source, 47-49
séquences
ordre de présentation, voir ezemples,
ordre de présentation
sous-chaine, voir sous-séquence
sous-chemin, 58
sous-classe, 36, 38, 41, 69
sous-couverture, 27
sous-langage, 32
sous-phrase, voir sous-séquence
sous-séquence, 46, 61, 65, 69, 70, 113
SRG, voir grammaire, réguliére, stochas-
tique
substitution, 47
suffixe, 14, 54
suppression, 47
sur-généralisation, 27, 39, 41, 69, 87
symbole, 10

techniques de correction d’erreurs, 41,
43-65, 75, 86, 109, 121, 129
trace, 47, 47-48, 53, 65
treillis, 34
acoustique, 8, 9, 22, 134
appris par ECGIA, 83
d’automates, 34, 35, 91
de mots, voir treillis, acoustique
trigram, 17, 17, 18

unigram, 18, 115

vocabulaire, voir alphabet









Résumé

Le contexte global de la thése (réalisée dans le cadre de la convention CTI 97-1B-
004, signée avec France Télécom) est I'apprentissage automatique de la syntaxe pour de
la reconnaissance de la parole dans l'interaction orale entre 'homme et ’ordinateur. Le
travail décrit dans ce document consiste & construire des modéles de langage, qui servi-
ront de filtres syntaxiques & un ensemble d’hypotheses issues des étages situés en amont
du processus de reconnaissance. Les modeles proposés sont des grammaires régulires.
Elles constituent une alternative aux modeles utilisés couramment qui s’appuient uni-
quement sur la fréquence d’apparition des groupes des mots. Le travail de recherche est
focalisé d’une part sur 'aspect algorithmique des techniques d’apprentissage appliqués
aux grammaires formelles (Inférence Grammaticale), d’autre part sur la méthodologie
d’intégration de ces modeles dans le processus de reconnaissance. Il est distribué selon
quatre axes :

1. Utilisation d’un algorithme particulier (ECGIA) pour apprendre des modeles de
langage & partir des corpus, par le biais de techniques de correction d’erreurs.
Deux paramétrages originaux ont été proposés pour cet algorithme : 1'un fondé
sur les connaissances a priori, I’autre sur une approche entierement automatique.

2. Elaboration d’une technique de lissage des grammaires apprises. Elle est indispen-
sable & I’évaluation et & I'utilisation de ces modeéles dans le cas d’insuffisance des
données d’apprentissage (cas courant). Parallelement, nous avons élaboré puis
utilisé une méthode d’évaluation des grammaires non-stochastiques, fondée sur
les techniques de correction d’erreurs; elle permet de comparer leur pouvoir de
généralisation.

3. Transposition des techniques de clustering au cas des modeles étudiés ;

4. Conception d’'une approche originale dont 1'objectif est d’extraire et de classer
des séquences caractéristiques d’un corpus.

Ces approches ont été validées par voie expérimentale sur trois corpus. Deux d’entre
eux ont été congus & partir des cas réels (corpus AGS et ATIS), le troisiéme étant un
corpus artificiel, proche de la langue naturelle.



